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Streszczenie

Celem niniejszej rozprawy bylo opracowanie metody do charakteryzacji tkanki cztowieka
na podstawie analizy statystycznych wiasciwosci ech ultradZwigkowych, a nastgpnie wyko-
rzystanie jej do klasyfikacji zmian nowotworowych piersi. Skuteczno$¢ zaproponowane;j
metody zostata sprawdzona na zbiorze danych zmian nowotworowych piersi zebranych w
IPPT PAN we wspétpracy z Centrum Onkologii im. Marii Sklodowskiej-Curie w Warszawie.

Do charakteryzacji tkanki uzyty zostal rozktad homodynowy K, ktéry modeluje staty-
styke amplitudy rozproszonego echa. Parametry rozktadu homodynowego K zwiazane sa
z wlasciwo$ciami rozpraszajacymi tkanki. W pracy oméwiono metod¢ estymacji parame-
tréw rozktadu oraz jak za jego pomoca mozna tworzy¢ mapy parametryczne obrazujace
lokalne wtasciwosci rozpraszajace tkanki. Mapy te moga dostarcza¢ dodatkowych informacji
diagnostycznych dla lekarza w poréwnaniu ze zwyklym obrazowaniem ultrasonograficznym.

Wykonane mapy parametryczne zmian nowotworowych poddano segmentacji, by wyod-
rebnié obszary o r6znych wlasciwosciach rozpraszajacych. Na podstawie przeprowadzone;j
segmentacji wydobyto szereg cech, ktore postuzyty do klasyfikacji tagodnych i zto§liwych
zmian nowotworowych. Pokazano, ze przedstawione podejsScie prowadzi do uzyskania
lepszych wynikéw niz w przypadku metod wczesniej zaproponowanych w literaturze.

W nastgpnej kolejnosci sprawdzono, czy wyznaczone cechy zwiazane z rozpraszaniem
moga by¢ polaczone z cechami geometrycznymi, ktére opisuja ksztatt krawedzi zmiany na
obrazie ultrasonograficznym. W literaturze cechy te uwazane sa za wyjatkowo przydatne w
klasyfikacji nowotworéw piersi. Pokazano, ze potaczenie cech z tych dwoch ré6znych grup

pozwala osiagnaé lepsza klasyfikacje, niz przy uzyciu cech z kazdej grupy osobno.






Abstract

The main aim of this work was to develop a quantitative tissue characterization technique
based on the backscattered ultrasound echo analysis and to use it for breast lesion classifica-
tion. The proposed method was validated on breast lesion data collected in the Institute of
the Fundamental Technological Research of the Polish Academy of Sciences in cooperation
with the Cancer Center and Institute of Oncology of Sklodowska-Curie Memorial in Warsaw.

The homodyned K distribution was used for tissue characterization. It models the statistics
of backscattered ultrasound echo amplitude. Parameters of the homodyned K distribution
are related to the tissue scattering properties. The method of estimation of the distribution
parameters was introduced and discussed and next the parametric maps characterizing local
tissue scattering properties were created. These maps may serve as an additional source of
information for physicians performing standard ultrasound imaging.

The obtained breast lesion parametric maps were segmented to extract areas exhibiting
similar scattering properties. Next, based on the segmentation, several features were extracted
which were then used for the breast lesion classification. It was shown that this approach was
better then the ones already proposed in the literature.

Next, the extracted scattering features were combined with morphological features which
describe breast lesion contour. These features have been widely used in the literature and are
considered to be highly effective in breast lesion classification. It was possible to improve the

breast lesion classification performance by combining scattering and morphological features.
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Rozdzial 1
Wprowadzenie

Zyjemy w czasach bezprecedensowego postepu techniki. Rozwéj elektroniki i kompu-
terow bezpowrotnie zmienit sposéb naszego zycia otwierajac je na nowe mozliwosci. W
roku 1952 Turing i Champernowne, z braku komputeréw o wystarczajacej mocy, zmuszeni
byli symulowaé programy szachowe na kartce papieru [68]. Dzi$§ kazdy z nas w postaci
smartfonu dysponuje komputerem o wigkszej mocy, niz ten ktéry sterowat statkiem kosmicz-
nym Apollo w jego drodze na Ksigzyc. Mowi si¢ rOwniez, ze wkraczamy w er¢ czwartej
wielkiej rewolucji przemystowej, gdy postepujaca automatyzacja i inteligentne przetwarzanie
danych maja na dobre wej$¢ do naszego zycia codziennego. Coraz powszechniej, cho¢
czgsto nieSwiadomie, korzystamy z technik opartych na sztucznej inteligencji. Zbierane
sg olbrzymie zbiory danych, ktérych analiza pozwala lepiej zrozumie¢ najprzerézniejsze
zjawiska, poczawszy od badari medycznych a skoficzywszy na fizyce czastek i astronomii.
Postep techniki przektada sig rowniez na podstawowa kwesti¢ wazna dla kazdego cztowieka,
jaka jest troska o zdrowie swoje i najblizszych.

JesteSmy obecnie §wiadkami intensywnego rozwoju metod obrazowania medycznego.
Dzigki ulepszaniu istniejacych metod i rozwijaniu nowych, jesteSmy w stanie lepiej zro-
zumie¢ dziatanie naszego organizmu, skuteczniej monitorowac stan zdrowia i prowadzié
diagnostyke. Wydaje sig, Ze na tym polu obrazowanie ultradZwigkowe czeka w najblizszym
czasie w pewnym sensie rozwoéj uprzywilejowany i szczeg6lny. Prognoza ta zwigzana jest z
szeregiem czynnikow, ktére zostang ponizej przyblizone.

Klasyczna ultrasonografia to przede wszystkim obrazowanie w tak zwanym trybie B-
mode (B od angielskiego stowa brigthness oznaczajacego jasnos¢), w przypadku ktérego
wizualizowane sa zmiany w impedancji akustycznej tkanek. Impuls ultradZwigkowy padajacy
na granicg¢ osSrodkéw rézniacych si¢ impedancja akustyczng ulega odbiciu, co rejestrowane
jest przez przetwornik, a nastgpnie po przetworzeniu wySwietlane na ekranie ultrasonografu

[70]. Propagacji fali dZzwigkowej towarzysza jednak rowniez inne efekty, ktérych mozna uzy¢
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do charakteryzacji tkanek. Badaniem tych metod zajmuje si¢ ultrasonografia iloSciowa QUS
(z ang. quantitative ultrasound). Dla przyktadu, amplituda propagujacej si¢ fali dzwigkowe;j
jest thumiona ze wzgledu na lepkos¢ osrodka [50]. Efekt tez mozna zmierzy¢ Sledzac zmiany
w czgstotliwosci centralnej odebranego sygnatu, jakie zachodza wraz z gigbokoscia [51].
Innym efektem i jednoczesnie tematem tej pracy jest rozpraszanie fali na mikrostrukturach
oSrodka, ktore szerzej zostanie omowione w nastgpnych rozdziatach. Badania nad meto-
dami QUS znaczaco przyspieszyly dzigki rozwojowi elektroniki i wigkszej dostgpnosci
ultrasonograféw, na ktérych mozliwa jest akwizycja tak zwanych surowych danych wielkiej
czestotliwosci RF (z ang. radio-frequency). Sa to dane bezposrednio odebrane przez gtowice
obrazujaca. W przypadku klasycznego B-mode obraz tworzony jest na bazie obwiedni
sygnatu RF, ktory jednakze jest wstepnie poddawany intensywnemu przetwarzaniu, na ktére
z reguty skladaja si¢ filtracja, kompresja, interpolacja i algorytmy majace usuna¢ szum i
podkresli¢ krawedzie na obrazie. Te wszystkie procedury zacieraja informacj¢ o tkance, jaka
nidst pierwotny sygnat RF, a ktérg metody QUS staraja si¢ wykorzystac. W najog6lniejszym
przypadku techniki QUS stuza do stworzenia mapy parametrycznej, ktéra bedzie mogta obok
trybu B-mode stuzy¢ lekarzowi dodatkowa informacja o stanie badanej tkanki.

Wyjatkowa zaleta ultradZwigkéw na tle innych metod obrazowania medycznego jest jej
nieinwazyjnos¢, relatywnie niska cena oraz podatnos¢ na miniaturyzacje. Rys. 1.1 przedsta-
wia pierwszy komercyjny skaner obrazujacy w czasie rzeczywistym firmy Siemens, ktory
powstat w roku 1965 [56]. Jednocze$nie po prawej stronie znajduje si¢ system Lumify firmy
Phillips, ktéry obstugiwany jest przez smartfona. To zestawienie wprost pokazuje jak istotna
miniaturyzacja dokonata si¢ w przypadku ultrasonograféw na przestrzeni lat. Co wigcej,
system Lumify umozliwia sktadowanie wynikow i ich analiz¢ w chmurze. Wydaje sig, ze
w dobie obecnej rewolucji przemystowej badania ultrasonograficzne moga stac si¢ jeszcze
bardziej powszechne i by¢ norma w miejscach takich jak zaktady pracy czy szkoty. Metody
diagnostyki powinny sta¢ si¢ rowniez bardziej dostgpne dla lekarzy, technikéw a nawet oséb
prywatnych. To ostatnie moze by¢ niezwykle atrakcyjne, tym bardziej, ze klasyczne badanie
USG jest nieinwazyjne. Szybsza wymiana informacji moze réwniez poskutkowac¢ powsta-
niem lepszych wytycznych na temat diagnostyki konkretnych schorzef. Zauwazmy jednak,
ze sama dostepnoS¢ techniki nigdy nie bedzie zadowalajaca, jesli nie bedzie szta w parze z
mozliwoscia trafnego zinterpretowania stanu badanej tkanki. Upowszechnienie diagnostyki
ultradZwigkowej moze by¢ mozliwe dzigki rozwojowi metod sztucznej inteligencji, ktore
pomoga osobie zainteresowanej przeprowadzi¢ badanie i zrozumie¢ jego wyniki.

Wydaje sig, ze sztuczna inteligencja nigdy nie zastapi eksperckiej wiedzy radiologa
podpartej wieloletnim do§wiadczeniem i tym szczegélnym rodzajem intuicji, jaki wyrabiaja

sobie lekarze obcujac z pacjentami. Nalezy wziaé jednak pod uwage szereg czynnikéw,



Rysunek 1.1 Po lewej ultrasonograf Siemens Vidoson (Zrédio: siemens.com), a po prawe;]
system Lumify firmy Phillips (Zrédto: phillips.com).

ktére przemawiaja za systemami do komputerowego wspomagania diagnostyki CAD (z
ang. computer-aided diagnosis). Po pierwsze, dostep do eksperckiej wiedzy lekarskiej
jest ograniczony i czgsto kosztowny. Lekarze specjalizuja si¢ w konkretnej dziedzinie
jak na przyktad w badaniu uktadu krazenia. Ten sam lekarz juz jednak z reguly nie jest
ekspertem w diagnostyce stanu narzadéw brzucha. Hipotetycznie technik badZ pielggniarka
umiejacy obstugiwac ultrasonograf mogliby przy wsparciu sztucznej inteligencji badaé
rézne tkanki i prowadzi¢ ogdlng diagnostyke. Pozwolitoby to z pewnoscig na wczesniejsza
detekcje choréb i mogtoby stuzyc¢ jako swojego rodzaju badania przesiewowe. Po drugie,
nalezy rozwazy¢ réwniez pesymistyczny scenariusz rozwoju stuzby zdrowia zwiagzany ze
starzeniem si¢ europejskich spoteczenistw. Problem ten wyjatkowo dotyczy Polski, gdzie
trend demograficzny jest negatywny i wiesci zblizajace si¢ problemy. Polska to réwniez
kraj, gdzie notuje si¢ jedna z mniejszych w Unii liczbe lekarzy na 100000 mieszkancéw
[33], ktéra w 2014 roku wynosita 230. Przyktadowo ten wspétczynnik we Wioszech wynosit
388, a w Niemczech odpowiednio 410. Sytuacje¢ jeszcze bardziej pogarsza starzenie sig¢
obecnej grupy pracownikoéw stuzby zdrowia 1 emigracja mtodych lekarzy. Te czynniki kaza
zastanowiC si¢ nad tym, jak w przysziosci wyglada¢ bedzie dostep do ustug medycznych
1 wiedzy lekarskiej. Zauwazmy, ze moze doj$¢ do niepokojacej sytuacji, gdy wigkszos¢
obywateli bedzie miala relatywnie tatwy dostep do aparatury medycznej, ale utrudniony do
osoby mogacej przeprowadzi¢ badanie i przeanalizowaé wyniki. Przy takim scenariuszu
metody sztucznej inteligencji moga okazaé si¢ nieocenione. Przydatna moze by¢ nawet
czgSciowa automatyzacja pracy diagnosty, ktéra pomoze mu efektywniej badaé pacjentow i
w ten sposob zwigkszy jakos¢ Swiadczonych ustug.
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Powyzej przytoczono dwa kierunki rozwoju obrazowania ultradzwigkowego. Pierwszym
jest rozwijanie nowych metod charakteryzacji tkanek, a drugi dotyczy studiéw nad systemami
CAD, dzigki ktéorym mozliwa bedzie poprawa diagnostyki medycznej. Niniejsza rozprawa
doktorska wpisuje si¢ w oba te kierunki w sposéb zasadniczy, gdyz skupia si¢ na rozwoju
metody QUS do obrazowania charakteru rozpraszania w tkankach oraz wykorzystuje tg
metode, by na podstawie wydobytych dzigki niej informacji zbudowac system CAD, ktory
bedzie w stanie klasyfikowa¢ zmiany nowotworowe piersi. Powyzsze rozwazania byly natury
ogolnej, ale teraz w nastgpnej sekcji przedstawig, jaki konkretny problem w pracy bedzie

rozwiazywany.

1.1 Diagnostyka zmian nowotworowych piersi

Choroby nowotworowe stanowig jeden z najwigkszych i nierozwigzanych probleméw
naszej cywilizacji. Powotujac si¢ na dane Europejskiego Urzgdu Statystycznego, z powodu
choroby nowotworowej umiera co czwarty mieszkaniec Unii [32]. SpoSréd wszystkich no-
wotworéw u kobiet rak piersi jest na drugim miejscu jesli chodzi o umieralno$¢ oraz cechuje
si¢ najwigksza zachorowalnoscia w Polsce. Na przestrzeni lat prowadzono szereg kampanii
spotecznych zachgcajacych do wykonywania badan i zwigkszajacych ogélng Swiadomos¢ na
temat tej wtasnie choroby [5]. Od lat 80-tych obserwuje si¢ trend stalego niewielkiego spadku
umieralnosci z powodu raka piersi, pomimo zwigkszonej zachorowalnosci. Na przykiad w
Wielkiej Brytanii liczba ta spadta o 40% na przestrzeni ostatnich 20 lat [54].

Badanie USG to obecnie jedna z podstawowych, obok mammografii, metod diagnostyki
zmian nowotworowych piersi [53, 96, 117]. Same nowotwory dzielg si¢ zasadniczo na
tagodne i ztoSliwe, przy czym te drugie zdecydowanie Zle rokuja dla zdrowia pacjenta.
Poprawnos$¢ diagnozy zalezy przede wszystkim od lekarza i posiadanej przez niego wiedzy
na temat obrazu zmiany nowotworowej w trybie B-mode. W celu standaryzacji diagnostyki
nowotwordw piersi Amerykarnskie Towarzystwo Radiologiczne ustanowito tak zwany system
BI-RADS (z ang. Breast Imaging - Reporting and Data System) [63], ktOry jest teraz
powszechnie uzywany przez lekarzy. System ten jest réwniez stosowany w Polsce [47].
Po wykonaniu badania USG lekarz przypisuje badanej zmianie patologicznej konkretna
kategori¢ BI-RADS (od 1 do 6), ktéra ma odzwierciedlac jej stopien ztosliwosci. W ramach
systemu jest okre§lone, jakimi cechami, jak na przyktad echogeniczno$¢ czy ksztatt, powinna
charakteryzowac si¢ badana zmiana, zeby otrzymac konkretna kategori¢. Zmiany ktére nie
wykazuja cech towarzyszacych zmianom ztosliwym takich jak spikularne brzegi, nieregularny
ksztalt sa kwalifikowane do kategorii o zerowym lub niskim ryzyku ztoSliwosci.
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Niestety, mimo przyjetej standaryzacji klasyfikacja zmian wciaz nie jest doskonata. Bie-
rze si¢ to z niedostatkOw samego systemu BI-RADS , ale 1 wiedzy lekarza, ktéry mimo
standaryzacji musi sam ocenié, czy i w jakim stopniu badana zmiana posiada wyszcze-
g6lnione cechy BI-RADS. Bierze si¢ to réwniez z niedostatkéw samego obrazu w trybie
B-mode, na ktérym rézne rodzaje zmian moga wyglada¢ bardzo podobnie. W rezultacie
klasyfikacja zmian nowotworowych cechuje si¢ niska specyficznoScia, co przektada si¢ na
duza liczbe niepotrzebnie przeprowadzanych biopsji. To z kolei wiaze si¢ z niepotrzebnymi
zabiegami, stresem pacjentow, ale i z duzymi obcigzeniami finansowymi dla stuzby zdrowia.

W celu poprawy diagnostyki nowotwordéw piersi stworzono szereg systeméw CAD. Ich
gléwnym celem jest wsparcie osoby wykonujacej badanie w procesie podejmowania decyzji.
System analizujac obraz USG stara si¢ odpowiedzie¢ na pytanie dotyczace tego, jaki jest
stopien ztosliwo$ci zmiany. Zaproponowane w literaturze systemy CAD w przewazaja-
cej wigkszosci bazuja na analizie obrazu USG w trybie B-mode i sktadaja si¢ z czterech
podsysteméw wykonujacych odrebne dziatania [20]:

1. Wstepne przetworzenie obrazu.
2. Wskazanie nowotworu na obrazie.
3. Ekstrakcja cech do klasyfikacji.

4. Budowa klasyfikatora i walidacja.

Kazdemu z powyzszych krokéw w literaturze poswigcono szereg publikacji. Na skuteczno$¢
kazdego systemu CAD przektadaja si¢ przede wszystkim warto$ciowe cechy do klasyfikacji,
ktére w kontekScie nowotworéw dziela si¢ zasadniczo na dwie kategorie. Pierwsza sa cechy
geometryczne, ktore charakteryzuja ksztatt krawedzi nowotworu, jaki wyznaczony zostat w
wyniku segmentacji. Drugi zbidr cech to te zwigzane z teksturag nowotworu, jaka widoczna
jest na obrazie USG.

Obecnie uwaza sig¢, ze najbardziej przydatne do budowania systeméw CAD sa cechy
geometryczne [37], przy czym w przypadku zmian zloSliwych oczekiwana jest bardziej
nieregularna krawgdz. W poréwnaniu do cech zwiagzanych z tekstura cechy geometryczne sa
mniej wrazliwe na algorytmy przetwarzania sygnatow, jakie sa stosowane do rekonstrukcji
obrazéw USG. Co wigcej, wspdtczesnie uzywane algorytmy skupiaja si¢ na zachowaniu
i podkresleniu krawedzi na obrazie przy jednoczesnym rozmyciu tekstury [22]. Dobrym
przyktadem jest tutaj algorytm dyfuzji anizotropowej, ktory jest stosowany w celu usunigcia
ziarnistoSci (z ang. speckles) na obrazie [115]. Algorytm ten rozmywa obraz w miejscach

charakteryzujacych si¢ malym gradientem jasnosci, czyli w domysle niezajmowanych przez
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krawedZz. Rowniez wigkszo$¢ skaneréw umozliwia zmiang w czasie rzeczywistym para-
metrow uzywanych do rekonstrukcji obrazu takich jak stopien kompresji. W rezultacie
specyficzna ziarnisto$¢ tkanek na obrazie USG zostaje znieksztalcona badZ zupetnie usunigta,
a samo badanie tekstury danej tkanki staje si¢ zadaniem utrudnionym.

Z drugiej strony metody QUS polegaja na wyznaczeniu parametréw zwiazanych z fizycz-
nymi wiasciwosciami danej tkanki [59]. Metody te bazuja na surowych echach ultradzwie-
kowych odebranych przez przetwornik. Echa te dopiero maja zosta¢ przetworzone w celu
rekonstrukcji obrazu USG i tym samym zawieraja mozliwie nietknigta informacje¢ o tkance.
Wydaje sig, ze metody QUS moga z powodzeniem postuzy¢ do budowy systeméw CAD.
Przede wszystkim wchodzi tutaj w gre znaczenie fizyczne cech wyznaczanych za pomoca
metod QUS. Trudnoscig jest tutaj fakt, ze akwizycja sygnatéow RF wymaga specjalnie przy-
sposobionego do tego ultrasonografu. Takie ultrasonografy znajduja si¢ z reguty bardziej w
polu zainteresowan badaczy i nie sa uzytkowane przez lekarzy.

Jedna z metod QUS jest modelowanie statystyki ech ultradZwigkowych rozproszonych
wstecznie. Propagujaca si¢ fala dZwigkowa ulega rozproszeniu na mikrostrukturach tkanki.
Dochodzi do interferencji, w wyniku ktérej na obrazie USG dana tkanka posiada specyficzng
ziarnisto$¢. Badanie sygnatu RF dostarcza znaczaco wigcej informacji o naturze tego
zjawiska niz analiza przetworzonego obrazu. Do tej pory w literaturze zaproponowano rézne
modele majace uchwycic stochastyke tego zjawiska. Celem tutaj jest scharakteryzowanie
rozproszenia w oSrodku (jego mikrostruktur) na podstawie statystyki amplitudy sygnatu RF.
Na tym polu rozktad homodynowy K uznawany jest za najbardziej ogdlny, ale jednocze$nie
najtrudniejszy w stosowaniu [24]. Estymacja parametréw rozktadu homodynowego K jest
postrzegana jako skomplikowana, w zwiazku z czym badacze chetniej korzystaja z prostszych
modeli takich jak rozktad Nakagami czy Rayleigha. Niestety to zastapienie skutkuje mniej
bogatym w informacje opisem rozpraszania w tkance.

W szeregu publikacji podano, ze parametr ksztaltu (parametr Nakagami) rozktadu Naka-
gami moze by¢ przydatny w rozréznianiu zmian nowotworowych piersi [88, 92, 107, 108].
Zostal on réwniez w celu poprawy klasyfikacji potaczony z elastografia [57], systemem
BI-RADS [72] i z pojedyncza cecha geometryczng [104]. Rozklad K wykorzystany zostat w
[91]. Model homodynowy K do tej pory zostat uzyty w jednej pracy opublikowanej przed
rokiem [101]. Ocena rozproszenia w nowotworach piersi jest dodatkowo utrudniona ze
wzgledu na niejednorodng strukture. Zdarza sig, ze w obrebie nowotworu znajdowa¢ moga
obszary charakteryzujace si¢ zupelnie innymi wlasciwoSciami rozpraszajacymi takie jak
zwapnienia czy martwica [102]. Problem analizy rozproszenia w zmianach nowotworowych

piersi uwzgledniajacy niejednorodnosci nie zostat do tej pory w sposéb jednoznaczny roz-
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wigzany w literaturze z powodu duzego zr6znicowania budowy mikroskopowej rakdw piersi

1 zmian fagodnych.

1.2 Cele i uklad pracy

Teza niniejszej pracy jest to, ze mozna klasyfikowac tagodne i zto§liwe zmiany nowotwo-
rowe piersi na podstawie wlasciwosci statystycznych ech ultradzwigckowych. W zwiazku z

tak postawiong teza rozprawie doktorskiej przySwiecaja trzy zasadnicze cele:

* Opracowanie metody QUS, ktéra jest w stanie tworzy¢ mapy parametryczne charakte-
ryzujace rozpraszanie zachodzace w tkankach. Do tego celu w pracy wykorzystany

zostanie rozktad homodynowy K amplitudy sygnatu RF.

* Wykorzystanie stworzonych map parametrycznych do analizy rozpraszania w nowo-
tworach piersi, a w szczegdlnosSci uwzglednienie spotykanych tutaj niejednorodnosci.
Postawiono tezg, ze nowotwory piersi mozna rozréznia¢ na podstawie map parame-
trycznych oraz, ze poprzez analiz¢ niejednorodnosci t¢ klasyfikacje mozna jeszcze

dodatkowo poprawic.

» Sprawdzenie, czy mozliwe jest efektywne polaczenie klasyfikacji na podstawie cech

geometrycznych z analiza map parametrycznych.

Praca zorganizowana jest w nastgpujacy sposéb. W drugim rozdziale przedstawione
zostang podstawy fizyczne stojace za propagacja 1 rozpraszaniem fal ultradZzwigkowych.
Podane zostang modele, jakie zaproponowano do tej pory w literaturze do opisu rozpraszania.
W rozdziale trzecim scharakteryzuj¢ bazg sygnatéw RF pochodzacych z nowotwordw piersi,
ktora zostanie wykorzystana w pracy do budowy systemu CAD, a ktdéra stworzona zostata w
IPPT PAN we wspétpracy z Centrum Onkologii im. Marii Sklodowskiej-Curie w Warszawie.
W rozdziale czwartym pokazg¢ jak wykorzystac rozktad homodynowy K do tworzenia map
parametrycznych obrazujacych charakter rozproszenia w tkankach. Piaty rozdziat zawiera
opis metod, jakie zastosowano do analizy map parametrycznych. W&rdd nich znajduje sig¢
algorytm do segmentacji zmiany, ktérego zadaniem jest wyodrebnienie z obszaru nowotworu
podobszaréw, ktdre charakteryzuja si¢ jednorodnymi wiasnoSciami rozpraszajacymi. Oprocz
tego przedstawiona zostanie procedura ekstrakcji cech oraz klasyfikacji. Kolejne rozdziaty
poswigcone sa analizie i dyskusji wynikéw klasyfikacji, przy czym omdéwione réwniez

zostang cechy geometryczne.






Rozdzial 2

Rozpraszanie dZwi¢ku w oSrodkach
biologicznych

2.1 Podstawy fizyczne propagacji fal ultradzwiekowych

Fale ultradZwigkowe to fale mechaniczne o czg¢stotliwoSciach znajdujacych si¢ powyzej
zakresu styszalnego przez czlowieka. Granicg t¢ przyjmuje si¢ z reguty na réwna okoto
20 KHz. W tkankach, ktére sktadaja si¢ gtéwnie z wody, fale dZwigkowe propaguja si¢
przede wszystkim jako fale podtuzne [70]. Poczawszy od zZrddta fali, na przyktad drgajace;j
powierzchni przetwornika, czastki oSrodka wprawiane sg w oscylacje, ktére na zasadzie
reakcji tancuchowej przenosza si¢ wgtab oSrodka. W najprostszym przypadku ruch ten

opisa¢ mozna przez liniowe réwnanie falowe dane nastgpujacym wzorem:

2

p— Clzf;—tf =0, (2.1)
gdzie p, t 1 ¢ oznaczaja odpowiednio ci$nienie, czas oraz predko$¢ dZzwigku w osrodku. Przez
A oznaczono operator Laplace’a we wspotrzgdnych kartezjanskich. Rozwigzaniem réwnania
falowego w jednym wymiarze sa funkcje typu f(x=+ct). Rys. 2.1 pokazuje standardowy
impuls obrazujacy uzywany w ultrasonografii. Jest to funkcja sinusoidalna o obwiedni
gaussowskiej. Czes$¢ impulsu, ta o dodatnim ci$nieniu, wywotuje $ciskanie tkanki, a w
przypadku ujemnego ciSnienia mamy do czynienia z rozpr¢zaniem.

Klasyczna zalezno$é ¢ = pLK

oSrodka, ktérymi sa gestoS¢ p oraz Sci§liwos¢ k. Kolejnym waznym parametrem jest

wigze predko$¢ dZzwigku z parametrami mechanicznymi

impedancja akustyczna, ktéra wyrazi¢ mozna nastepujaco:

Z=pc (2.2)
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Cisnienie
T T

L
Czas

Rysunek 2.1 Przyktadowy impuls ultradZwigkowy uzywany do obrazowania.

i ktérej zmiany w oSrodku leza niejako u podstaw obrazowania typu B-mode, gdyz odbicie
fali na granicy dwoch osrodkéw jest funkcja impedancji. Granica dwdéch tkanek rézniacych
si¢ impedancja bedzie dobrze widoczna na obrazie B-mode.

Réwnanie (2.1) opisuje propagacje fali, ktéra odbywa si¢ w sposéb bezstratny. Jednakze
propagacji fali w oSrodku towarzyszy szereg zjawisk, ktérych wspdlnym skutkiem jest
utrata energii wraz z odlegtoscia od Zrédta. Uptyw energii nastgpuje ze wzgledu na odbicia,
rozproszenie oraz absorpcje. Dwa ostatnie zjawiska wystepuja pod wspolna nazwa thumienia,
w przypadku ktérego zaktada sig, ze w tkance powoduje eksponencjalny zanik amplitudy

ci$nienia, co zapisaé mozna ponizszym wzorem [59]:

p(x) = poe”*, (2.3)

gdzie pg to poczatkowa amplituda fali, a przez o oznaczono wspétczynnik thumienia, ktérego
jednostka jest Neper/cm. Wspoétczynnik ttumienia jest funkcja czgstotliwosci, w literatu-
rze zwyklo si¢ przyjmowac jego warto$¢ przy czestotliwosci réwnej 1 MHz. Tabela 2.1

przedstawia wartoSci wspotczynnika ttumienia dla réznych materiatow.

Tablica 2.1 Wspétczynnik tlumienia dla wybranych materialéw wg [23].

Materiat o [Neper/cmMHz]
Woda 0.00025
Krew 0.023

Ttuszcz 0.055

Tkanka (Srednio) 0.062
Tkanka taczna 0.18
Ko$¢ korowa 0.79
Moébzg 0.068
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Pomimo tego, ze wptyw absorpcji 1 rozpraszania na amplitude fali opisywany jest z reguly
zbiorczo, charakter tych dwoéch zjawiska jest inny. Absorpcja jest spowodowana lepkoscia
oSrodka oraz procesami relaksacyjnymi towarzyszacymi propagacji fali [5S0]. Dla przyktadu
w wodzie dominujacym czynnikiem jest lepkosc¢ i absorpcja zalezy od cze¢stotliwosci kwa-
dratowo & ~ f2. W tkance jednakze zachodza réwniez procesy relaksacyjne i zalezno$¢ nie
jest juz kwadratowa. Wyktadnik w tym przypadku przyjmuje wartoS¢ specyficzng dla danej
tkanki, zazwyczaj znajdujaca si¢ migdzy 1 a 2 [50].

Rozpraszanie jest zjawiskiem podobnym do odbicia, ale zachodzacym w przypadku
obiektow o rozmiarze mniejszym niz dtugos¢ fali [94]. W poréwnaniu z absorpcja rozprasza-
nie jest odpowiedzialne za znacznie mniejszy ubytek energii fali. Na przyktad oszacowano,
ze w watrobie od 2% do 10% tlumienia jest spowodowane przez rozproszenie [14, 58].
Tkanka nie jest struktura jednorodna pod wzgledem parametréw mechanicznych. Zrédlem
rozproszenia sa lokalne fluktuacje w gestosci oraz Scisliwosci. Sytuacje ilustruje Rys. 2.2,
gdzie propagujaca si¢ fala pada na niejednorodnos¢ osrodka i jest rozpraszana na wszyst-
kie strony. Sposéb w jaki wystapi rozproszenie zwiazany jest z ksztattem obiektu oraz z
jego parametrami mechanicznymi na tle oSrodka. Pelen opis rozpraszania jest zjawiskiem
ztozonym z szeregu powodéw. Po pierwsze wymaga znajomosci rozktadu parametrow w
oSrodku. Po drugie wystgpuje tutaj problem skali. Hipotetycznie niejednorodnosci takie jak
struktury komérkowe sg bardzo mate wobec rozmiaru calej tkanki czy ogélnie obrazowanego
w praktyce klinicznej obszaru.

W literaturze przyjety si¢ dwa podejscia do modelowania rozpraszania. Pierwszym
jest model dyskretny, w ktérym fala propaguje si¢ w jednorodnym osrodku zawierajacym
skokowe zmiany parametréw. Przy czym stosowane sa najcze¢sciej liczne uproszczenia.
Czgsto uzywany jest tak zwany model punktowy, w ktérym Zrédla rozproszenia sa punktowe
i nie maja wptywu na propagujaca si¢ falg. Zdolno$¢ danego punktu do rozproszenia fali
jest kodowana pojedynczym parametrem, jakim jest refleksywnos$¢. Drugi model zaktada
ciagtos¢ osrodka i jest bardziej generalny, ale jednoczesnie niepraktyczny z punktu widzenia
modelowania sytuacji spotykanych w obrazowaniu medycznym. Doktadny analityczny opis
rozproszenia osiagalny jest tylko w przypadku prostych geometrii takich jak sfera czy walec
[34, 65].

Zdolnos¢ pojedynczego obiektu do rozpraszania opisuje si¢ w literaturze poprzez tak
zwany poprzecznik rozproszenia. WielkoS¢ ta zdefiniowana jako stosunek mocy rozproszone;j
przez obiekt do natezenia fali padajacej. Wprowadza si¢ rowniez wspotczynnik rozproszenia
wstecznego, ktory jest miarag mocy rozproszonej przez obiekt w kierunku odwrotnym do
padajacej fali. W domysle jest to ta czg$¢ rozproszonego sygnatu, ktéra powrécié ma do

zrodta fali, jakim w przypadku obrazowania medycznego jest glowica skanujaca.
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Padajaca fala

—>»> Rozproszona fala

—>

Obiekt rozpraszajacy

Rysunek 2.2 Propagujaca si¢ fala (na czerwono) pada na obiekt o innych parametrach
mechanicznych co osrodek powodujac rozproszenie (na niebiesko).

2.2 Modelowanie rozpraszania ultradzwiekow

W kontekscie metod QUS przyjeto si¢ stosowac tak zwany punktowy model rozpraszania
[59]. W tym przypadku zaktada si¢ jednorodny oSrodek, ktéry wypetniony jest losowo
rozmieszczonymi punktami - rozpraszaczami o zadanej refleksyjnosci. Propagacja nadanego
impulsu ultradZwigkowego zalezy tylko i wytacznie od parametréw oSrodka i rozpraszacze
nie maja na nig wptywu. Traktuje si¢ je jako wtracenia, ktore odbijaja nadany impuls stajac
si¢ tym samym Zrédtem fali rozproszonej. Dodatkowo zaktada sig, ze rozproszone fale nie
wchodza w zadne dodatkowe interakcje z rozpraszaczami.

Sygnal odebrany przez przetwornik powstaje jak suma poszczegdlnych rozproszonych
wstecznie fal, co pogladowo przedstawia Rys. 2.3. Waznym pojgciem jest tutaj komodrka
rozdzielczosci, w ktérej znajduja si¢ rozpraszacze, od ktérych przyczynki sumuja si¢ na
pojedyncza prébke odebranego sygnatu. Jezeli w komoérce rozdzielczosci znajduje si¢
N rozpraszaczy, odebrane echo w pojedynczej chwili czasu mozemy zapisa¢ jako sumg
zespolona:

N N .
A=Y a,=Y a.eP (2.4)
n=1 n=1

gdzie a, i B, to odpowiednio amplituda (refleksywnos¢) i faza zwiazana z n-tym rozprasza-
czem. Suma we wzorze (2.4) nazywana jest z reguly czgscia dyfuzyjna i jest ona dodatkowo

uzupetniana o tak zwang czgs$¢ koherentna s:
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- .
Przetwornik

Rysunek 2.3 Rozpraszanie zachodzi w polu wiazki na strukturach wewnatrz komorki roz-
dzielczoSci (zaznaczonej na czerwono).

N N
A=s+Y a,=s+ ) a,ePr. (2.5)
n=1 n=1

Sktadnik ten odpowiada za istnienie duzego przyczynku do rozproszenia jakim moze by¢
na przyktad obecnos¢ w osrodku rozpraszaczy roztozonych periodycznie [42]. Powyzsze
wzory postrzega¢ mozna w kategoriach btadzenia losowego na ptaszczyzZnie, co ilustruje
pogladowo Rys. 2.4.

Wz6r (2.5) zawiera trzy zmienne losowe {a, B, N} oraz parametr s, ktére koduja informa-

cje o osrodku. W praktyce dysponujemy tylko prébkami zmiennej A i badajac statystyke

-

Im{A)4

aZ A

Re(A)

Rysunek 2.4 Rozpraszanie wg réwnania (2.5) jako spacer losowy na ptaszczyZnie.
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jej amplitudy A staramy si¢ uzyskac¢ wiedzg o zachodzacym w oSrodku rozpraszaniu. W
zaleznosci od przyjetych zatozen wiazacych zmienne we wzorze (2.5), wyprowadza si¢ rozne
funkcje gestosci prawdopodobienistwa, ktérym powinna podlegaé amplituda A. Korzysta si¢
przy tym, przy okreslonych zalozeniach, z centralnego twierdzenia granicznego. Zaktada si¢
rOwniez, ze faza we wzorze (2.5) roztozona jest zgodnie z rozktadem jednorodnym.

Podobne kwestie zwigzane z rozpraszaniem fal analizowe sa w réznych dziedzinach
nauki. W przypadku ultradZwigkéw 1 obrazowania medycznego nalezy powiedzieC, ze
zagadnienia te zostaty wprowadzone do literatury relatywnie niedawno. Jeszcze wczesniej
modele rozpraszania analizowane byty przede wszystkim na gruncie optyki statystyczne;j
przy rozpraszaniu fal elektromagnetycznych, gdzie znalazty praktyczne zastosowania w
przypadku analizy sygnaléw z radaréw [59], czemu przySwiecaly miedzy innymi cele
militarne. Ponadto modele rozpraszania rozwazane byly réwniez w konteks$cie badai morza
[46]. Scharakteryzowane zostang teraz najwazniejsze modele uzywane do opisu rozpraszania
w tkankach.

Jednym z najstarszych 1 zarazem najprostszych modeli opisujacych statystyke amplitudy
jest rozklad Rayleigha. Pojawia si¢ on przy zaniedbaniu cztonu koherentnego i przy N
dazacym do nieskoniczonosci. Rozklad ten dany jest wzorem:

p(A) = %egﬁ, (2.6)
gdzie 6% odnosi si¢ do energii cztonu dyfuzyjnego. Rozktad Rayleigha posiada tylko jeden
parametr 1 to wrazliwy na skalowanie amplitudy, z powodu czego sam rozktad nie jest
chetnie uzywany w literaturze. Badacze raczej siggaja po bardziej ztozone modele. Z drugiej
strony w swoim czasie do charakteryzacji tkanek uzywano réwniez miar majacych ocenic¢
jak otrzymany rozktad rézni si¢ od rozktadu Rayleigha [109].

Rozszerzajac rozktad Rayleigha o czg¢s$¢ koherentna dochodzimy do rozktadu Rice’a,

ktéry dany jest nastepujacym wzorem:

A -2+ As
p(A) = ge 262 [ (g) ) (2.7)

gdzie oprocz energii dyfuzyjnej obecny jest czton zwiazany z energia koherentna sygnatu
s2. Iy oznacza zmodyfikowana funkcje Bessela pierwszego rodzaju. Zauwazmy, ze roz-
ktad Rice’a przy zerowej czesci koherentnej przechodzi w rozktad Rayleigha. Mozliwos¢
otrzymania prostszych rozktadéw przy odpowiednich warunkach to wazna cecha modeli
spotykanych przy analizie rozpraszania.

Rozktad Rayleigha mozna réwniez zmodyfikowa¢ w inny sposéb niz ma to miejsce

w przypadku rozktadu Rice’a. Mozliwa jest analiza sumy (2.4) przy, w pewnym sensie,
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mniejszej liczbie N. Wprowadza si¢ tak zwang efektywna liczbg rozpraszaczy, ktéra ma
by¢ miarg zwiazang z liczba rozpraszaczy w komorce rozdzielczoSci. Stosujac ten zabieg
dochodzi si¢ do tego, ze amplituda powinna by¢ roztozona zgodnie z rozktadem K, ktory
dany jest nastgpujacym wzorem [24, 44]:

4A"

p(A) = (202) @+ D21 (u)

K,—1(bA) (2.8)

gdzie u to efektywna liczba rozpraszaczy, a b = \/g . I’ oznacza funkcj¢ Gamma, a K funkcj¢
Bessela drugiego rodzaju. Rozklad K jest juz chetniej stosowany przez badaczy. Znalazt on
szereg roznych zastosowan w przypadku charakteryzacji tkanek [74]. W literaturze zostat
wprowadzony w kontekscie rozpraszania fal elektromagnetycznych na powierzchni falujacej
wody [44].

Zaréwno rozktad Rice’a jak i K nie modeluja w petni spaceru losowego. Rozktad Rice’a
nie ujmuje informacji o efektywnej liczbie rozpraszaczy. Z kolei rozktad K nie modeluje
sktadowej koherentnej. Pewnym wyjsciem z tego impasu jest rozktad Nakagami, ktéry dany
jest nastgpujacym wzorem [66]:

2m™ —ma2

_ 2m—1 o

gdzie m to parametr Nakagami, a Q = E[A?], czyli warto$¢ oczekiwana kwadratu ampli-
tudy. Wydaje sig¢, ze rozktad Nakagami jest obecnie najczgsciej stosowanym modelem do
charakteryzacji tkanek. Nie jest on co prawda wyprowadzany na bazie spaceru losowego,
ale moze modelowa¢ rozpraszanie opisywane przez trzy wymienione wczesniej rozktady.
Kluczem jest tutaj parametr Nakagami, ktorego warto$¢ Swiadczy o rodzaju zachodzacego
rozpraszania, chociaz sam parametr nie jest bezposrednia miarg np. efektywnej liczby rozpra-
szaczy. Dla m rownego jeden rozktad Nakagami przechodzi w rozklad Rayleigha. Ponize;j
jednoSci mamy do czynienia rozpraszaniem typowym jak dla rozktadu K, a powyzej jak w
przypadku rozktadu Rice’a. Rozklad Nakagami dla tych wartosci parametru jest blisko do
wymienionych rozktadéw w sensie miary Kullbacka-Leiblera. Szereg twierdzefi wigzacych
rozklad Nakagami z innymi rozktadami znaleZ¢ mozna w pracach [24, 66]. Szczegdlna
popularnos¢ rozktadu Nakagami wynika przede wszystkim ze wzglednie prostych metod
estymacji jego parametrow. W literaturze znaleZ¢ mozna wiele sprawdzonych estymatoréw
[80]. Z rozktadu Nakagami tatwo jest rowniez losowaé probki amplitudy. Zmienng losowa z
rozktadu Nakagami mozna uzyskaé poprzez pierwiastkowanie zmiennej losowej z rozktadu
Gamma. Sam rozktad pojawit si¢ po raz pierwszy w kontekscie analizy rozpraszania fal rada-

rowych [66]. Z kolei w przypadku metod QUS wprowadzony zostat w pracy [84]. Rozklad
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Nakagami doczekat si¢ paru rozszerzen, w literaturze zaproponowano uogélniony rozktad
Nakagami [85], rozktad Nakagami-Gamma [86] oraz Nakagami z uogélnionym odwrotnym
rozktadem normalnym [1].

W literaturze najogdlniejszym rozktadem wyprowadzanym ze spaceru losowego jest
rozktad homodynowy K. Jest to rozszerzenie rozktadu K, ktére zawiera w sobie réwniez
informacjg¢ o rozpraszaniu koherentnym. Funkcj¢ gestosci prawdopodobienstwa rozktadu
homodynowego K wyrazi¢ mozna nastgpujaco [46]:

h*o

p() =A [ oy ao(an) (14
0

) “an, (2.10)
u

gdzie Jy oznacza funkcje Bessela zerowego rzedu. Zmienna h zostata tutaj uzyta tylko do
przeprowadzenia calkowania. Parametry s> i 6 odnosza si¢ do energii sygnatu koherentnego
i dyfuzyjnego. Zamiast rozpatrywaé dwa ostatnie parametry, wprowadzany jest ich stosunek
k= =, ktory stuzy do opisu struktury danej tkanki.

W przypadku rozktadu homodynowego K, rozpraszanie w tkance opisuje si¢ za pomoca
parametrow u i k, ktére sa niewrazliwe na skalowanie amplitudy. Ze wzgledu na wage
tego rozkladu dla niniejszej pracy jego wyprowadzenie znaleZ¢ mozna w Dodatku A. To
wyprowadzenie moze stanowi¢ réwniez punkt wyjscia do wyprowadzenia innych rozktadéw
poprzez odpowiednie przejscia graniczne.

Rozktad homodynowy K pojawit si¢ jako rozszerzenie rozktadu K [46]. Model ten przez
wiele lat nie cieszyt si¢ duza popularnoscia, badacze metod QUS siggali raczej po rozktad
Nakagami. Bylo to spowodowane przede wszystkim ztozong naturg rozktadu homodynowego
K. Po pierwsze nie jest on dany funkcja analityczna, co utrudnia postugiwanie si¢ nim. Ten
trend jednak obecnie zaczyna zanikaé, w duzej mierze dzigki zaproponowaniu efektywnych
metod estymacji parametréw rozktadu homodynowego K [25, 41]. Rys. 2.5 przedstawia w
sposéb pogladowy jakie rozpraszanie opisuje rozktad w zaleznosci od przyjetych parametréw.
Widzimy tutaj, ze dla matych u spodziewamy si¢ matej liczby rozpraszaczy w osrodku. Od-
powiednio duzy stosunek k §wiadczy o dominacji rozpraszania koheretnego. Warto rowniez
zaznaczy¢, ze rozktad Nakagami modeluje wszystkie sytuacje oprdcz tej przedstawionej na
Rys. 2.5 d). Przyktadowe funkcje gestosci rozktadu dla réznych parametréw widoczne sa na
Rys. 2.6.

Oprocz rozktadow wymienionych powyzej w literaturze zaproponowano jeszcze sze-
reg innych modeli do analizy rozpraszania. Dla przyktadu statystyka rozproszonego echa
modelowana byta za pomocg rozktadu Rice’a potaczonego z rozktadem normalnym [31].
Hipotetycznie, zaproponowa¢ mozna wiele rozkladéw, ktére modelowa¢ beda amplitude

rozproszonego echa. W pracy [25] oméwiono wigkszo$¢ uzywanych rozktadéw i pokazano,
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a)

Rysunek 2.5 Pogladowe przedstawienie roznych rodzajow rozpraszania: a) duza wartosc u,
b) duze wartosci u 1 k, ) mata warto$¢ u, d) mata warto$¢ u, a duza k. Opis w tekScie.

ze czgS€ z nich prowadzi do sytuacji niemozliwych fizycznie. Zauwazmy, ze funkcje gestosci
prawdopodobienstwa (o ile dobrze si¢ zachowuje) mozna przedstawi¢ w formie na przyktad
mieszaniny rozktadéw normalnych. PodejScie takie z pewnoscia bedzie odznaczac si¢ duza
doktadnoscia, ale niestety trudno w tym przypadku bedzie nadac sens fizycznych parametrom
rozktadéw wchodzacych w sktad mieszaniny.

Wymienione rozktady wynikajace ze spaceru losowego (2.5) wyprowadzone zostaty przy
pomocy centralnego twierdzenia granicznego. Jednym z warunkow tego twierdzenia jest to,
zeby istniata wariancja zmiennych losowych bioracych udziat w sumowaniu. Mozliwe jest
jednak rozszerzenie analizy o zmienne losowe pochodzace z rozktadéw o nieskoriczonej wa-
riancji. W tym przypadku korzysta si¢ z uogélnionego centralnego twierdzenia granicznego
i na przyktad przy warunkach takich samych jak przy rozktadzie Rayleigha wyprowadzi¢
mozna (-stabilng wersj¢ tego rozktadu [77] . Model ten zastosowany zostat w kontekscie
analizy rozproszenia w skorze [78, 79], a jego potencjalna przydatno$¢ w kontekscie metod
QUS jest tematem pracy doktorskiej [76]. Ogolnie rzecz biorac, rozklady o-stabilne, nie
liczac rozktadu normalnego, charakteryzuja si¢ nieskoficzong wariancja, co w przypadku
analizy rozproszenia w tkankach wiazaloby si¢ z sytuacja, ktéra trudno uzasadnié fizycz-
nie. Nie mniej rozktady te charakteryzuja si¢ innymi ciekawymi wtasciwo$ciami, ktére

moga Swiadczy¢ o ich adekwatnoSci przy opisie rozpraszania w tkankach [110]. Rozktady



18 Rozpraszanie dZwigku w oSrodkach biologicznych

1.8 1.2 T T
16 —u=1, k=0 —u=5, k=0
—u=1, k=1 1 —u=5, k=1
14 u=1, k=2 u=5, k=2
1.2 0.8
@ ! gDS
B o8 o
0.6 0.4
0.4
0.2
. \
0 0 .
0 05 1 16 2 25 3 35 4 0 0.5 1 15 2 25 3 35 4
Amplituda Amplituda

Rysunek 2.6 Rozktad homodynowy K dla réznych wartoSci parametrow przy stalej Sredniej
intensywnosSci rownej jednosci.

o-stabilne nie znalazty si¢ poki co w szerszym polu zainteresowan badaczy, chociaz trzeba
zaznaczy(¢, ze pojawily si¢ w literaturze stosunkowo niedawno.

W literaturze spotka¢ mozna si¢ jeszcze z innym podejsSciem do analizy statystyki ampli-
tudy. W tym przypadku rezygnuje si¢ z modelu na rzecz mierzenia réznic migdzy rozktadami
za pomocg miar statystycznych. Dobrym przykladem jest tutaj mierzenie jak zmienia si¢
rozktad amplitudy w tkance pod wptywem konkretnego czynnika. W pracy [10] pokazano,
Ze zmiany w statystyce rozpraszania w nagrzewanej tkance mozna uchwycic¢ za pomoca dy-
wergencji Kullbacka-Leiblera. Innym przykladem jest mierzenie entropii rozktadu amplitudy
w celu wyznaczenia stopnia sttuszczenia watroby [105]. We wszystkich tych przypadkach re-
zygnuje si¢ z zastosowania konkretnego rozktadu na rzecz metod nieparametrycznych. Wada
tego podejscia jest to, ze musi istnie¢ punkt odniesienia jak na przykiad rozktad poczatkowy

z ktérym przeprowadzane sa poréwnania.

Tablica 2.2 Rozktady uzywane do opisu rozpraszania.

Nazwa rozktadu U—roo | k>0 | u<oo | u<ooik>0
Rozktad Rayleigha Tak Nie Nie Nie
Rozktad Rice’a Tak Tak Nie Nie
Rozktad K Tak Nie Tak Nie
Rozklad Nakagami Tak Tak Tak Nie
Rozktad homodynowy K Tak Tak Tak Tak

Peten i doktadny opis dotychczas zaproponowanych modeli lezy poza zasiggiem niniejszej
pracy. Czesciowa charakterystyke uzywanych metod znaleZ¢ mozna w pracy przegladowe;j

[24] albo w doktoracie, ktéry poSwigcony jest tylko analizie tychze metod [29]. Przydatne
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informacje znajduja si¢ rowniez w ksigzce [71]. Podsumowanie zaprezentowanych rozktadow
widoczne jest w Tabeli 2.2. Zapisano tutaj zalozenia i uproszenia prowadzace do konkretnych

modeli w funkcji efektywnej liczby rozpraszaczy i obecnosci czgsci koherentne;.

2.3 Rozpraszanie ultradzwigkow w nowotworach piersi

Powyzej przedstawiono szereg rozktadow statystycznych majacych opisywac rozprasza-
nie przy zalozeniu modelu punktowego. Niezaleznie jednak od przyjetego modelu nalezy
zadac sobie pytanie o biologiczne Zrédta rozpraszania w tkankach. Niestety do dnia dzisiej-
szego nie znaleziono jednoznacznej odpowiedzi na to pytanie. Zaproponowano natomiast
szereg konkurujacych ze sobg hipotez [94]. Rozpraszanie w tkance jest zjawiskiem ztozonym,
na ktéry wptyw ma potencjalnie wiele trudnych do odseparowania i oddzielnej analizy czyn-
nikéw. O ile co do tego panuje w literaturze zgoda, to rézne wyjasnienia inaczej rozktadaja
akcenty i w innych zjawiskach dopatruja si¢ gléwnego Zrédta rozpraszania. Adekwatnosc
samego modelu punktowego zostata wielokrotnie dowiedziona w eksperymentach, w ktérych
badano fantomy tkankowe o réznej zawartoSci procentowej wtracen majacych imitowaé
rozpraszacze [25, 41]. Potwierdzono tutaj migdzy innymi czuto§¢ parametru Nakagami
na liczbg rozpraszaczy w jednostce objetosci [114]. Nie mniej nie ma petnej zgody co do
genezy rozpraszania w tkankach. Ponizej podamy szereg hipotetycznie odpowiedzialnych
czynnikow za to zjawisko.

Pierwsze wyjasnienia zjawiska rozpraszania odwotywaty si¢ przede wszystkim do sktadu
badanej tkanki i rodzaju komorek, z jakich jest zbudowana. Rozpraszanie miatoby zalezec
od koncentracji konkretnych sktadnikéw. Na przyktad badano echogenicznos$¢ w funkcji
konkretnego sktadnika. Mialo to miejsce na przyktad w watrobie, w ktorej stwierdzono
wzrost echogeniczno$ci wraz ze stopniem stluszczenia [4]. W innej pracy skorelowano
rozpraszanie z koncentracja witdkien kolagenowych [73].

Powyzsze uzasadnienie rozpraszania wytacznie sktadem tkanki wydawato si¢ niewy-
starczajace. Inne podejScie ttumaczace rozproszenie glosi, ze sktad tkanki ma mniejsza
role, a najwazniejsza jest struktura danej tkanki i rozmieszczenie przestrzenne komorek [94].
Rozpraszanie w réznych tkankach jest inne, gdyz komérki facza si¢ w nieco inne klastry albo
rozlozone sa z pewnych wzgledéw periodycznie jak na przyktad widkna w mig$niach. Takie
wyjasnienie wydaje si¢ blizsze modelowi punktowemu i podziale rozpraszania na dyfuzyjne
oraz koherentne. W tym przypadku, zeby zmieni¢ rozpraszanie w tkance musi nastapi¢
reorganizacja struktur komérkowych.

W szeregu prac szukano korelacji migdzy rozpraszaniem a obrazami pochodzacymi z

mikroskopu. W pracy [36] zasugerowano, ze na charakter rozpraszania wpltyw maja przede
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wszystkim najwigksze struktury istniejace w badanej tkance. W tym przypadku modyfi-
kacja sktadu tkanki nie ma wigkszej roli jak dlugo nie zmienia wlaSciwosci najwigkszych
istniejacych w tkance struktur.

W sSwietle powyzszych czynnikow wydaje sig¢, ze wyjasnienie wtasciwosci rozprasza-
jacych konkretnej tkanki musi by¢ kazdorazowo rozstrzygnigte za pomoca indywidualnej
analizy. Jeszcze trudniejszy do przeanalizowania jest wptyw choréb 1 patologii, ktére doty-
kaja r6zne tkanki. Zmiana wlasciwosci rozpraszajacych moze w tym przypadku wynikac z
dwdch rzeczy. Po pierwsze w tkance pojawi¢ moga si¢ komoérki nowotworowe modyfikujace
jej sktad. Z drugiej strony zmiany patologiczne moga przektadaé si¢ na zniszczenie istnie-
jacych struktur komoérkowych i zastapienie ich przez takie, ktore sa charakterystyczne dla
danej choroby [113].

Sytuacja wydaje si¢ jeszcze bardziej skomplikowana w przypadku nowotwordéw piersi,
wsrdd ktérych istnieje wiele typéw charakteryzujacych si¢ odmienna histopatologia [102].
Zmiana tagodna powinna na obrazie z mikroskopu bardziej przypominaé zdrowa tkanke. Z
kolei do cech charakterystycznych dla zmian ztosliwych nalezy przede wszystkim obecnos¢
na obrazie anormalnych jader komérkowych. Inne cechy to nekroza komorek, czy uktadanie
si¢ jader komérkowych w charakterystyczny owalny ksztatt [102]. Niektére typy nowotwo-
réw zlosliwych odznaczaja si¢ rowniez indywidualnymi cechami. Komérki nowotworowe
wzrastaja migedzy komorki tkanki ostatecznie niszczac je. Przektada si¢ z jednej strony na
zmiang skladu, a z drugiej na rekonfiguracje architektury komérkowej danej tkanki.

Rys. 2.7 pokazuje przyktadowe obrazy histopatologiczne tagodnych i zto§liwych zmian
nowotworowych. Obrazy r6znia si¢ wyraznie wizualnie. Obszar objety nowotworem zto§li-
wym charakteryzuje si¢ inng strukturg komdrkowa, zwiazana przede wszystkim z obecnos$cia

komorek nowotworowych. Powyzsze obrazy histopatologiczne zostaty wykonane na pod-

Rysunek 2.7 Przykladowe obrazy histopatologiczne zmiany nowotworowej: tfagodnej (dys-
plazja) a) oraz ztoSliwe (rak zrazikowy) b).
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stawie biopsji 1 dotycza zmian patologicznych, ktére sa badane w ramach niniejszej pracy

doktorskie;j.






Rozdziat 3

Baza danych nowotworowych

3.1 Akwizycja danych

Analizowany w tej pracy zbior sygnaléw RF ze zmian nowotworowych piersi zebrany
zostal miedzy 2013 a 2015 rokiem w Zaktadzie Ultradzwigckow IPPT PAN we wspotpracy
z Centrum Onkologii im. Marii Sklodowskiej-Curie w Warszawie. Badania zostaly prze-
prowadzone przez do$§wiadczonego lekarza zgodnie ze standardami okreslonymi przez
Amerykanskie Towarzystwo Radiologiczne [63] oraz Polskie Towarzystwo Ultrasonogra-
ficzne [47]. W przypadku kazdej pacjentki powstal protokot, ktory zawieral migdzy innymi
informacje o wieku czy historii choréb nowotworowych w rodzinie. Kazdej zmianie przy-
pisana zostata przez lekarza kategoria w klasyfikacji BI-RADS [7], ktéra oddaje ryzyko
ztosliwosci. Zadbano réwniez o anonimowos$¢, kazda z pacjentek oznaczono unikalnym
numerem id. Zmiany nowotworowe zostaly poddane biopsji w celu okreslenia ich rodzaju,
czyli tego czy dana zmiana byta fagodna czy ztoSliwa. Biopsja w tej pracy stuzyta bedzie
jako punkt odniesienia przy klasyfikacji (tak zwany ztoty standard).

Dane byly zbierane z wyjatkowa uwaga, w kazdym przypadku starano si¢ mozliwie
dobrze wyeksponowa¢ zmiang nowotworowa na obrazie oraz jednocze$nie zminimalizowaé
(unikna¢) negatywny wplyw artefaktéw na obraz. Starano si¢ rowniez dobrze ukaza¢ krawe-
dzie zmiany. Do obrazowania i rejestracji danych postuzyt ultrasonograf firmy Ultrasonix
(Ultrasonix Inc., Canada) wyposazony w glowicg liniowa L.14-5/38. Aparat i glowicg przed-
stawia Rys. 3.1. W przypadku kazdej zmiany zebrano macierz sygnatéw RF zawierajaca
surowe echa wysokiej czgstotliwosci, jakie odebrane zostaty przez glowice. Impuls obrazu-
jacy zmierzony za pomoca hydrofonu sktadat si¢ z dwéch okreséw sinusoidy o czestotliwosci
centralnej rownej w przyblizeniu 6 MHz. Obrazowanie odbywalo si¢ za pomoca klasycz-
nego ogniskowania, przy czym ognisko gtowicy zawsze znajdowato si¢ na Srodku zmiany

nowotworowej. Warto tutaj zaznaczy¢ pewna ograniczenia mogace wynikaé z zastosowania
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Rysunek 3.1 Skaner Ultrasonix Sonix Touch uzyty do akwizycji danych oraz gltowica liniowa
L14-5/38.

ogniskowania. W pracy [114] zbadano ré6zne metody obrazowania pod katem wyznaczania
parametru Nakagami. Pokazano tam, zZe obrazowanie z pojedynczym ogniskiem, czyli takie
jak w tym przypadku, moze prowadzi¢ do bardziej obarczonej blgdami estymacji parametru
Nakagami z dala od ogniska, co zwigzane jest ze spadkiem rozdzielczosci metody obrazuja-
cej powyzej 1 ponizej ogniska. W przypadku bazy Sredni wymiar podtuzny zarejestrowanych
zmian nowotworowych wynosit okoto 7.2 mm, z czego wynika w Swietle przytoczonej pracy,
ze obrazowanie odbywalo si¢ zawsze blisko ogniska i nie powinno by¢ obarczone znacza-
cymi blgdami. O efekcie tym nalezy jednak pamigtac chcac obrazowac wigksze struktury
niz zmiany nowotworowe jak na przyktad watrobe. W pracy [106] pokazano réwniez, ze
obrazowanie z ogniskowaniem wiazki prowadzi na ogét do lepszej estymacji parametréw
statystycznych o ile estymowane sgq one w ognisku. Nie mniej dla duzych struktur powinno
si¢ zastosowac albo obrazowanie z wieloma ogniskami, albo technik¢ syntetycznej apertury.

Skan kazdej zmiany zawierat 256 linie obrazowe réwno oddalone o 0.15 mm. Czas akwi-
zycji zalezatl od glebokosci na jakiej znajdowata si¢ dana zmiana. Czgstotliwo$¢ probkowania
wynosita 40 MHz. Zebrane echa byly wolne od zasiggowej regulacji wzmocnienia. Zebrano
facznie 100 macierzy RF zmian nowotworowych, przy czym 70 przypadkéw dotyczyto
zmian tagodnych a 30 ztosliwych. Sredni rozmiar zmiany wynosit 73.1 mm?. Z kolei $redni
wiek pacjentek wynosit 44 lata.
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3.2 Struktura bazy

Zebrane macierze RF zmian nowotworowych zgromadzono w bazie danych w formacie
struct w programie Matlab (MathWorks Inc, USA). Baz¢ stworzono z mysla, by fatwo za jej
pomoca byto testowaé algorytmy do analizy sygnatéw i klasyfikacji, w zwiazku z czym nie
zawiera ona tylko samej macierzy RF. W bazie znajduja si¢ informacje wyszczegdélnione w
ponizszej tabeli:

Tablica 3.1 Schemat bazy danych

Nazwa pola Zawartos$¢
id Numer id pacjentki
rf Macierz RF
roi Maska lokalizujaca zmiang
class Rodzaj zmiany: O - tagodna, 1 - ztoSliwa
birads Kategoria BI-RADS
tissue Maska ze wskazaniem zdrowej tkanki

Waznym polem w bazie danych jest maska binarna, ktéra wskazuje obszar ROI (z ang.
region of interest) zajmowany w macierzy RF przez zmiang nowotworowa. ROI wyznaczony
zostal na podstawie eksperckiej wiedzy lekarza, ktory zbierat dane. W tym celu obraz
zostal zrekonstruowany wedtug schematu przedstawionego na Rys. 3.2. Rekonstrukcje
przeprowadzono na podstawie macierzy RF zebranych w bazie. Pierwszym krokiem byta
detekcja obwiedni sygnalu RF za pomoca transformaty Hilberta. Obwiedni¢ nastgpnie
poddano kompresji logarytmicznej 1 interpolacji w celu utworzenia wstgpnego obrazu. W celu
podkreslenia konturéw zmian nowotworowych zastosowano algorytm dyfuzji anizotropowe;j
[81]. Przyktadowe wyniki tej procedury widoczne sa na Rys. 3.3. Jak widac dyfuzja
spowodowata rozmycie obrazu w obszarach niezajmowanych przez krawedzie. Jezeli chodzi
o parametry algorytmu, uzyto tutaj tych zasugerowanych przez autoréw jako optymalne w
przypadku obrazéw nerek [81].

Na podstawie zrekonstruowanego obrazu USG lekarz zaznaczyt tamang obszar zajmo-
wany przez nowotwor. Wyznaczone w ten sposéb ROI dla zmian z Rys. 3.3 widoczne sa
na Rys. 3.4. Analiz¢ wlasSciwosci rozpraszajacych przedstawiona w nastgpnych rozdzia-

Kompresja

Y

Dyfuzja ehrazu » Wyznaczenie ROI

Y

L 4

Akwizycja RF Detelcja obwiedni

logarytmiczna

Rysunek 3.2 Schemat pracy z danymi RF prowadzacy do wyznaczenia ROI zmiany nowo-
tworowej.
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Rysunek 3.3 Obrazy przykladowych zmian nowotworowych piersi przed (po lewej) i po
zastosowaniu dyfuzji (po prawej). W gérnym rzgdzie zaznaczono strzatka zmiang zto$liwa, a
w dolnym tagodna. Kompresja logarytmiczna na poziomie 40 dB.

tach przeprowadzono na podstawie wlasnie tak wyznaczonego ROI. W przypadku badania
ksztattu konturu w rozdziale sioddmym ten startowy ROI zostal jednak poprawiony za pomoca
algorytmu aktywnych konturéw, co doktadniej opisano rozdziale nr 7. Nie mniej w bazie
danych zawarto tylko ROI podane przez lekarza, co do ktérego istnieje najwigksza pewnosc,
ze obejmuje wnetrze nowotworu. ROI ten moze réwniez stanowi¢ pole odniesienia do testow
algorytméw do automatycznej segmentacji zmian nowotworowych piersi [62].

W polu class znajduje si¢ informacja o rodzaju nowotworu, ktdra zostata uzyskana na
drodze biopsji. W pracy pole to bgdzie podstawa do prowadzenia klasyfikacji. Przyjeto
tutaj klasyczne kodowanie, zmiang ztosliwa oznaczono cyfra 1, a zmiang tagodna cyfra
0. W tym przypadku nowotwor ztosliwy to ta klasa, ktéra chcemy wykrywac i ktorej

prawdopodobiefistwo chcemy ocenia¢ na podstawie zebranych sygnatéw.
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Rysunek 3.4 Wyznaczone manualnie ROI dla obrazéw z Rys. 3.3.

Kolejne dwa pola sa dodatkowe 1 nie zostaly uzyte w pracy. W polu birads znajduje
si¢ kategoria BI-RADS przypisana danej zmianie nowotworowej, ktéra oddaje jej stopien
ztosliwosci w ocenie lekarza.

Pole tissue zawiera ROI ze wskazaniem w miar¢ jednorodnego obszaru tkanki piersi
na obrazie nie bedacego nowotworem. ROI to zostato rowniez wyznaczone przez lekarza.
Jednakze nalezy zaznaczy¢, ze ten obszar zostal wskazany na podstawie wizualnej oceny i
nieznany jest rodzaj objetej przez ROI tkanki.

Jak wida¢ baza danych oprécz samych macierzy RF zawiera jeszcze szereg cennych
informacji z punktu widzenia osoby chcacej budowaé systemy CAD. Mozliwa jest réwniez
wizualizacja danych zebranych w bazie. Baz¢ mozna tatwo uzupelnia¢ o nowe macierze RF,
a w razie potrzeby przedstawiona metodyka moze zosta¢ wykorzystana przy tworzeniu bazy
dla danych zebranych w innych eksperymentach.






Rozdzial 4

Charakteryzacja rozpraszania za
pomoca rozkladu homodynowego K

W tym rozdziale przedstawiona zostanie metoda tworzenia map parametréw rozktadu
homodynowego K majacych charakteryzowaé wiasciwosci rozpraszajace tkanki. W pierwszej
kolejnosci opisze jak estymowac parametry rozktadu homodynowego K. Dysponujac juz tym
narze¢dziem, pokaze jak na podstawie surowych danych RF stworzy¢ mapy parametryczne.

Omowione zostanie dodatkowo, w jakim stopniu mapy podatne sa na wpltyw ttumienia.

4.1 Estymacja parametrow rozkladu homodynowego K

Do estymacji parametréw rozktadu homodynowego K wykorzystana zostanie metoda
zaproponowana w pracy [41]. Technika ta polega na estymacji z probek amplitudy echa
trzech statystyk, ktére stuza w nastgpnym kroku do wyznaczenia parametréw rozktadu.
Pogladowo ten proces ilustruje Rys. 4.1. Obliczane statystyki to odwrotno$¢ wspétczynnika
zmiennoSci, sko§nos¢ i kurtoza. W literaturze przyjeto si¢ nazywac odwrotno$¢ wspotczyn-
nika zmiennos$ci jako SNR (z ang. signal-to-noise ratio) i ta nazwa bedzie uzywana w dalszej
czescl.

Sam algorytm jest rozszerzeniem wczesniej zaproponowanej w literaturze metody opiera-
jacej si¢ tylko i wytacznie na wartosci SNR [60]. Zauwazmy, ze zaproponowano rowniez inne
rozszerzenia, na przyktad w rozprawie doktorskiej [29] SNR i sko$no$¢ zostaty uzyte do es-
tymacji parametréw rozktadu homodynego K. Z kolei w pracy [111] na podstawie sko$nosci
1 kurtozy wyznaczono parametry rozktadu K za pomoca sztucznej sieci neuronowe;j.

SNR, skosnos¢ i kurtoze rozktadu losowego amplitudy sygnalu A mozna zapisaé nastgpu-
jaco:
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SNR

n
Prabki amplitudy = Skosnosé

A 4
A 4

Mapowanie

Kurtoza

Rysunek 4.1 Etapy estymacji parametréw rozktadu homodynowego K.

SNR— —EAL 4.1
Var[A]
_ E[A%] - 3E[A]E[A?] + 2E[A]?
S= VarlA 2 (4.2)
_ E[A*]—4E[AJE[A’] + 6E[A%]E[A]* — 3E[A]*
k= Var[A]2 (*3)

Zauwazmy, ze powyzsze parametry nie zmieniaja si¢ pod wptywem skalowania amplitudy.
Moment dowolnego rzg¢du rozktadu homodynowego K wyraza si¢ wzorem [41]:

E[A"] = <2%2) I, (4.4)
_T(+v/2) I LA
I(k,/.L,V)— F(,u) [F(’?)lFZ( /2’171 n; ) ) “s)
() pk\" _ Uk '
F(—V/Z)F2(1+n>sin(n7r>( 2 ) le(“’””’”"Tﬂ’

gdzie F to funkcja hipergeometryczna, v to rzad momentu a n = u +v/2. Po wstawieniu
(3.4) do (3.1-3) skréceniu ulega czion (2%2) 2, a SNR, sko$nos¢ i kurtozg danego rozktadu

homodynowego K dane sa nastgpujaco:

I(k,p,v)
\/I(k7ll72") _Iz(kau7v),
I(k»li73v) — 3](1(,“7\/)1(](,“,2\/) +213(k,,li,v)
SHK: 3/2 ) (47)
I(k7u72v) _12(k7u7v)
I(k,‘LL,4V) —4I(k,,u,v)1(k,,u,3v) +6I(k,‘LL,2V)12(k,‘LL,3V) — 314(k7uu7v)
I(k,‘u,2V)—12(k,‘u,V)2 '

Widzimy, ze powyzsze parametry sa funkcja li tylko u, k oraz v.

SNRyx = (4.6)

Kpk = (4.8)

Algorytm wymaga, by w pierwszej kolejnosci obliczy¢ I(k, it,v) dla wybranych zakreséw

k1 p oraz rzgdu momentu v. Nastepnie na podstawie wzoréw (4.6-8) wyznaczane sa SNR,
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sko$nos¢ i kurtoza rozktadu homodynowego K o zadanych parametrach u i k. Otrzymujemy
w ten sposob funkcje przejscia prowadzaca od wartosci statystyk do parametrow rozktadu.
Chcac teraz wyestymowaé parametry rozktadu homodynowego K dla prébek amplitud z sy-
gnatu RF, w pierwszej kolejnosci policzymy wartoSci statystyk, a w nastgpnym skorzystamy
z funkcji przejscia w celu wyznaczania u i k. Odbedzie si¢ to przez minimalizacj¢ blgdu
Sredniokwadratowego miedzy SNR, skosnoscia i kurtoza obliczonymi teoretycznie i z proby,

co mozna zapisa¢ nastgpujaco:

R = argmin[(SNRyx — SNR,)? + (Suk — S5)* + (Kux — K;)?], (4.9)
uk

gdzie symbol s oznacza estymacj¢ danej statystyki z proby. Wynikiem procedury sa estymaty
parametréw if oraz k.

Minimalizacja btedu odbywa si¢ na drodze wyczerpujacego przeszukania wczesniej
obliczonych macierzy wiazacych statystyki z parametrami rozktadu homodynowego K.
Wzorem oryginalnej pracy przyjeto, ze macierze te zostana obliczone dla wartosci log;(u)
w zakresie [0,001, 2] oraz dla k w przedziale [0, 5], z odpowiednio takim krokiem, by kazda
macierz miata wymiar 501x501. Statystyki zostana obliczone dla v réwnego 1.

Dla niektérych warto$ci parametréw wzoér (4.5) jest rozbiezny. W tych sytuacjach
skorzystano ze wzoru przyblizonego jak w oryginalnej pracy [41]:

I(x):I(x—i—h)—;I(x—h). 4.10)

Zauwazmy, ze w takich przypadkach mozna réwniez obliczy¢ wartos$¢ statystyki nu-
merecznie wprost ze wzoru okreslajacego funkcje gestosci prawdopodobienstwa rozktadu
homodynowego K.

Rys. 4.2 przedstawia przyktadowe wyniki estymacji. Probki amplitudy rozktadu homo-
dynowego K wygenerowano za pomoca metody Monte Carlo polegajacej na prébkowaniu z
odrzucaniem [6]. Jak wida¢, pomimo niewielkiej r6znicy w parametrach rozklad zadany 1

wyestymowany sg do siebie bardzo zblizone.

4.2 Tworzenie map parametrycznych

Schemat postgpowania w przypadku tworzenia map parametrycznych jest inny niz
przy obrazie typu B-mode. Rys. 4.3 pokazuje cztery kroki, jakie zostang podjete w celu
przetworzenia macierzy RF na mapy parametryczne. Zauwazmy na wstgpie, ze w pracy
jesteSmy zainteresowani analiza wtasciwoSci rozpraszajacych nowotworéw, a nie okolicznych

tkanek. Tworzenie map parametrycznych zostato w zwiazku z tym ograniczone tylko do
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Rysunek 4.2 Rozktad homodynowy K o parametrach u = 5 i k = 0.5 oraz rozktad na
podstawie wyestowamonych parametréw réwnych u,y = 5.1 1 ko = 0.45.

obszaru zajmowanego przez nowotwor. Jest to istotne z dwéch powodéw. Po pierwsze,
zmniejsza to liczbg obliczen jakie trzeba wykonaé. Po drugie, ma to znaczenie przy wstgpnym
przetwarzania sygnatéw RF. Odebrany sygnat RF moze by¢ w duzym stopniu zaszumiony
na samym poczatku albo na samym koncu. Poczatek sygnatu odpowiada obszarowi blisko
glowicy. Obszar ten moze zawieraé silne odbicia towarzyszace wejSciu fali ultradZzwigkowej
do ciata. Z kolei koniec sygnalu RF odpowiada glgbiej potozonym warstwom tkanek, do
ktérych fala ultradZzwigkowa dochodzi juz dos¢ sttumiona, przez co stosunek sygnatu do
szumu jest gorszy. Biorac pod uwage te dwie kwestie z macierzy RF wycigto za pomoca
prostokatnego ROI obszar zawierajacy zmiang nowotworowa. Wymiary prostokata dobrane
zostaty tak, zeby oprécz samej zmiany zawieral réwniez jeszcze pewien zapas, tak by nie
kolidowac¢ z technika ruchomego okna uzyta péZniej do tworzenia map.

Pierwszym krokiem jest przetwarzanie wstegpne. W tym przypadku kazda lini¢ sygnatu
RF poddano filtracji w celu usunigcia szuméw. Uzyto do tego Srodkowoprzepustowego
filtru Butterwortha o charakterystyce zero-fazowej i paSmie przenoszenia 2-10 MHz. Zaleta

Przetwarzanie Detekcja
Macierz RF  —> —
wstepne obwiedni
h 4
Mapy Przetwarzanie Estymacja
P} ¢ < ] ]
parametryczne koncowe parametrow

Rysunek 4.3 Schemat tworzenia mapy parametryczne;.
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takiego filtru jest to, ze nie modyfikuje on fazy sygnatu i przez to nie wptywa negatywnie
na estymowane z echa parametry [64]. Wazna rol¢ filtru jest rOwniez usunigcie potencjal-
nych sktadowych statych w sygnale RF. Detekcje¢ obwiedni przeprowadzono za pomoca
transformaty Hilberta, ktéra potraktowano kazda lini¢ sygnatu RF z osobna.

Rys. 4.4 pokazuje pojedyncza lini¢ sygnatu RF wraz z obwiednia pochodzaca z obszaru
zmiany nowotworowej, ktora wraz z sasiedztwem oznaczona zostata biatym prostokatem.
Dodatkowo kolorem czerwonym wskazano na obrazie B-mode pokazang po prawej stronie
lini¢ sygnatu RF.

Po wstepne;j filtracji i detekcji obwiedni mozliwe jest przejscie do wtasciwego wyzna-
czania map. Odbedzie si¢ to za pomoca ruchomego okna (z ang. sliding window). Okno o
ustalonym rozmiarze bg¢dzie przeczesywaé macierz RF obwiedni i wycina¢ probki amplitudy,
na podstawie ktérych estymowane bgda parametry rozktadu homodynowego K. Proces ten
zostat zilustrowany na Rys 4.5 w przypadku obrazu B-mode. Po estymacji parametr rozktadu
zostanie przypisany na Srodku okna w powstajacej mapie. W pracy przyjeto ponadto, ze
okno bedzie przesuwac si¢ z krokiem co jeden piksel. Powstate mapy podobnie jak to miato
miejsce w przypadku obrazu B-mode poddano przetwarzaniu, by mozliwe byto wySwietlenie
ich na obrazie. Bezposrednio po estymacji mapy byly interpolowane, by piksele w pionie
oraz poziomie byly od siebie réwnooddalone. W nastgpnej kolejnosci w celu usunigcia
szumOw zastosowano filtracje medianowa kwadratowym oknem o boku 0.5 mm.

Wazna kwestia jest wybor wielkoSci okna do analizy. Hipotetycznie okno o duzych
rozmiarach powinno by¢ pozadane, gdyz zapewnia ono wigksza liczbg probek do estymacji
parametréw. Z drugiej jednak strony duze okna jest bardziej narazone na pokrycie obszarow
réznigcych si¢ wlasciwosciami rozpraszajacymi, co zaburzy estymacjg¢ parametrow. Wia-
Sciwosc te trzeba wzia¢ pod uwage w przypadku nowotwordw piersi, ktore charakteryzuja
si¢ niejednorodno$ciami. Mate okno to z kolei wigksza rozdzielczos¢, ale za ceng estymacji

parametréw na mniejszym zbiorze probek amplitudy. W literaturze w przypadku tworzenia

[—syanal RF
|——obwiednia

obszar nowotworu

mm mm

Rysunek 4.4 Przyktadowy sygnat RF zarejestrowany w zmianie nowotworowe;j.
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Rysunek 4.5 Macierz RF przemiatana jest za pomoca kwadratowego ROI, ktére zbiera probki
amplitudy echa do estymacji parametréw rozktadu.

map Nakagami zaleca si¢ stosowanie okna o rozmiarach od jednej do dziesigciu dtugosci
fali, przy czym za optymalne uznaje si¢ okno o trzech dtugosciach fali [103]. W naszym
przypadku odpowiadatoby to okoto 2 mm.

Zauwazmy, ze na estymacj¢ parametroéw na prébkach wskazanych przez okno wptyw
ma réwniez tlumienie w tkance, ktérego efektem jest spadek impulsu obrazujacego wraz z
glebokoscia. Rozwazmy obszar jednorodny pod wzgledem wiasciwosci rozpraszajacych, ale
jednoczesnie na tyle duzy, ze sygnat RF z glebiej polozonych obszaréw ma juz znaczaco
obnizong amplitude. Jezeli okno wybierze do estymacji wszystkie prébki z tego obszaru to
wystapi problem zwiazany z tym, ze prébki nie pochodza doktadnie z tego samego rozktadu,
gdyz intensywnos$¢ jest inna i zalezna od gltgbokosci. Efekt ten zostal zbadany w pracy
[12] w przypadku obrazowania Nakagami, gdzie zasugerowano, ze optymalnie jest uzywac
kwadratowego okna o rozmiarze 2 mm. Wybor takiego rozmiaru okna gwarantowat, ze
estymacja bedzie w minimalnym stopniu obarczona btgdem wynikajacym z ttumienia.

Na Rys. 4.6 pokazano przyktadowy zapis jednej ze zmian nowotworowych. Jednocze$nie
na Rys. 4.7 1 4.8 przedstawiono jak wygladaja w tym przypadku mapy parametryczne dla
réznych wielkosci okna. Widzimy tutaj, ze na Srodku zmiany prawdopodobnie znajduje si¢
obiekt o nieco innych wilasciwosciach rozpraszajacych niz pozostata cze¢$¢ guza. Wraz ze

wzrostem rozmiaru okna mapa staje si¢ coraz bardziej gtadka, a charakter centrum zanika.
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Rysunek 4.6 Przyktadowa zmiana nowotworowa poddana analizie na Rys. 4.7 1 4.8

Opierajac si¢ na tej obserwacji oraz literaturze w pracy mapy beda tworzone na podstawie
okna o rozmiarze 2 mm.
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Rozdzial 5
Analiza map parametrycznych

QUS jest zbiorem technik, ktére na celu maja iloSciowy opis badanej tkanki lub materiatu
za pomoca ultradzwigkow. Taka charakteryzacja tkanek jest obecnie intensywnie badana
w dziedzinie obrazowania medycznego, gdzie zaproponowano juz szereg zastosowan [74].
Wraz z rozwojem samych technik niejako rownolegle ewoluowaty metody wyznaczania para-
metrow, ktére mialyby by¢ przydatne przy klasyfikacji nowotwordw czy ogdlnie stanu tkanki.
Zauwazmy, ze z jednej strony mozna zaproponowa¢ metodg estymacji np. wspotczynnika
tlumienia fali, ale z drugiej strony nalezy jeszcze scharakteryzowac ttumienie w konkretne;j
badanej tkance. To drugie zadanie z poczatku w literaturze traktowane byto wybidrczo, ale
z biegiem czasu dostrzezono jego wage i zwiazane z nim problemy. Trudnoscia jest tutaj
przede wszystkim niejednorodnos¢, jaka odznaczaja si¢ wybrane tkanki takie jak watroba
czy nowotwory. W badanej tkance znajdowaé moga si¢ cysty, torbiele, zwapniania oraz cate
podobszary z r6znych powodéw charakteryzujace si¢ innymi wtasciwo$ciami fizycznymi. Z
tego wzgledu trudno jest precyzyjnie odpowiedzie¢ nawet na tak proste pytanie ,,ile wynosi
wspélczynnik thumienia watroby?”. Zauwazmy od razu, ze podanie wspétczynnika usrednio-
nego moze nie prowadzi¢ do warto§ciowych wynikow koicowych, zwtaszcza jesli zmiennos¢
danego parametru w obrgbie badanej tkanki jest skokowa. Na przyktad jesli w obszarze
tkanki znajduje si¢ cysta to nalezatoby ja odseparowac prowadzac analizg. W przypadku
nowotwordw piersi obecnos¢ patologicznych skupisk zwapnien, naczyn krwiono$nych czy
martwicy jest rzecza czgsto wystepujaca. Czgs¢ z nich moze nie by¢ widoczna na obrazie ul-
trasonograficznym. Na poprawno$¢ estymacji wptyw moga mie¢ réwniez artefakty zwigzane
z obrazowaniem, ktére nie zostaty usunigte badZ skompensowane przed przystapieniem do
analizy. Dla przyktadu cien akustyczny, obejmujacy cz¢$¢ badanej tkanki, obniza znaczaco
stosunek sygnatu do szumu, co moze skutkowac blgdna estymacja i wrazeniem, ze czgs$¢

tkanki odznacza si¢ inng warto$cig parametru.
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W tym rozdziale przesledzimy na przyktadzie wiasciwosci statystycznych ech ultradz-
wigkowych jak ewoluowaly metody wyznaczania parametréw do charakteryzacji tkanek, a
nastgpnie zaproponowana zostania nowa metoda wydobywania cech bazujaca na rozwinig-
tym w poprzednim rozdziale mapowaniu parametrow rozktadu homodynowego K. Mapy
poddane zostang segmentacji, ktérej celem bedzie wyodrgbnienie z obrazu nowotworu jego
relatywnie jednorodnych podobszaréw. Przedstawione zostanie jakie cechy sa estymowane i

jak analizowana bedzie ich przydatnos¢ do klasyfikacji zmian nowotworowych.

5.1 Przeglad dotychczasowych rozwiazan

Podejscia do charakteryzacji zmian nowotworowych piersi zmieniaty si¢ na przestrzeni
lat i z reguly to wtasnie techniki zaproponowane na tym polu byty p6Zniej wykorzystywane
przy charakteryzacji innych tkanek i materiatéw. W pierwszych pracach poswigconych
nowotworom piersi parametry rozktadu Nakagami obliczano na prébkach obwiedni ech
ultradZwigkowych rozproszonych w ROI umieszczonym w Srodku zmiany [89-91], co
przyktadowo pokazano na Rys. 5.1.

W pierwszym przyblizeniu z reguty starano si¢ wskazac obszar na obrazie, ktéry cha-
rakteryzowat si¢ jednorodng tekstura. Gtéwnym problemem tego rozwigzania jest to, ze

ROI

Rysunek 5.1 Przyktad ROI, ktérego uzyto by zebraé prébki do estymacji parametréw rozktadu
Nakagami. Obraz pochodzi z pracy [90].
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parametr zmienia si¢ w zaleznos$ci od wybieranego subiektywnie potozenia okna. Jednorodna
tekstura jest tutaj pojeciem silnie zaleznym od osoby wybierajacej ROI. Poza tym obszar
charakteryzujacy si¢ inng teksturag moze rowniez po prostu nie by¢ wyraznie widoczny po
rekonstrukcji obrazu B-mode. Podobnym podej$ciem byto przeprowadzenie wstepnego
wyodrgbnienia nowotworu na obrazie, a nastgpnie wzigcie wszystkich probek z obszaru do
estymacji parametrow [101]. Jednakze w tym przypadku wymagana jest kompensacja ttu-
mienia w badanej tkance, co samo w sobie jest trudnym zadaniem. Kompensacja zawsze jest
wskazana w przypadku wigkszych okien jak pokazano to w poprzednim rozdziale. Ponadto
przy probkach z calego obszaru istnieje wigksza szansa, ze nie beda one pochodzi¢ z tego
samego rozktadu, co zaburzy estymacje. Jak pokazano w pracy [12], przy zbyt duzym ROI i
braku kompensacji ttumienia estymacja parametru Nakagami jest niewiarygodna.

Kolejnym krokiem byto tworzenie map parametru Nakagami i branie jako cechy do
klasyfikacji warto$ci uSrednionej po obszarze mapy zajmowanym przez nowotwor [103].
Krok ten podyktowany byl po czgsci rozwojem metod do analizy obrazu. Takie podejscie
sukcesywnie rozwigzato problemy zwiazane z poprzednimi metodami oraz pozwolito lepie;j
zrozumie¢, ze mapy moga charakteryzowac si¢ duza zmiennoscig w obrgbie zmiany. Chociaz
juz w tej pracy stwierdzono, ze zmienno$¢ mapy nowotworu moze negatywnie wptywac na
proces usredniania. Zjawisko to zostato szerzej zbadane w pracy [55], gdzie zaproponowano,
by kazda zmiang¢ wstepnie podzieli€ na trzy podobszary: region przy krawedzi, defekty oraz
pozostala cze$¢, ktérag mozna utozsamic z centralnym obszarem nowotworu. Wybor ten
podyktowany byt przestankami medycznymi, gdyz kazdy z tych trzech obszaréw powinien
charakteryzowac si¢ innym rozpraszaniem. Region okreslony jako defekty zawierat obszary,
ktére z matym prawdopodobienistwem moga by¢ modelowane przez rozktad Nakagami. W
takich regionach moga znajdowac si¢ probki obwiedni zaburzajace estymacj¢ albo, i co
bardziej prawdopodobne, takie ktére nie pochodza z rozktadu Nakagami. Jak przyktadowo
zauwazono w pracy [87], rozktad Nakagami generalnie nie nadaje si¢ do modelowania
rozproszenia od zwapnien.

W odréznieniu do [55] w pracy [13] zaproponowano inng metod¢ dzielenia obszaru.
Zastosowano tutaj automatyczng segmentacj¢ zmiany nowotworowej na trzy czesSci z tg
réznica, ze zaden z regiondw nie zostal wyr6zniony. Dodatkowo wykorzystano rozktad
homodynowy K, ktory pelniej opisuje rozpraszanie spotykane w tkankach niz rozktad
Nakagami. Co wigcej, segmentacje przeprowadzono na mapach parametrow rozkladu
homodynowego K. Podyktowane to byto przekonaniem ze jesli istnieje pewien obszar o
innych witasciwosciach rozpraszajacych to powinien on by¢ na mapach widoczny. Nie

oczekiwano tutaj, ze obszar przy krawedzi bedzie si¢ istotnie r6znil. Oczekiwano raczej, ze
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ta réznica bedzie widoczna na mapie i ze bedzie stanowi¢ przestanke do wyodrebnienia tego
obszaru w procesie segmentacji.

W nastepnych rozdziatach przyblizona zostanie zastosowana metoda segmentacji oraz
opisz¢ jak moze ona stuzy¢ do ekstrakcji cech. W nastgpnej kolejnosci przedstawiona

zostanie metodyka analizy przydatnosci cech do klasyfikacji zmian nowotworowych.

5.2 Segmentacja map parametrycznych

Istnieje wiele metod do segmentacji obrazéw [67], szczegdlnie w dziedzinie obrazowania
ultradZzwigkowego, gdzie zaproponowano techniki specjalnie opracowane z mysla o konkret-
nych tkankach i narzadach [69]. W tej pracy w celu wyodrebnienia z map parametrycznych
podobszaréw guza o jednorodnych wtasciwosSciach rozpraszajacych zastosowana zostanie
zmodyfikowana wersja metody przedstawiona w pracy [112]. Technika ta oparta jest na
losowym polu Markowa (HMREF, hidden Markov random field) 1 algorytmie maksymalizacji
wartosci oczekiwanej (EM, expectation maximization). HMREF zostal po raz pierwszy uzyty
do segmentacji obrazéw mézgu pochodzacych z rezonansu magnetycznego [116] i od tamte]
pory doszukat si¢ wielu zastosowan w dziedzinie analizy obrazu. W tym przypadku rozsze-
rzono oryginalny algorytm, by mdgt by¢ stosowany do segmentacji podobszaréw w obrazie,
czyli w tym przypadku tylko tej czgSci, ktéra zajmowana jest przez guz i ktéra wskazana
zostala jako ROI. Przyjeto rowniez, ze probki z kazdego segmentu pochodza z dwuwymiaro-
wego rozktadu normalnego o niezerowej kowariancji. Zatozenie, ze w obrgbie tego samego
segmentu parametry u i k sa skorelowane wydaje si¢ naturalne w przypadku podobszaréw w
guzie, ktére maja charakteryzowac si¢ jednorodnymi wiasciwosciami rozpraszajacymi.

Mapa segmentowana bedzie na trzy czesci tak jak w pracy [55]. Generalnie oczekiwane
jest, ze nowotwor sktadaé bedzie si¢ z obszaréw takich jak zwapnienia, obszaru centralnego
oraz tego przy krawedzi. Samo zagadnienie segmentacji mozna postawi¢ w nastgpujacy spo-
s6b. Dysponujac mapami parametrycznymi tego samego obiektu, niech X = {x1,..., X, ... Xy }
bedzie zbiorem wektoréw zawierajacych parametry u i k, to znaczy x,, = {(ky,u,),n € ¥},
gdzie W to zbidr zawierajacy wszystkie punkty guza, przy czym |¥| = N. Na W okreslony
zostaje rowniez zbior etykiet Y = {y1,...,yu,...yn }, gdzie w naszym przypadku y, € (1,2,3).
Kazdemu regionowi w ramach segmentacji przypisany zostanie inny numer. W tym celu
poszukiwane bedzie maksimum prawdopodobienstwa a posteriori (MAP). Szukamy takie;j

segmentacji, ktéra maksymalizuje ponizsze kryterium:

Y' = argmax P(X]Y,Q)P(Y), (5.1)
Y
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gdzie P(Y) to rozktad Gibbsa, ktéry wprowadza zaleznos$¢ przestrzenng migdzy prébkami
i wymusza w ten spos6b bardziej jednorodng segmentacje. P(X|Y,Q) we wzorze (5.1) to
funkcja wiarygodnosci bazujaca na rozktadzie normalnym.

Sumg rozktadéw normalnych mozna zapisaé nastgpujaco:

3
Zni‘/‘/(xnluuhzi)a (52)
i=1

gdzie m; to prawdopodobienstwo a priori tego, ze y, = i, przy czym kazda prébka musi by¢
przypisana do ktéregos z segmentéw Z?:l m; = 1. Po przeprowadzonej segmentacji, parametr
m; moze by¢ postrzegany jako czg$§¢é zmiany zajmowana przez i-ty segment. A (X, |1, X;) to
dwuwymiarowy rozktad normalny o Sredniej y; i macierzy kowariancji X; odpowiadajacy
i-temu obszarowi. Wszystkie parametry wystgpujace w powyzszych wzorach w dalszej
czgsci beda symboliczne oznaczone jako Q.

W celu znalezienia segmentacji maksymalizujacej (5.1), zastosowano algorytm HMRF-
EM zaproponowany w pracy [112]. W pierwszej kolejnosci wykorzystano metode k-Srodkow
do otrzymania wstgpnej segmentacji i wektora parametréw Q. W kolejnym kroku nastgpujaca
procedura byla iterowana:

1. Uzyj obecnych parametréw Q, by obliczy¢ funkcj¢ wiarygodnosci dla kazdego punktu
X.

2. Znajdz nowy zbior etykiet wg algorytmu przedstawionego w [112].

3. Uzyj nowych etykiet i oblicz parametry Q.

Wyprowadzenie i dodatkowe uzasadnienie powyzszego algorytmu znaleZé mozna w
Dodatku B. Przyktadowe wyniki segmentacji dla paru zestawOw map przedstawione sa na
Rys. 5.21 5.3, gdzie widac, ze obszary charakteryzujace si¢ wigksza wartoScig parametrow
zostaly skutecznie odseparowane. Poszczegdlne segmenty zaznaczono innymi kolorami,
przy czym kolorem niebieskim pokryto obszar o najwigkszej powierzchni. Analizujac
mape¢ parametru u dla nowotworu ztosliwego widzimy, ze charakteryzuje si¢ one mniejsza
jednorodnoscia niz w przypadku nowotworu tagodnego. W dolnej czgsci zmiany znajduje
si¢ obszar o duzej wartosci parametru u. W przypadku mapy parametru k widzimy réwniez,

ze Srodek zmiany zto§liwej ma nieco inng charakterystyka niz obszar przy krawedzi.
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5.3 Ekstrakcja cech do klasyfikacji zmian nowotworowych

Mapy parametryczne kazdej zmiany nowotworowej stworzone na podstawie metodologii
z poprzedniego rozdziatu poddane zostaly segmentacji za pomoca algorytmu HMRF-EM. Dla
kazdego z segmentéw dysponujemy zbiorem przypisanych mu parametréw zakodowanym w
wektorze Q. W tej pracy do klasyfikacji wybrano w przypadku kazdego z segmentéw zbidr
trzech cech, to jest warto$¢ oczekiwang dla parametru u oraz k, a oprocz tego 7 Swiadczace
o czgSci zmiany, jaka zajmuje dany segment. Przy lacznej liczbie trzech segmentéw daje to
dziewig€ cech do klasyfikacji. Konieczne jest jednak jeszcze wprowadzenie porzadku, by
migdzy zmianami nowotworowymi wskazywac cechy o tym samym charakterze. W pracy
tej uporzadkowano segmenty pod wzglgdem obszaru jaki zajmuja na mapie parametryczne;.
W przypadku kazdej zmiany zatem wskazano najwigkszy segment, ten $redni oraz ten
zajmujacy najmniejszy obszar. Cecha zwigzana ze Srednim parametrem u najwigksze]
zmiany w badanym nowotworze oznaczona zostala jako przyktadowo jako ufn

Dodatkowo wyznaczone zostaty parametry usrednione po calych obszarach map, ktére
oznaczymy jako u,, oraz k,. Odpowiada to najczg¢sciej obecnie stosowanej w literaturze
metodzie wyznaczania cech, a nam postuzy w nastgpnym rozdziale do pordwnania oraz
omoéwienia zalet i wad przedstawionej w pracy metodologii.

W Tabeli 5.1 przedstawiono podsumowanie wyznaczanych cech oraz przyjete oznaczenia.

Tablica 5.1 Analizowane cechy.

Nr cechy | Oznaczenie Definicja
1 U Wartoé§ parametru u usredniono po catej mapie
2 ki Wartoé§ parametru k usredniono po calej mapie
3 ! Czes$¢ zmiany zajmowana przez najwigkszy segment
4 " Czgs$¢ zmiany zajmowana przez Sredni segment
5 y Cze¢s$¢ zmiany zajmowana przez najmniejszy segment
6 u,ln Warto$¢ Srednia parametru ¥ w najwigkszym segmencie
7 un Wartos¢ Srednia parametru u# w Srednim segmencie
8 u, Warto$¢ Srednia parametru ¥ w najmniejszym segmencie
9 K Warto$¢ Srednia parametru k w najwigkszym segmencie
10 ki, Wartos¢ Srednia parametru k w Srednim segmencie
11 ky, Warto$¢ Srednia parametru k w najmniejszym segmencie
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5.4 Klasyfikacja zmian nowotworowych

Przed przystapieniem do trenowania klasyfikatora dobrg praktyka jest przeprowadzenie
normalizacji cech, co ma czesto znaczacy wpltyw koncowe dziatanie klasyfikatora [39].
Zwykla standaryzacja, choC czgsto stosowana, moze by¢ zbyt wrazliwa na wartosci odstajace.
W literaturze zaproponowano wiele metod majacych na celu odrzucenie ze zbioru wartosci
odstajacych [83]. W tym przypadku zastosowano nastgpujaca strategi¢. Dla kazdej cechy
wyznaczono jej mediang¢ oraz odchylenie standardowe, przy czym przeprowadzono te opera-
cje na wszystkich zmianach. Nastgpnie, niech f; oznacza zbior tych przyktadéw cechy f,

ktéry spetnia nastgpujacy warunek:

Jo =Af:1f —med(f)] <o(f)}, (5.3)
gdzie med oznacza mediang a ¢ odchylenie standardowe cechy f. Zakladamy, ze dzigki
powyzszej operacji udato si¢ w przypadku cechy f wykluczy¢é wartosci odstajace. W
kolejnym kroku cecha f jest standaryzowana wzgledem zbioru fg:

o (fc)

Dysponujac odpowiednio przygotowanymi cechami mozliwe jest przejscie do wyboru
metody, ktdra zostanie wykorzystana do klasyfikacji. Do tego celu uzyto regresji logistycznej,
ktora jest jedng ze sprawdzonych i dobrze dziatajacych metod uczenia maszynowego [6].
Po wytrenowaniu modelu w przypadku regresji logistycznej tatwo jest uzyskac dla nowego
przyktadu prawdopodobienstwo a posteriori tego, ze rozpatrywany przyklad jest zmiang
zto§liwa. Prawdopodobienistwo to jest potrzebne do wykreslenia tak zwanej krzywej ROC (z
ang. receiver operating characteristic), ktéra w tej pracy bedzie stuzyta jako gtéwna ocena

jakosci cech i ich zdolnoSci do klasyfikacji zmian nowotworowych.

5.5 Walidacja klasyfikacji zmian nowotworowych

Uczenie i testowanie klasyfikatora na tym samym zbiorze danych prowadzi do nierzetelnej
oceny btedu klasyfikacji, co jest spowodowane migdzy innymi zjawiskiem znanym jako
overfitting [6]. Jako remedium zaproponowano wiele schematéw uczenia oraz testowania
klasyfikatora, ktére maja zapewni¢ bardziej realistyczna oceng¢ btgdéw. Znaczaca wigkszos¢
tych metod opiera si¢ na wyodrgbnieniu oddzielnego zbioru uczacego i testowego, co mozna
jednakze przeprowadzi¢ na wiele sposobéw. W tej pracy do walidacji wykorzystana zostanie

procedura zaproponowana w [82], ktdra opiera si¢ na metodzie zwanej jako 0.632 bootstrap.
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W przypadku walidacji metoda bootstrap generowanych jest B zbioréw uczacych, ktére
powstaja poprzez losowanie ze zwracaniem z oryginalnego zbioru danych N przyktadow,
gdzie N jest liczba wszystkich przyktadéw. Z kolei zbidr testowy sktada si¢ z pozostatych
przyktadéw, czyli tych ktére nie zostaty wylosowane. W pracy [30] pokazano, ze walidacja
metoda bootstrap na og6t prowadzi do mniej obcigzonej estymacji btedow niz w przypadku
kroswalidacji a tym samym bardziej wiarygodnej oceny klasyfikacji.

Do oceny klasyfikatora postuzy pole pod wykresem AUC (z ang. area under the curve)
krzywej ROC [35]. Krzywa ROC to wykres czutosci i specyficzno$ci klasyfikatora w funkcji
zadanego punktu odcigcia, w tym przypadku prawdopodobienstwa a posteriori zmiany
ztosliwej. Punkt odcigcia okreSla, przy jakiej wartoSci prawdopodobieristwa uznajemy
zmiang za ztoSliwa. Zauwazmy, ze chcac otrzymac klasyfikacj¢ charakteryzujaca si¢ duza
czutoScig powinni§my ustali¢ niski punkt odcigcia, by tylko te zmiany uznawac tagodne,
ktoére maja niskie prawdopodobienstwo bycia ztosliwymi, na przyktad rzedu 20%. Wartos¢
AUC wabha si¢ migdzy 0.5 a 1. AUC o wartosci 0.5 odpowiada klasyfikatorowi, ktéry losowo
przydziela klasy. Z kolei AUC réwne 1 wystepuje, kiedy mozliwe jest idealne odseparowanie
klas.

Algorytm przedstawiony w [82] taczy ze soba wielko§¢ AUC obliczong dla catego zbioru
danych i wielkos¢ AUC dla poszczeg6lnych zbioréw bootstrap. Niech AUCZ odnosi si¢ do
wartoSci AUC otrzymanej poprzez uczenie na zbiorze L 1 testowanie na 7. Dodatkowo, niech
Ly, 1 Ty, to zbidr uczacy i testowy dla b-tego bootstrapa, a D niech oznacza caty zbiér. Dla B
bootstrapéw finalne AUC bedzie dane zaleznoscia:

1 B
AUCp = % ) AUC, (5.5)
b=1

gdzie dla kazdego bootstrapu b AUC;, otrzymuje si¢ z nastgpujacego wzoru:

AUC), = o, AUC), + (1 — &, ) AUCB, (5.6)
gdzie
T;
AUC;, = max[0.5, AUC;"], (5.7)
0.632
o= — 5.8
> 1-0.368R,’ (5:8)
1 jesli AUC}? < 0.5,
b
AUCH — AuC?
Ry = DI jedli AUCE > AUCP > 0.5, (5.9)
AUCB —0.5 b

0 w innym przypadku.
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W pracy uzywano warto$ci B réwnej 100.

Uzycie do budowy klasyfikatora duzej liczby cech moze prowadzi¢ do negatywnych
rezultatow, na przyktad kiedy stosowane cechy sa ze soba mocno skorelowane [38]. Wybor
wlasciwych cech do klasyfikacji jest problemem otwartym i witalnym w uczeniu maszyno-
wym [97]. Gléwna trudnoScig jest tutaj wskazanie najlepszego do klasyfikacji podzbioru
cech sposrdd szerokiego zakresu mozliwosci. Zauwazmy, ze najprostsza metoda bytoby
zbadanie wszystkich podzbioréw pod katem okreSlonej miary jak na przyktad celnosci. Takie
podejscie jest jednak nieefektywne, gdyz liczba podzbioréw do sprawdzenia bardzo szybko
roscie wraz z liczba cech, a przy M cechach konieczne bytoby sprawdzenie 2 podzbioréw.

W celu wyboru optymalnego podzbioru cech zaproponowano szereg metod w literaturze
[8]. W tym przypadku zastosowano iteracyjna metode wyboru cech [52]. Zaczynajac od
zbioru pustego, bedziemy do niego dotaczaé po jednej cesze, ktéra najbardziej poprawia
klasyfikacje. Jako miary wykorzystana zostanie tutaj warto§¢ AUC oblicza za pomoca
metody bootstrap wedlug wzoru 5.5. W pierwszym kroku do wytrenowania klasyfikatora
wybrana zostanie ta cecha, ktéra najlepiej spisuje si¢ indywidualnie. Majac pierwsza ceche
szukamy nastgpnie wsrdd pozostatych cech zbioru dwuelementowego o najwyzszym AUC.
Procedura ta jest powtarzana az do wyczerpania wszystkich cech i nie jest przerywana nawet

jesli w ktéryms z kolejnych krokéw otrzyma si¢ AUC nizsze niz w poprzednim.



Rozdzial 6

Ocena klasyfikacji zmian
nowotworowych

W tym rozdziale oméwiona zostanie przydatnos¢ cech bazujacych na rozktadzie homody-
nowym K do klasyfikacji zmian nowotworowych. Wykorzystana zostanie do tego metodyka
przedstawiona w poprzednim rozdziale. Pierwszym krokiem bedzie sprawdzenie, ktére
cechy dobrze spisuja si¢ indywidualnie. Nastgpnie wyszukana zostanie najlepsza kombinacja

cech. Po przedstawieniu wynikow zostang one przedyskutowane.

6.1 Wyniki

W pierwszej kolejnosci sprawdzono, ktére cechy indywidualnie moga by¢ pomocne
przy klasyfikacji zmian nowotworowych. W tym celu dla kazdej cechy postugujac si¢
schematem z poprzedniego rozdzialu wyznaczono krzywa ROC oraz obliczono wartos¢ AUC.
Dodatkowo dla kazdej cechy wyznaczono celnos¢, czutos$¢ oraz specyficznos¢. Te ostatnie
parametry zaleza jednakze od wyboru punktu odcigcia klasyfikatora, ktérego mozna dokonaé
na bazie réznych kryteriow. Przyktadowo, w niektérych zastosowaniach konieczny bytby taki
punkt odcigcia, ktéry gwarantuje maksymalng czutos¢. W pracy parametry wyznaczono na
podstawie punktu na krzywej ROC, ktéremu najblizej jest do lewego gérnego rogu wykresu,
czyli punktu (0, 1). Taki wyboér odcigcia uwazany jest za optymalny ze wzgledu na dobor
wyzej wymienionych parametrow [35].

Tabela 6.1 przedstawia wyniki klasyfikacji dla poszczegdlnych cech, przy czym za-
chowano pierwotng kolejnos$¢ z Tabeli 5.1. Najlepsza indywidualng cecha okazata sig¢ ufn
osiagajac AUC réwne okoto 0.78. Zauwazmy, ze im nizsza wartoS¢ AUC tym dang cechg

nalezy uznaé za gorsza. Graniczne AUC réwne (.5 oznacza, ze rozpatrywana cecha ma niska
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Tablica 6.1 Klasyfikacja w przypadku cech indywidualnie.

Cecha AUC Celnos¢ [%] | Czutos¢ [%] | Specyficznos¢ [%]
U 0.69 £ 0.07 68.47 68.23 68.57
ki 0.64 £ 0.06 63.57 56.35 66.66
! 0.73 £ 0.05 65.55 75.20 61.42
x| 0.66 = 0.05 61.38 81.29 52.85
y 0.72 £ 0.06 71.33 65.30 73.91
ufn 0.78 & 0.04 71.84 72.82 71.42
un 0.61 +0.07 65.72 56.86 69.23
uy, 0.51 £ 0.03 56.70 43.17 62.50
kfn 0.53 £0.04 52.70 55.68 51.42
kmn 0.55 £ 0.05 50.89 59.65 47.14
k), 0.50 +0.01 55.74 36.46 64.00

wartos¢, a uzycie jej prowadzi do klasyfikatora, ktéry losowo przydziela klasy. Majac to
na uwadze nalezaloby uznac cztery ostatnie cechy z Tabeli 6.1 za nieprzydatne. Cechy te
charakteryzuja si¢ AUC nieznacznie wigkszym od 0.5.

Cechy zwiazane z zajmowanym obszarem przez poszczegélne segmenty charakteryzuja
si¢ podobng wartosciag AUC, ktéra w kazdym przypadku wynosi okoto 0.7. Cechy te taczy
relacja nl + 7"+ 18 = 1, ktéra sugeruje, ze beda one ze soba skorelowane. Duza wartos¢

!

w pewien sposOb wymusza, by pozostate byly odpowiednie mniejsze. Na Rys. 6.1
przedstawiono krzywe ROC dla tych trzech parametréw. Mozna tutaj zauwazyc, ze istnieje
w przyblizeniu punkt, gdzie wykresy si¢ krzyzuja. Dodatkowo na Rys. 6.2 przedstawiono
wykresy pudetkowe, ktére pokazuja jakich wartosci cech w przypadku zmian nowotworo-
wych nalezy oczekiwac. Generalnie w przypadku zmian ztosliwych najwigkszy segment
zajmuje relatywnie mniejsza czeS¢ catego ROI niz w przypadku zmian fagodnych.

Wsrdd cech zwiazanych z parametrem u w przypadku segmentacji dwie okazaty si¢ miec¢
wartos¢ AUC wyraznie wigksza od pozostatych, te cechy to u!, i u™. Jezeli za$ chodzi o
cechy zwiazane z parametrem k to zadna nie okazata si¢ wyraznie przydatna, chociaz cecha
k., osiagneta AUC o wartosci 0.64. W celu wyjasnienia tego problemu zbadano, czy istnieje
kombinacja cech zwiazanych z k wyestymowanych na segmentach. Odkryto, ze kombinacja
k., oraz k" pozwala otrzymaé AUC réwne okoto 0.61, co jest zblizona warto$cia jak dla k.

W kolejnym kroku sprawdzono doktadniej jak sprawuja si¢ cechy wyznaczone poprzez
usrednianie map w obrebie catego ROI, czyli parametry u,, i k,,. W przypadku, gdy uzyte
zostaly oddzielnie, to parametry te uzyskaty AUC o wartoSci odpowiednio 0.69 1 0.64. Na-
stepnie zbadano, czy kombinacja tych dwdch cech poprawi klasyfikacje 1 otrzymano AUC
rowne 0.69, w przyblizeniu takie samo jak dla cechy u,,. Wyniki doktadniej przedstawia
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Rysunek 6.1 Krzywe ROC dla parametréw 7!, n i 7°.
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Rysunek 6.2 Wykresy pudetkowe dla parametréw 7!, 7™ i 7°.

Tabela 6.2. Dodatkowo na Rys.6.3 pokazano krzywe ROC dla cech wykorzystanych samo-
dzielnie oraz w polaczeniu. Co prawda krzywe ROC dla u,, oraz kombinacji r6znig si¢ od
siebie, ale ich AUC jest zblizone. Wykresy pudetkowe widoczne sa na Rys. 6.4. Widzimy
na nich, ze generalnie mniejsze wartosci parametrow sa oczekiwane w przypadku zmian
tagodnych.

Tablica 6.2 Parametry dla wybranych kombinacji cech.

Cecha AUC Celnos¢ | Czutos¢ | Specyficznosé
Uniky | 0.69£007 | 69.32 | 64.41 71.42
u ikl 1078 +£005| 6873 | 7577 65.71
W in’ | 0.834+0.04 | 7550 | 71.68 77.14
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Rysunek 6.3 Krzywe ROC dla parametrow u,, 1 k,,, oraz ich kombinacji.
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Rysunek 6.4 Wykresy pudetkowe dla dla parametrow u,, i k,.

W podobny sposéb jak u,, i k,, zbadano cechy i/, i k... Wykresy ROC w ich przypadku
przedstawia Rys. 6.5. Jak podano w Tabeli 6.1, parametr k,ln nie byt dobry indywidualnie pod
katem klasyfikacji, co 1 na Rys. 6.5 objawia si¢ w postaci liniowej krzywej ROC. Co wigcej,
podobnie jak w przypadku parametréw wyznaczonych na catym ROI, tak i tutaj kombinacja
cech nie prowadzi do polepszenia klasyfikacji. Osiagnigte za pomoca dwéch cech AUC
rOwne jest w przyblizeniu temu dla ufn czyli 0.78. Dodatkowo na wykresach pudetkowych z
Rys 6.6 w przypadku parametru u utrzymuje si¢ ta sama tendencja, gdzie wigksza wartos¢
cechy jest oczekiwana dla zmian nowotworowych. Jednakze w tym przypadku widzimy, ze
najwigkszy segment charakteryzuje si¢ w poréwnaniu do u,, mniejsza wartoscia parametru u.

Ostatnim krokiem bytlo iteracyjne wyszukanie zestawu cech, ktéry bylby najlepszy do

klasyfikacji. W kazdym kroku algorytmu wybierano ceche, dla ktérej zawierajacy ja zbior
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Rysunek 6.5 Krzywe ROC dla parametréw u/, i k/, oraz ich kombinacji.
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Rysunek 6.6 Wykresy pudetkowe dla parametréw ufn 1 kfn.

miat najwigksza warto§¢ AUC. Przebieg tej procedury przedstawia Rys. 6.7. W pierwszym

kroku wybrana zostata cecha o najwyzszej warto§¢ AUC wg Tabeli 6.1. W nastgpnym kroku

dotaczyta do niej cecha m!. Chociaz procedura byta dalej powtarzana, nie uzyskano juz

lepszego wyniku niz w przypadku tych dwéch cech. Zaobserwowacé mozna tendencjg, ze w

trakcie testowania kolejnych cech generalnie zmniejsza si¢ warto$¢ §rednia AUC oraz ro$nie

wariancja estymatora.

Klasyfikacje za pomoca najlepszego zbioru oraz wyniki dla poprzednich kombinacji

parametréw u 1 k podsumowuje Tabela 6.2. W skiad najlepszego zbioru nie weszta zadna z

cech zwiazanych z k, ale za to najlepsza cecha zwiazana z rozmiarem segmentu. Warto$¢

AUC byta w tym przypadku najwigksza i wyniosta okoto 0.83, co jest najlepszym uzyskanym
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wynikiem. W poréwnaniu do cechy u!, dzieki dodaniu 7;; AUC poprawito si¢ 0 0.05. Krzywa
ROC przedstawia Rys. 6.8.
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Rysunek 6.8 Krzywa ROC dla najlepszego zestawu cech.

6.2 Dyskusja

Wyniki przedstawione w Tabeli 6.1 pokazuja, ze sposréd 11 cech 7 okazato si¢ przy-
datnych indywidualnie do klasyfikacji, o czym Swiadczy warto§¢ AUC istotnie wigksza od

0.5. Na zbior ten sktadaja si¢ trzy cechy zwiazane z parametrem u oraz jedna dotyczaca



6.2 Dyskusja 53

parametru k. Dodatkowo, wszystkie trzy cechy odnoszace si¢ do rozmiar6w segmentow
okazaly si¢ wartoSciowe.

Trzy przydatne cechy zwiazane z parametrem u to iy, i,

1 u);, w ktérych to przypadku
otrzymano warto$¢ AUC réwna odpowiednio 0.69, 0.78 oraz 0.61. Cecha u!,, czyli srednia
wartos$¢ parametru u w najwigkszym segmencie, okazata si¢ by¢ najlepsza indywidualnie.
Jest ona lepsza do klasyfikacji niz Sredni parametr u,, wyznaczony dla catego nowotworu.
Przyrost AUC jest w tym przypadku znaczacy, gdyz warto$¢ ta zwigkszyla si¢ o okoto 0.09.
Jest to istotne odkrycie. Zauwazmy, ze mapy parametryczne zmian nowotworowych charak-
teryzuja si¢ niejednorodno$ciami. USrednianie parametru w obregbie calego ROI prowadzi
do uzyskania gorszej cechy do klasyfikacji. USrednianie jest wrazliwe na odstajace parame-
try oraz obszary, ktére odznaczaja si¢ innymi wlasnoSciami rozpraszajacymi. Analizujac
wykresy pudetkowe z Rys 6.6 i 6.4 widzimy, ze wartos¢ u, w poréwnaniu do u,, jest o
wiele nizsza. W sklad najwigkszego segmentu wchodzi wigc obszar charakteryzujacy sig
relatywnie niska warto$cia parametru u. W komorce rozdzielczosci znajduje si¢ efektywnie
niewielka liczba rozpraszaczy, zbyt mata by méc uzywac rozktadu Rayleigha. Wykresy
pudetkowe pokazuja dodatkowo, ze wartoSci parametru u w pozostatych segmentach sg wigk-
sze, gdyz proces usredniania parametru po calym ROI prowadzi do znaczacego zwigkszenia
U, w poréwnaniu do ufn. Zauwazmy, ze proces segmentacji w tym przypadku uzna¢ mozna
za pewnego rodzaju filtracje, ktéra wydobywa z ROI najbardziej jednorodny pod wzgledem
wlasciwosci rozpraszajacych obszar nowotworu 1 odrzuca jego pozostata czg$¢. Majac to
na uwadze, cecha u/, moze by¢ postrzegana w pewnym sensie za poprawiona estymate
cechy u,,, ktéra jest wolna od btedéw wynikajacych z obecnosSci zwapnien, czy ogdlnie
obszar6w znaczaco odstajacych na mapie parametrycznej, ale nie pokrywajacych duzego
obszaru nowotworu.

Cechy zwiazane z rozmiarem segmentow 7, T,,, 7Ty charakteryzowaly si¢ podobnymi
wartosciami AUC, réwnymi odpowiednio 0.73, 0.66 oraz 0.72. Cechy te sa ze soba sko-
relowane, gdyz duza warto$¢ ; w pewien sposéb ogranicza T, oraz m;. Ta zaleznoS¢ jest
zobrazowana na wykresach pudetkowych z Rys. 6.2. Cechy zwiazane z rozmiarami seg-
mentow mierza stopien niejednorodnosci map parametrycznych. Jak wida¢, w przypadku
zmian ztos§liwych poszczegdlne segmenty beda miaty bardziej wyréwnane pola. Z kolei przy
zmianach tagodnych najwigkszy segment dominuje nad pozostatymi, przy czym powierzch-
nia najmniejszego segmentu jest odpowiednio obnizona. Zauwazmy, Ze po najmniejszym
segmencie oczekujemy, ze zawiera wartosci odstajace parametréw mapy spowodowane na
przyktad przez echa od zwapnien. Jak wida¢ na wykresie pudetkowym, zmiany zloSliwe

charakteryzuja si¢ na ogét wigksza liczba takich podobszaréw.



54 Ocena klasyfikacji zmian nowotworowych

Potaczenie cech odnoszacych si¢ do u 1 k nie prowadzi do poprawy klasyfikacji, nieza-
leznie czy kombinowane sa u,, z k,, czy u,ln z k,ln. W kazdym z tych dwéch przypadkéw
wynikowe AUC jest takie samo jak dla cechy zwiazanej z parametrem u. Pokazuje to, ze
zmiany nowotworowe przede wszystkim réznicuje efektywna liczba rozpraszaczy. Cechy
zwiazane z parametrem k w poszczegdlnych segmentach nie okazaly si¢ skuteczne przy
klasyfikacji, chociaz sam usredniony parametr k po calej zmianie osiagnal AUC rowne 0.64.
Na wykresach pudetkowych z Rys. 6.6 widzimy, ze warto$¢ cechy k., jest niska, z mediana
wynoszaca okoto 0.3. Przy wartosci k réwnej zeru rozktad homodynowy K przechodzi w
rozktad K, a tym samym réwniez bardziej uzasadnione jest uzycie rozktadu Nakagami do
modelowania rozpraszania. Do tej pory w literaturze w szeregu publikacji uzywano tych
rozktadéw do charakterystyki zmian nowotworowych piersi [89-91, 104, 107]. Na przyktad
w pracy [89] dla parametru u rozktadu K otrzymano AUC réwne 0.74. Niestety w tym przy-
padku estymacjg¢ przeprowadzono na prébkach obwiedni z kwadratowego ROI wpisanego
w zmiang, w zwigzku z czym wynik mégt by¢ obarczony btgdami. Widzimy, ze wigksza
cze$¢ zmiany faktycznie nie wykazuje si¢ duzym rozpraszaniem koherentnym. Co za tym
idzie, przyblizenia stosowane do tej pory w literaturze wydaja si¢ uzasadnione. Jednakze
nalezy dodaé, ze cecha k,, jest wigksza niz k/,. Wynika z tego, ze w pozostatych segmentach
rozpraszanie koherentne ma wigkszy wktad. Takie przypadki nie sa modelowane przez
rozktad K 1 Nakagami. Obszary takie w pracy [55] zostaly uznane za defekty. Zauwazmy
jednak istotny problem ostatniej pracy. W zasadzie stosujac t¢ sama metodologi¢ do tkanki,
w przypadku ktérej rozpraszania nie mozna modelowac rozkltadem Nakagami, nalezaloby
stwierdzié, ze caly jej obszar jest ’defektem’. W sytuacjach takich nalezy by¢ §wiadomym
ogranicze modelu.

Wedtug krzywej z Rys. 6.7 najlepszy zbior do klasyfikacji sktada si¢ z dwoéch cech,
ktérymi sg najlepsza cecha indywidualna u, oraz #!. Tylko dodatnie cechy zwiazanej z
rozmiarem segmentu prowadzito do zwigkszenia AUC. Jak widaé w Tabeli 6.2 uzycie tych
dwéch cech razem prowadzi do najlepszych wynikéw. Warto§¢ AUC w tym przypadku
wynosifa 0.83, a krzywa ROC byta najkorzystniejsza. Bazujac na wykresach pudetkowych
z Rys. 6.2 oraz Rys. 6.6 widzimy, ze zmiany ztoSliwe odznaczaja si¢ przede wszystkim
mniejszym stopniem jednorodnosci w ROI oraz wigksza efektywna liczba rozpraszaczy.

W pracy [108] tworzone byly mapy parametru Nakagami zmian nowotworowych za
pomoca podobnej metodologii jak przedstawiona w niniejszej pracy 1 wprost stwierdzono,
ze mapy nie sa jednorodne. Jednakze nie poczyniono zadnych dodatkowych staran, by
sprobowaé wykorzystaé t¢ informacj¢. Pokazano za to, ze zwapnianie przektadaja si¢ na
ekstremalne warto$ci parametru Nakagami i zwiagzane z tym bledy w estymacji. Co wigce]

stwierdzono, ze ma to wplyw na estymacj¢ cechy do klasyfikacji wyznaczonej jako warto$¢
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usredniona parametru po catej mapie. W kontekscie tej pracy zastosowana metoda wydaje
si¢ wyraznie rozwiazywac przytoczony problem. Segmentacja pozwala omina¢ watpliwe
obszary. Zauwazmy, ze pracy uzyto rozktadu homodynowego K. Nic jednak nie stoi na
przeszkodzie, by rozwinigta tu metodologi¢ zastosowac do innych map parametrycznych.
Segmentacj¢ mozna réwnie dobrze wykorzysta¢ w przypadku map parametru Nakagami,
co prawdopodobnie zaowocuje lepsza klasyfikacja. Zmiany ztosliwe na ogét odznaczaja
si¢ bardziej ztozonym charakterem jesli chodzi o rozpraszanie. R6znia si¢ one po pierw-
sze strukturg oraz rodzajem zwapnien [9, 75]. Co wigcej, zawieraja one czesciej obszary
poddane wplywowi angiogenezy [17, 95]. To wszystko przektadaé si¢ moze na mniejszy
stopieni jednorodno$ci map. Jak réwniez zauwazono w tych pracach, w zmianach zto§liwych
zwapniania bywaja na og6t twardsze 1 bardziej geste.

Parametry rozktadu homodynowego K zostaty réwniez uzyte do klasyfikacji zmian
nowotworowych piersi w pracy [101]. Oprocz samej zmiany, analizowano dodatkowo obszar
znajdujacy si¢ bezposrednio nad i pod zmiana. Dla kazdego regionu trzy parametry zostaty
wyznaczone. Biorac wszystkie probki obwiedni, wyestymowano parametr k oraz u rozkladu
homodynowego K. Dodatkowo dotaczono jeszcze znormalizowana Srednig intensywnos¢
probek. W tej pracy tylko parametry zwiazane z u okazaty si¢ przydatne do klasyfikacji. W
tej sytuacji jednak poréwnanie klasyfikatoréw jest utrudnione przede wszystkim ze wzgledu
na inny schemat akwizycji danych oraz nieco inng metod¢ analizy. W pracy tej jednakze
najlepszy zbidr cech osiagnat AUC réwne 0.76. Wydaje sig, ze dla cechy bazujacej li tylko
na parametrze u mniejsze AUC powinno by¢ otrzymane. W poréwnaniu do przedstawionych
tu wynikéw, juz za pomoca samej cechy u/, otrzymano lepsza klasyfikacje z AUC o wartosci
0.78. Zauwazmy dodatkowo, ze w przytoczonej pracy nie tworzono map parametrycznych
ani nie nie wykorzystano segmentacji. Prawdopodobnie wykorzystanie zaproponowanej w
pracy metody mogloby polepszy¢ klasyfikacje.

W pracach [99, 100] zastosowano inne podejscie do analizy niejednorodnosci map,
aczkolwiek w tym przypadku celem nie byta klasyfikacja zmian nowotworowych. Zapro-
ponowano, by tworzy¢ mapy réznych parametréw ultradZwigkowych takich jak ttumienie,
a nastgpnie owe mapy analizowaé za pomoca macierzy wspolwystapien. Stwierdzono, ze
podejscie to dobrze spisuje si¢ przy odréznianiu struktur rakowych w piersi. Co wigcej, pod-
kreslono tutaj, ze mapy sa wyraznie niejednorodne jesli chodzi o parametry estymowane na
bazie sygnatu rozproszonego. PodejScie jest jednak zgota inne, poniewaz w tym przypadku
raczej wydobywane sg cale obszary o innej charakterystyce. Przyktady zaprezentowane w
tej pracy stanowia jednak ciekawe pole badan na przysztos¢. Takie podejscie do analizy
mapy opierajace si¢ na segmentacji moze rownie dobrze zostaé wykorzystane do analizy

na przyktad map tlumienia. Nic nie stoi na przeszkodzie, by metode macierzy wspotwysta-
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pieni stosowac¢ oddzielnie na poszczegdlnych segmentach, co by¢é moze doprowadzitoby do
bardziej detalicznej analizy tekstury. Jednakze byloby to réwniez powiazane z niebagatelng
liczba nowych cech do sprawdzenia.

Co wigcej, zaprezentowane podejscie po pewnych modyfikacjach moze zostaé zasto-
sowane w przypadku mocno rozwijajacego si¢ obecnie obrazowania ultradzwigkowego za
pomoca glowic 3-D.

Segmentacja na trzy obszary zostata sprawdzona i doprowadzita do polepszenia wynikow.
Istnieje jednakze tutaj szerokie pole do prowadzenia nowych badan. W przyszto$ci mozna
wykorzysta¢ inne metody segmentacji, a oprocz map parametréw rozktadu homodynowego
K analizowa¢ réwniez inne. Wydaje si¢, ze sam oglad map parametrycznych moze mieé
duza warto$¢ dla lekarza. Takie obrazowanie musiatoby by¢ jednak wpierw wdrozone na
powszechnie dostgpnych skanerach i udostgpnione lekarzom, ktérzy mogliby podzieli¢ si¢
swoja opinig. Powinny réwniez zosta¢ opracowane wytyczne jak ma to miejsce w przypadku

obrazu B-mode oraz systemu BI-RADS.



Rozdzial 7

Polaczenie modelu statystycznego z
cechami geometrycznymi

W tym rozdziale cechy geometryczne wyznaczone na podstawie obrazéw B-mode zostana
zbadane pod katem ich przydatnoSci do klasyfikacji zmian nowotworowych. Dodatkowo
sprobuje¢ odpowiedzie¢ na pytanie, czy mozna efektywnie potaczy¢ je z cechami zwiazanymi
z modelowaniem rozpraszania. W pierwszej kolejnosci omdéwione zostang zalety i wady cech
geometrycznych. W pracy zaimplementowatem duzy zbidr cech geometrycznych wczesniej
przedstawionych w réznych publikacjach. Wyznaczony zostanie najlepiej spisujacy si¢
podzbidr cech geometrycznych w przypadku uzytej w pracy bazy danych. Nastgpnie na dwa
sposoby cechy geometryczne potacze z tymi przedstawionymi w poprzednich rozdziatach.

Otrzymane wyniki zostang przedstawione i przedyskutowane.

7.1 Cechy geometryczne

Cech geometrycznych uzywa si¢, by opisa¢ krawedz zmiany nowotworowej. W szeregu
publikacji pokazano, ze ksztatt konturu z reguly zwiazany jest z rodzajem nowotworu
[96]. Zmiany ztoSliwe maja charakteryzowac si¢ bardziej ztozonym konturem, w ktérym
doszuka¢ mozna si¢ nieostrych, spikularnych, katowych, czy mikrolobularnych brzegéw,
czy tez odchodzacych od pewnego centrum wypustek. Spodziewamy sig¢, ze kontur zmiany
zto§liwej bedzie posiadal nieregularny i raczej trudny do jednoznacznego zaklasyfikowania
ksztatt. Na tym tle wigkszoS¢ zmian tagodnych ma ksztatt owalny lub zblizony do kota a
brzegi rowne. Istotny jest rowniez stosunek wymiaru gérno-dolnego zmiany do boczno-
bocznego, przy czym w przypadku zmian ztoS§liwych przewaza wymiar gérno-dolny. Warto

zaznaczy¢, ze ocena konturu przez lekarza jest wazna czgscia systemu BI-RADS. Lekarze
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przydzielajac poszczegdlne kategorie musza ocenic, w jakim stopniu kontur charakteryzuje
si¢ nieregularnoSciami. Ocena ta jest jednak tylko jakoSciowa. Mozna powiedzieé, ze cechy
geometryczne bazuja wprost na spostrzezeniach poczynionych w literaturze medyczne;]
i staraja si¢ wyestymowac konkretne liczby, ktére beda iloSciowa miara nieregularnosci
konturu.

Na przestrzeni lat zaproponowano wiele cech geometrycznych. Znakomita wigkszoS¢ z
nich w ten czy inny sposob skupia si¢ na ocenie tego jak bardzo kontur przypomina elips¢ albo
w jakim stopniu jest spikularny czy po prostu nieregularny. W tej pracy zaimplementowano
24 cechy, ktére wyszczegdlnione zostaly w Tabeli 7.1. Przy kazdej cesze zacytowano
publikacje, w ktorej zostata ona zaproponowana albo po prostu wykorzystana. W pracy
zdecydowano si¢ zachowac oryginalne nazwy w jezyku angielskim, jakie zostaty nadane
cechom w poszczegdlnych publikacjach.

W literaturze na temat systeméw CAD nowotwordéw piersi na ogét podkresla si¢ wy-
jatkowa przydatnos¢ cech geometrycznych. Abstrahujac od powodéw medycznych, ich
przydatno$¢ wynika migdzy innymi ze specyficznych wiasciwosci obrazowania ultradz-
wigkowego. Glownym konkurentem cech geometrycznych sg cechy zwiazane z tekstura.
Estymacja tych ostatnich zalezy jednak bardzo mocno od algorytméw przetwarzania obrazéw,
jakie zostaly uzyte przez ultrasonograf do stworzenia obrazu typu B-mode. Pokazane to
zostato nie wprost w rozdziale 4, gdzie obrazy poddawano dyfuzji, po wykonaniu ktorej
charakter tekstury istotnie si¢ zmienial. Stosowane algorytmy analizujace teksturg sg czute
na parametry takie jak stopiefi i metoda kompresji, interpolacja, czy wzmocnienie, co czyni
projektowanie systemu CAD zadaniem bardziej ztozonym. W rozdziale 1 podkreslono, ze
mozliwym remedium jest cofnigcie si¢ i analiza surowych danych. Wigkszos¢ wspoétczesnie
uzywanych algorytméw do przetwarzania obrazu traktuje ziarnisto$¢ jako rzecz niepozadana,
ktéra powinna by¢ usunigta albo przynajmniej zredukowana na finalnym obrazie [22]. Z
drugiej strony problem ten w znacznie mniejszym stopniu dotyczy cech geometrycznych,
a nawet sg one w faworyzowanej pozycji, gdyz jednym z gtéwnych zadan algorytméw do
przetwarzania obrazéw ultrasonograficznych jest wlasnie podkreSlenie krawedzi. Nie mniej
systemy CAD sa projektowane na bazie obrazéw zebranych za pomoca konkretnych ultraso-
nograféw i istnieje niejasno$¢ w estymacji parametréw zwiazanych z tekstura ze wzgledu na
niewiedz¢ co do uzytych przez aparat algorytmow. Analiz¢ rozproszenia poczyniong w tej
pracy mozna pod pewnymi wzgledami uwazac za wolng od tego problemu analizg tekstury.

Z cechami geometrycznymi wigze si¢ rowniez pewna stabos¢ natury praktycznej, ktéra
daje o sobie zna¢ analizujac Tabelg 7.1. Wielu badaczy wprowadzajac nowe cechy geome-
tryczne nie analizowalo, czy cechy przez nich badane sa lepsze od tych juz zaproponowanych

wczesniej w literaturze. W efekcie wiele cech z zalozenia mierzy t¢ sama wtasnos¢ kon-
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Tablica 7.1 Lista cech geometrycznych.

Nr cechy | Oznaczenie Nazwa
1 g1 Area ratio [2, 3, 21]
2 2 Aspect ratio [16]
3 g3 Branch pattern [48]
4 g4 Circularity [2, 16, 21, 27, 28, 49]
5 g5 Contour roughness (2, 3, 21]
6 g6 Convexity [16]
7 g7 Eccent
8 g3 Ellipsoidal shape [48, 98]
9 g9 Elliptic-normalized circumference [18]
10 810 Elliptic-normalized skeleton [ 18]
11 811 Extent [16]
12 g12 Long to short axis ratio [18]
13 813 Morphological closing ratio [2, 3]
14 g4 Normalized residual value (2, 3]
15 815 NRL entrophy [21]
16 816 NRL mean [21]
17 817 NRL standard deviation [2, 3, 21]
18 818 NRL zero-crossing [21]
19 819 Number of lobulations [48, 98]
20 820 Number of substantial protuberances and depressions [18]
21 821 Overlap ratio [2, 3]
22 822 Roundness [16]
23 823 Solidity [16]
24 824 Spiculation [48, 98]

turu i mozna oczekiwac duzej korelacji migdzy nimi. Tak jest na przyktad z cechami g i
g4, ktére w zamysle maja mierzy¢ w jakim stopniu zmiana jest owalna. W literaturze za
jedna z wazniejszych cech uchodzi DWR (z ang. depth to width ratio), ktora okazata si¢
przydatna przy klasyfikacji zmian nowotworowych w szeregu publikacji [18, 19, 26-28, 40].
Cecha ta mierzy stosunek wymiaru gérno-dolnego do boczno-bocznego i jako taka w swojej
podstawowej wersji jest wrazliwa na obroty konturu. W przypadku systeméw CAD taka
zalezno$¢ jest niepozadana, gdyz pociaga za soba zmienno$¢ cechy w zaleznosci od kata pod
jakim lekarz przylozyt gtowice obrazujaca. Jako remedium zaproponowano w literaturze
szereg cech, ktore maja zastapi¢ DWR 1 by¢ niewrazliwe na obroty. Wszystkie cechy zostang
opisane ponizej. Podkres§lmy jednak, ze badania, ktére cechy sa ze soba skorelowane, albo
ktore zestawy cech z réznych publikacji sa najlepsze lezy poza obszarem zainteresowania

niniejszej pracy. Zaimplementowano tutaj duzy zbidr cech znalezionych w literaturze w
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roznych publikacjach. Oczekujemy raczej, ze w trakcie automatycznej selekcji cech po
prostu te najbardziej wartosciowe zostang wybrane jako pierwsze, a dodawanie kolejnych,
skorelowanych z tymi pierwszymi cech nie poprawi dziatania klasyfikatora 1 wartos$ci AUC.
Po wyborze najlepszego podzbioru cech geometrycznych przedyskutowany zostanie jego

zwiazek z innymi cechami oraz z oryginalnymi pracami.

7.1.1 Poprawa konturu

W rozdziale 4 dotyczacym bazy danych podano, ze kazda zmiana nowotworowa zostata
wskazana manualnie przez lekarza na podstawie obrazu B-mode. Co wigcej, operacje
te przeprowadzono za pomoca famanej. Bazujac na tak okreslonym ROI mozliwe jest
wyznaczenie konturu zmiany jako brzegu ROI i tak wstgpny kontur zostal okreslony. Takie
podejécie moze jednak nie by¢ wystarczajaco doktadne, by umozliwi¢ efektywna ekstrakcje
cech geometrycznych. W celu lepszego wyznaczenia krawedzi zastosowano algorytm
aktywnego konturu [15]. Za punkt startowy algorytmu wybrano kontur zaznaczony przez
lekarza, ktéry nastgpnie byt iteracyjnie poprawiany. Wynik dziatania algorytmu przedstawia
Rys. 7.1. Warto tutaj zaznaczy¢, ze w wigkszosci przypadkow kontur wskazany przez lekarza
byt juz na dobrym poziomie, jednakze wykorzystanie algorytmu pozwolito wyznaczy¢ kontur
bardziej wpisujacy si¢ w widoczng krawedZ obrazu. Taka poprawe konturu przeprowadzic¢
mozna réwniez r¢cznie, ale byloby to zadanie czasochtonne i uciazliwe. Nowy kontur
wyznacza rowniez nowe ROI. W dalszej czg¢sci dodatku méwiac o ROI i konturze zmiany
odnosi¢ bedziemy si¢ do tych poprawionych w wyniku zastosowania algorytmu aktywnych
konturéw.

Rysunek 7.1 Kontur wyznaczony manualnie (po lewej) oraz jego poprawiona wersja metoda
aktywnych konturéw (po prawej).
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7.1.2 Opis cech

Zanim przystapi¢ do opisu kazdej cechy z osobna, wprowadzone zostang oznaczenia
wspolne. Badajac geometrig¢ konturu, konieczne w wigkszoSci przypadkéw bedzie wybranie
uktadu wspoétrzednych na obrazie. Niech uklad ten bedzie zawsze zaczepiony w Srodku
masy zmiany nowotworowej obliczonym na podstawie ROI, a jego osie beda réwnolegte do
krawedzi obrazu. Wspdélrzedne i-tego punktu na konturze w uktadzie kartezjanskim beda
dane jako (x(i), y(i)) a w uktadzie biegunowym przez (d(i), &t(i)), przy czym niech d(i) i
o (i) odnoszg si¢ odpowiednio do promienia i kata. Dla kazdego punktu konturu okreslimy
réwniez jego znormalizowany promien (NRL, z ang. normalized radial length) w nastgpujacy
sposéb:

dn(i) = — 20 1)

- max(d(i))’
gdzie max odnosi si¢ do promienia konturu, ktéry ma najwigksza warto$s¢ w przypadku
danej zmiany nowotworowej. Dodatkowo niech N oznacza liczbe punktéw konturu oraz
d= ]l\,va d,(i) Sredni NRL. Przez S oznaczymy pole powierzchni zmiany a przez p jej
obwdd. W przypadku paru cech wykorzystana zostanie rowniez otoczka wypukta zmiany,
ktorej pole 1 obwdd oznaczymy jako S, 1 p,.

PrzejdZmy teraz do opisy cech geometrycznych, numeracja jak w Tabeli 7.1:

1. Area ratio mierzy nieregularnosci i spikule charakterystyczne dla zmian ztosliwych.

Badamy tutaj jak zmieniaja sie wartosci NRL wieksze od sredniej d:

1 X _
g1 = ﬁ;(dn(i) —d), (7.2)

gdzie w powyzszej sumie dla kazdego i takiego, ze d,(i) < d mamy d,,(i) = d(n) = 0.

2. Aspect ratio to jedna z cech majaca lepiej oddaé charakter DWR. W tym przypadku
zmiana jest obracana w celu znalezienia jej wymiaréw o maksymalnej i minimalnej

dtugosci. Stosunek tych dlugosci to wtasnie aspect ratio.

3. Branch pattern zdefiniowane jest jako liczba ekstreméw konturu d(a), ktéry poddany
zostat filtracji gérnoprzepustowej majacej usunaé trend i pozostawié czyste oscylacje.
W oryginalnej pracy uzyto filtru Butterwortha 15-rzedu o czestotliwosci odcigcia
5 rad~!. Niestety autorzy pracy nie podali sposobu okreslania funkcji d(a). W
ogblnym przypadku zastosowana znormalizowa czgstotliwos¢ odcigcia bedzie przy

kazdej krawedzi oznaczaé inng liczbe, gdyz kazdy kontur rézni si¢ dtugoscia. W
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10.

11.

celu ominigcia tego problemu funkcje d(a) kazdorazowo interpolowano na odcinku

o € (0,27, z krokiem co pét stopnia.
Circularity mierzy w jakim stopniu kontur zmiany nowotworowej jest okragly:

2

p
=— 7.3
84 S (7.3)

Contour roughness jest miara zmiennosci sasiadujacych punktéw konturu:

1N

— Y |du(i) —du(i+1)] (7.4)

gszNi

Convexity to stosunek obwodu zmiany do obwodu jej otoczki wypukie;j:

_ P
86

= — (7.5)
Po

. Eccent to jedna z tych cech, ktére w zamysle miaty poprawi¢ DWR i uczyni¢ go

niewrazliwym na obroty. W przypadku tej cechy wpierw szukamy wartoSci Ly,
ktdra jest wyznaczana jako najwigksza odlegtos¢ migdzy wszystkimi punktami konturu.
Znajac ten odcinak obracamy zmiang tak, by L;,,, stanowit jej wysokos¢ i dodatkowo

wyznaczamy najwigksza szerokos$¢ Ly, Sama cecha wyrazona jest nastgpujaco:

. Lsport
88

= (7.6)
Llong

Ellipsoidal shape, w tym przypadku wykonywane sg obroty konturu i jako cecha
przyjmowana jest najwigksza wartoS¢ DWR.

Elliptic-normalized circumference to stosunek obwodu konturu do obwodu elipsy,

ktora ma ten kontur oddawac.

Elliptic-normalized skeleton stuzy do opisu ztozonosci konturu za pomoca jej szkieletu.
Im wigcej znalezZ¢ mozna na konturze spikuli tym szkielet przyjmuje bardziej ztozony
ksztatt. Cecha ta powstaje poprzez podzielenie liczby punktéw szkieletu przez obwéd

elipsy, ktora przyblizono kontur. Rys. 7.2 przedstawia szkielet zmiany z rysunku 7.1.

Extent to stosunek pola zmiany S do pola powierzchni najmniejszego prostokata,

ktérego mozna opisaé na konturze zmiany.
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12.

13.

14.

15.

16.

17.

18.

19.

Long to short axis ratio to cecha, ktéra podobnie jak eccent ma poprawi¢ estymacje
DWR. W tym przypadku kontur zmiany nowotworowej przybliza si¢ elipsa. Ceche
wyznacza si¢ jako stosunek dtugosci osi wielkiej do mate;.

Morphological closing ratio, w tym przypadku na podstawie ROI zmiany wykonywana
jest operacja zamknigcia (dylatacja, a nastgpnie erozja ROI), po ktérej obliczane jest
nowe pole zmiany S;. Ta operacja powinna usuwac wkleste czesci konturu (dziury).

Im bardziej nieregularny kontur tym mniejsza bgdzie ta cecha:

S

= — 7.7
814 S (7.7)

W pracy operacj¢ zamknigcia wykonano za pomoca kota o promieniu réwnym 1 mm.

Normalized residual value zdefiniowane jest nastgpujaco:

SO_S

o

815 = (7.8)

NRL entropy to cecha, ktéra jest miarg stochastyczna zmiennosci konturu. Zdefinio-

wana jest ona wzorem:

100

g6 =— Y prIn(pi), (7.9)
=1

gdzie py jest prawdopodobieristwem tego, ze NRL jest miedzy d,(i) a d,, (i) +0.01. W
przypadku konturu o ksztalcie okrggu entropia bytaby minimalna, a sama cecha stuzy

mierzeniu odstepstw od tego przypadku.
NRL mean to po prostu d.

NRL standard deviation dane jest nastgpujaco:

|- _

NRL zero crossing, w przypadku tej cechy mierzymy liczbe przejs¢ przez zero funkcji

d(i) — d. Duza liczba przej$é swiadczy o duzych oscylacjach konturu.

Number of lobulations jest to liczba ekstreméw konturu.
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20.

21.

22.

23.

24.

Number of substancial protuberances and depressions zdefiniowana jest jako istotna

liczba miniméw 1 maksimow konturu.

Overlap ratio, w tym przypadku wyznacza si¢ otoczke wypukta konturu. Duza r6znica

miedzy polem powierzchni zmiany S a otoczki S, ma sygnalizowac obecnos¢ spikuli.

S

= — 7.11
82 S, (7.11)

Roundness definiuje si¢ jako stosunek pola powierzchni zmiany do dtugosci jej maksy-
malnego wymiaru d;qy:

S
d2

max

823 = (7.12)
Solidity. Kolejna cecha zwigzana z otoczka wypukta zmiany. Cechg t¢ oblicza si¢ z

nastgpujacego wzoru:

S,— S
818 = NO—S (7.13)
(4]

(s2)

LS~y

gdzie S’ oznacza pole otoczki wypuklej z-ej zmiany z bazy, w mianowniku wystepuje
skalowanie zalezne od liczby zmian nowotworowych w bazie. T¢ zalezno$¢ uznaé
nalezy za problematyczna, gdyz dla tego samego nowotworu cecha przyjmowac bedzie
inna warto$¢ w zaleznosSci od N. Potencjalnie cecha nr 15 jest jej lepsza wersja. Nie

mniej w pracy zaimplementowano cechg tak jak w oryginalnej publikacji.

Spiculation to cecha, ktéra ma mierzy¢ spikule. Jest ona okreSlona w dziedzinie
Fouriera jako:

/4
Y. ID(@)

825 = (7.14)

n/2 ’
), [D(w)]
w=r/4
gdzie D(®) to transformata Fouriera funkcji d(a). Estymacja tej cechy jest problema-
tyczna z tego samego wzgledu co branch pattern, w zwiazku z czym zastosowano taka
samg interpolacje.
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Rysunek 7.2 Ilustracja cech geometrycznych. Po lewej najmniejszy prostokat opisany na
krawedzi zmiany nowotworowej. Po prawej ilustracja do cechy skeleton.

Powyzsza lista cech geometrycznych obejmuje te zastosowane przy klasyfikacji zmian no-
wotworowych piersi. Zauwazmy jednak, ze lista mogtaby by¢ znacznie rozszerzona o cechy
wykorzystywane w analizie obrazu. Na przyklad istnieje duze podobiefistwo migdzy cechami
opartymi na NRL, a tymi estymowanymi dla danych ze skaneréw 2D. Przyktadowo w pracy
doktorskiej zaprezentowano jak na podstawie konturu skanu 2D z dalmierza laserowego
ocenia¢ aktualng pozycje robota mobilnego [61]. Czg$¢ metodyki przedstawionej w tej pracy
mozna by z dobrym skutkiem zastosowac réwniez przy klasyfikacji zmian nowotworowych.
Stanowi to jednak potencjalny dalszy kierunek badan.

7.2 Wyniki

W poprzednim rozdziale metoda iteracyjna wyznaczono najlepszy podzbior cech zwia-
zanych z charakterem rozpraszania wewnatrz zmiany nowotworowej. Podobnie jak tam
przeprowadzona zostanie teraz selekcja najlepszych cech geometrycznych. Rys. 7.3 przed-
stawia jak zmieniala si¢ warto§¢ AUC wraz z liczba dodawanych cech geometrycznych.
W odréznieniu jednak od sytuacji z poprzedniego rozdzialu widzimy tutaj, ze wskazanie
wlasciwego podzbioru nie jest do korica jasne. Na Rys. 7.3 zbi6r sktadajacy si¢ z szesSciu
cech geometrycznych charakteryzuje si¢ najwigksza wartoscia AUC. Z drugiej jednak strony
na przyktad zbidr ztozony z pigciu cech osiagnat podobny wynik. Odchylenia standardowe
w tej sytuacji rowniez sugeruja, ze oba te wyniki moga nie r6zni¢ si¢ znaczaco statystycznie.
Wychodzac od tego spostrzezenia wykorzystano analiz¢ wariancji ANOVA potaczong z
testem Kramera, by sprawdzi¢ czy ktérys ze zbioréw o mniejszej liczbie cech ma AUC nie

réznigce si¢ istotnie statystycznie (przy wspétczynniku istotnosci rownym 0.05), co podzbiér
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Rysunek 7.3 AUC w funkcji liczby dodanych cech geometrycznych.

o najlepszym wyniku [37]. Procedura ta doprowadzita do wskazania zbioru czteroelemento-
wego o AUC réwnym 0.88, ktéry sktadat si¢ z cech long to short axis ratio, solidity, NRL
zero crossing 1 convexity (w kolejnosci dodawania). Analiza wariancji byta stosowana przy
nastgpnych przeszukiwaniach juz automatycznie.

W nastepnej kolejnosci sprawdzono na dwa sposoby, czy potaczenie cech geometrycz-
nych z tymi z poprzedniego rozdziatu moze poprawi¢ klasyfikacj¢. Po pierwsze, startujac od
zbioru ztozonego z najlepszych cech i/, i ! dodawano do niego iteracyjnie cechy geome-
tryczne chcac zmaksymalizowac warto§¢ AUC. Proces ten przedstawia Rys. 7.4. Najwigksza
warto$§¢ AUC, réwna 0.921, otrzymano po dodaniu trzech cech, to jest skeleton, NRL mean i
normalized residual value.

W drugim kroku postanowiono dokonac selekcji najlepszego podzbioru cech bez stoso-

wania zadnych wyréznieni. Cechy geometryczne i te zwiazane z rozktadem homodynowym

11 T T T T T T T T T T T T T T T
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Rysunek 7.4 AUC w przypadku kombinowania cech geometrycznych startujac od u, i 7’
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potraktowano jako tak samo wazne, co przetozylo si¢ na selekcje ze zbioru o 35 elementach.
Rys. 7.5 przedstawia proces wyboru cech, ktéry doprowadzit do wskazania jako najlepszego
zbioru sktadajacego si¢ z czterach cech: long to short axis ratio, solidity, !, eccent, uﬁn i
skeleton. Zbior ten osiagnat AUC réwne w przyblizeniu 0.929. Jak wida¢ dwie pierwsze
cechy to te zwiazane z geometrig konturu, ktére zostaly rowniez wybrane w procesie selekcji
najlepszych cech geometrycznych. Jako trzecia wybrana zostala juz jednak cecha zwiazana z
rozpraszaniem. Koniec koncéw finalny zbidr sktadat si¢ z najlepszych cech zwiazanych z
rozproszeniem i paru cech geometrycznych. Zauwazmy, ze zbiory otrzymane przy dwéch
zastosowanych strategiach sa do siebie podobne, oba uzyskaty AUC w migdzy 0.92 a 0.93.
Jednak w przypadku selekcji bez wyrdznienia AUC bylto nieznacznie wyzsze o 0.008 1 zbior
ten posiadat o jedna ceche geometryczng wigce;.

Dla najlepszych cech geometrycznych wykreslono krzywe ROC, ktére znaleZ¢ mozna
na Rys. 7.6. Dodatkowo tak samo jak w poprzednim rozdziale wyznaczono parametry
oceniajace klasyfikacje: czutosé, celnos¢ oraz specyficzno$¢. Podsumowanie klasyfikacji
przedstawiono w Tabeli 7.2.
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Rysunek 7.5 AUC w funkcji liczby dodanych cech. Zadne cechy nie zostaly wyréznione.

Tablica 7.2 Kombinacje cech rozproszeniowych i geometrycznych.

Cecha AUC Celnos¢ | Czutosé | Specyficznosé
Najlepsze cechy geometryczne | 0.88540.033 | 80.42 88.06 77.14
Potaczenie 1 0.921+£0.029 | 82.78 86.52 82.60
Potaczenie 2 0.928+0.032 | 88.28 82.18 90.90
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Rysunek 7.6 Krzywe ROC dla najlepszych kombinacji poszczegdlnych cech.

7.3 Dyskusja

Zaréwno w przypadku samych cech geometrycznych jak i faczenia ich z cechami zwia-
zanymi z rozpraszaniem otrzymano dobre wyniki. Warto§¢ AUC dla zbioru li tylko cech
geometrycznych wyniosta 0.88, co osiagnieto przy uzyciu czterech cech, ktérymi byly long
to short axis ratio, solidity, NRL zero crossing i convexity. Widzimy zatem, ze z puli 24
cech wystarczyto uzy¢ tylko czterech. Co wigcej, kazde z dwdch podejs¢é do kombinacji
r6znego rodzaju cech doprowadzito do poprawy klasyfikacji i zwigkszenia wartosci AUC.
W pierwszym przypadku przy dodawaniu cech geometrycznych do u!, i 7/ uzyskano AUC
0.921, przy czym dodanymi cechami byty skeleton, NRL mean oraz normalized residual
value. Przy drugim podejsciu do najlepszego zbioru trafity cechy long to short axis ratio,
solidity, 7!, eccent, uin oraz skeleton przektadajace si¢ na AUC réwne 0.928. Jako dwie
pierwsze cechy wskazane zostaly te geometryczne, ktére w nastgpnej kolejnosci uzupetniono
o najlepsze cechy zwiazane z rozpraszaniem oraz dodatkowe cechy geometryczne. Sposrod
24 cech geometrycznych 8 okazalo si¢ uzytecznych. Jak wida¢ najlepsze zbiory sktadaja
si¢ po czgsci z tych samych cech, ktére teraz doktadniej zostana oméwione podkreslajac
zwiazki poszczegdlnych cech z rodzajem nowotworu.

Najlepsza indywidualnie cecha jest long to short axis ratio, ktéra w zamys$le ma mierzy¢
stosunek wymiaru gérno-dolnego do boczno-bocznego i by¢ niewrazliwa na obroty. To
ostatnie uzyskuje si¢ poprzez specyficzny sposéb obliczania tej cechy. Kontur przyblizany
jest za pomocag elipsy, a sama cechg wyznacza stosunek osi wielkiej do matej. Long to short

axis ratio zwiazana jest z DWR. Cecha ta (i jej pochodne) naleza do najczesciej uzywanych
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w literaturze cech geometrycznych, ktére w niejednej pracy wykazaty si¢ duza skutecznoscia
[18, 19, 26-28, 40].

Kolejna cecha jest solidity. Wyznacza sig¢ ja jako znormalizowana réznicg migdzy polem
powierzchni danej zmiany a polem powierzchni jej otoczki wypuklej. Zauwazmy, ze im
wigksza jest liczba spikuli oraz swojego rodzaju wypustek to pole powierzchni otoczki
powinno by¢ wigksze. Solidity byto najlepsza indywidualna cecha w oryginalnej pracy
[16], jednakze pdZniej juz nie byla nigdzie stosowana. Wiaze si¢ to prawdopodobnie ze
specyficznym sposobem normalizacji zaproponowanym przez autorow, a ktéry zalezny jest
od liczby wszystkich zmian nowotworowych w bazie.

Obliczanie NRL zero crossing przypomina starag metode estymacji czgstotliwosci Sredniej
sygnatu, ktdra polegata na zliczaniu przejS¢ funkcji przez zero. Podobnie jest w przypadku
NRL zero crossing, gdzie zliczamy jak czgsto kontur przekracza $redni promien danej zmiany
nowotworowej. Sam Sredni promien utozsami¢ mozna z przyblizeniem konturu przez okrag,
a ceche z oceng stopnia oscylacji konturu wokét tegoz okregu.

Ostatnig cecha w zbiorze najlepszych geometrycznych jest convexity. Cecha ta rowniez
odnosi si¢ do otoczki wypuktej, ale tym razem chodzi o wyznaczenie stosunku mig¢dzy
obwodem otoczki wypuktej a obwodem konturu.

Jezeli chodzi o skeleton, literaturze posSwigconej analizie obrazu za pomoca szkieletu
zwykto si¢ oddawac ztozonoS¢ danej figury. W kontekscie zmian nowotworowych nalezy
spodziewac sig, ze w przypadku ztosliwosci szkielet ze wzgledu na obecnos¢ spikuli bedzie
bardziej rozbudowany. Cecha ta zostala w obu podejsciach wybrana jako dobrze taczaca
si¢ z cechami zwigzanymi z rozproszeniem, co §wiadczy o jej przydatnosci. W oryginalne;j
pracy rOwniez zostala uznana za bardzo dobra [18]. Sednem tej cechy jest zliczenie punktow
szkieletu (jego catkowitej dtugosci) 1 znormalizowanie przez wielkoS¢ danej zmiany.

O NRL mean wspomniano juz w przypadku NRL zero crossing, jest to po prostu Sredni
znormalizowany promien zmiany. Dla okregu rdwna si¢ on jednoSci i powinien spada¢ w
przypadku nieregularnych konturéw posiadajacych spikule.

Normalized residual value jest cecha podobna do solidity, ale inaczej normalizowang. W
tym przypadku réznica migdzy polem powierzchni otoczki wypuktej a polem powierzchni
zmiany nowotworowej jest normalizowana przez obwdd tej ostatniej. W oryginalnej pracy
cecha ta zostata uznana za najlepsza indywidualnie [2, 3].

Eccent to jedna z tych cech, ktére maja mierzy¢ stosunek wymiaru gérno-dolnego do
boczno-bocznego. Tak jak i long to short axis ratio jest ona niewrazliwa na obroty. Wyznacza
si¢ ja wpierw szukajac najwigkszej odlegtosci migdzy punktami konturu. Nastgpnie kontur

obracany jest tak, zeby ta odlegto$¢ stanowita wymiar gérno-boczny. Przy takiej pozycji
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konturu obliczamy wymiar boczno-boczny. Stosunek tych dwéch dlugosci okresla dang
ceche.

Jak widac¢ najlepszy zbiér cech geometrycznych sktada si¢ migdzy innymi z cech, ktére
zostaty wskazane jako bardzo dobre w oryginalnych pracach. W publikacji przegladowe;]
[37] poréwnano cechy geometryczne pod katem klasyfikacji zmian nowotworowych piersi.
Wskazano najlepszy podzbidr, w sktad ktérego wchodzito pig€ cech: elliptic-normalized
skeleton, lesion orientation, number of substantial protuberances and depressions, DWR i
overlap ratio. W tej pracy nie uzyto lesion orientation. Cecha ta mierzy pochylenie elipsy,
ktéra przyblizono kontur nowotworu i jako taka jest bardzo zalezna od kata pod jakim lekarz
ogladat dang zmiang. Ceche t¢ na przyktad rozwazano w pracy [93], gdzie byta ona pierwsza
do odrzucenia (najmniej istotng) w procesie wybierania najlepszego podzbioru cech. Nie
mniej w celu poréwnania zbioru z pracy przegladowej z wyznaczonym tutaj ta brakujaca
cecha oraz klasycznie wyznaczany DWR zostaly zaimplementowane. Otrzymano AUC réwne
0.83, czyli warto$¢ mniejsza o 0.05 niz w w przypadku wyznaczonego najlepszego podzbioru,
chociaz w pracy przegladowej zbidr ten uzyskat AUC réwne 0.94. Moze to by¢ spowodowane
szeregiem czynnikow. Po pierwsze wyniki przedstawione w pracy przegladowej bazuja na
innej bazie danych, a po drugie zastosowano nieco inne podej$cie do uczenia maszynowego i
selekcji cech. Moze to by¢ réwniez spowodowane tym, ze w pracy przegladowej nie uzyto
cechy solidity.

Kombinowanie cech geometrycznych z tymi zwiazanymi z rozpraszaniem doprowadzito
w obu przypadkach do poprawy klasyfikacji. Jest to istotny wynik, gdyz na przyktad w
pracy przegladowej [37] stwierdzono, ze cechy zwiazane z tekstura (pochodzace z obrazu
B-mode) sa redundantne wzgledem cech geometrycznych w tym sensie, ze najlepszy zbior
cech wyznaczony w tej pracy ich w ogdle nie zawieral. Przedstawione tu udane potaczenie
jest pod tym wzgledem obiecujace. Wydaje sig¢, ze cechy geometryczne mozna skutecznie
taczy¢ z parametrami QUS.

Krzywe ROC z Rys. 7.6 pokazuja, ze otrzymane klasyfikatory charakteryzuja si¢ skutecz-
noscia. Najblizej punktu odpowiadajacemu maksymalnej czutoSci i specyficznosci znalazta
si¢ krzywa ROC dla potaczenia cech przy braku wyrézniei. Otrzymana celno$¢ w tym
przypadku wynosi 88.28%, co nalezy uznaé za dobry wynik. Zauwazmy réwniez wazna
rzecz, klasyfikatory do$¢ szybko osiagaja w przyblizeniu maksymalna czutos¢. Jak widaé
na Rys. 7.6 istnieje taki punkt odcigcia, ze juz przy specyficznosci okoto 60% mozliwa jest
poprawna klasyfikacja wszystkich ztoS§liwych zmian nowotworowych. Ma to potencjalne
znaczenie z punktu widzenia praktyki klinicznej. Wybranie tego odcigcia przy przeprowa-
dzaniu diagnostyki mogtoby stuzy¢ badaniom przesiewowym. Hipotetycznie pozwolitoby to

zredukowac liczbg niepotrzebnych biopsji (w bazie danych wszystkie zmiany byty wystar-
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czajaco podejrzane, by przeprowadzi¢ biopsj¢). Stosujac ten punkt odcigcia w przypadku
uzytej w pracy bazy danych mozna by unikna¢ okolo 42 biopsji przy jednoczesnej de-
tekcji wszystkich nowotworow zloSliwych. Zauwazmy dodatkowo, ze wybierajac cechy
kierowano si¢ chgcia maksymalizacji warto$ci AUC. Inna mozliwa strategia polegataby na
wybieraniu cech, ktére zapewnia najwigksza specyficznos$¢ przy utrzymaniu maksymalne;j
czutosci.






Rozdziatl 8

Podsumowanie

Gléwnym celem pracy byt opracowanie metody do obrazowania wtasciwosci rozpro-
szeniowych tkanek 1 w oparciu o nig zbudowanie systemu CAD do klasyfikacji zmian
nowotworowych piersi. Przedstawiona metoda QUS bazuje na rozktadzie homodynowym K,
ktory jest obecnie uwazany za najlepszy model do opisu rozpraszania, jakie zachodzi w przy-
padku tkanek ludzkich. Dzigki stworzonym mapom parametrycznym udalo si¢ obrazowaé
charakter rozpraszania, ktére zachodzi w nowotworach piersi. Za pomoca segmentacji wy-
dobyto obszary charakteryzujace si¢ réznymi sygnaturami, na podstawie ktérych dokonano
ekstrakcji cech do klasyfikacji. Zbudowany system CAD okazat si¢ efektywny. Nastepnie
dokonano kombinacji zaproponowanej metody z cechami geometrycznymi i pokazano, ze ta-
kie postgpowanie prowadzi do poprawy klasyfikacji. Za oryginalne mozna uznaé nastgpujace

elementy rozprawy:

1. Zaproponowalem metod¢ tworzenia map parametréw rozktadu homodynowego K,
ktére obrazuja charakter rozproszenia w oSrodku. Metoda ta jest ogélnego przeznacze-
nia i moze by¢ zastosowana réwniez w przypadku innych tkanek niz te przeanalizowane
w rozprawie. Zaleta metody jest jej tatwoS¢ w implementacji. Mozna ja wdrozy¢
na kazdym ultrasonografie operujacym gtowica liniowa, ktéry umozliwia dostep do
sygnatéw RF. Jednocze$nie mapy moga by¢ prezentowano obok obrazu w trybie
B-mode jako dodatkowe Zrédio informacji o badanej tkance jak ma to miejsce na
przykiad w elastografii. W rozprawie pokazano rowniez jak tworzy¢ mapy. Metoda
ma potencjal, by zastapi¢ stosowane w literaturze obrazowanie Nakagami, ktore jest

mniej informatywne pod wzgledem opisu wtasciwosci rozpraszajacych.

2. Powyzsza metod¢ wykorzystano, by obrazowaé wlasciwosci rozpraszajace w nowo-
tworach piersi, ktére znane sa ze swojej niejednorodnosci. Analiza map faktycznie

wykazala, ze nie sa one jednorodne jesli chodzi o parametry rozktadu homodynowego
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K. W celu glebszej analizy zaproponowano algorytm do segmentacji, ktérego celem
byto wydobycie z obszaru nowotworu podobszaréw charakteryzujacych si¢ r6znymi
wlasciwoSciami rozpraszajacymi. Ten podziat kazdej zmiany stat si¢ punktem wyj-
Sciowym do ekstrakcji cech charakteryzujacych kazdy segment, ktére postuzyty w
kolejnym kroku do budowy systemu CAD. Analiza statystyczna pokazata, ze uzycie
parametrow rozktadu homodynowego K wyznaczonych dla najwigkszego segmentu
prowadzi do lepszej klasyfikacji niz w przypadku uzycia najczgsciej stosowanej w
literaturze metody polegajacej na usrednianiu parametrow po calym obszarze mapy.
Dodatkowo przedyskutowatem, ktére cechy indywidualnie i w kombinacji sa przy-
datne przy klasyfikacji zmian nowotworowych. Otrzymane wyniki nalezy uznac za

pozytywne, a sam system CAD za dobrze rokujacy.

. Zaproponowalem iteracyjna metod¢ wyznaczania najlepszego podzbioru cech do

klasyfikacji na zasadzie maksymalizacji wartoSci AUC.

. Dokonatem przegladu cech geometrycznych i napisalem programy wydobywajace te

cechy z obrazu. Pokazatem, ze cechy geometryczne moga by¢ potaczone z cechami
QUS w celu dalszej poprawy klasyfikacji. Dodatkowo wyznaczytem najlepszy zestaw

cech geometrycznych pod katem rozrézniania zmian nowotworowych piersi.

. Sygnaty RF zebrane w IPPT PAN w ramach badan nowotworéw piersi we wspotpracy

z Centrum Onkologii im. Marii Sktodowskiej-Curie w Warszawie zostaty zapisane
w bazie danych, ktora jest tatwo dostgpna przez Matlaba czy Pythona. Baza zawiera
informacje, ktore sg potrzebne do badan systemoéw CAD jak klasa kazdej zmiany czy

ROI opisujacy obszar zajmowany przez nia na obrazie.

Materiat przedstawiony w rozprawie otwiera réwniez drog¢ do prowadzenia nowych

badan w tej tematyce jak na przyktad:

1. Mozliwe jest uzycie metody obrazowania parametrow rozktadu K do badania stanu

czy klasyfikacji innych tkanek, réwiez w przypadku obrazowania za pomoca glowicy
ultradZzwigkowej 3D. W literaturze obrazowanie Nakagami jest stosowane do opisu
rozpraszania zachodzacego w najprzerézniejszych tkankach. W zasadzie przedsta-
wiona w rozprawie metoda powinna zastapi¢ obrazowanie Nakagami, bo prowadzi do
lepszych 1 bardziej informatywnych wynikéw. Co wigcej, metoda zostata juz uzyta
przeze mnie do monitorowania wzrostu temperatury w fantomie tkankowym w trakcie

nagrzewania go impulsami ultradzwigkowymi [11].
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2. Przedstawiong analiz¢ map parametrycznych w oparciu o segmentacj¢ rozszerzy¢
mozna tatwo na mapy innych parametréw takich jak ttumienie czy sztywnos$¢. Warto-
Sciowe byloby tutaj zastosowanie wszystkich mozliwych metod QUS i wyczerpujaca
dyskusja dotyczaca ich przydatnosci do analizy i klasyfikacji nowotworéw piersi. W
rozprawie kazda zmiang dzielono na trzy segmenty w oparciu o wczes$niej podane
przestanki znalezione w literaturze. W przypadku innych tkanek potencjalnie inna
liczba powinna by¢ uzyta, co powinno zosta¢ przebadane. W ogdlnym przypadku
liczba ta moze by¢ réwniez wyznaczana przez lekarza na podstawie jego oceny map

parametrycznych.

3. W rozprawie klasyfikacj¢ zmian nowotworowych potraktowano jako problem binarny.
W przypadku zebrania jednak wigkszej liczby danych mozna by klasyfikowac¢ zmiany

nowotworowe ze wzgledu na ich typ molekularny i obraz histopatologiczny.

4. Zawarte w bazie danych informacje moga stuzy¢ réwniez do innych celéw niz klasyfi-

kacja jak na przyklad testy algorytméw do automatycznej segmentacji.

Ponizej znajduje sig¢ lista prac, w ktérych opublikowano poszczegdlne elementy rozprawy
doktorskiej. Peten spis publikacji doktoranta oraz lista odbytych stazy naukowych znajduja
si¢ w Dodatku C.

1. M. Byra, A. Nowicki, H. Piotrzkowska, K. Dobruch. Classification of breast lesions
using segmented quantitative ultrasound maps of homodyned K distribution parameters.

Medical Physics, 43, 5561-5569, 2016.

2. M. Byra, K. Dobruch, H. Piotrzkowska, A. Nowicki. Added value of morphological
features to the breast lesion diagnosis in ultrasound. Praca obecnie znajduje si¢ w
recenzji w czasopiSmie International Journal of Computer Assisted Radiology and
Surgery.

3. H. Piotrzkowska, K. Dobruch-Sobczak, M. Byra, A. Nowicki. Open access database
of raw ultrasonic signals acquired from malignant and benign breast lesions. Praca

obecnie znajduje si¢ w recenzji w czasopi$mie Medical Physics.
Prace konferencyjne:

1. M. Byra, A. Nowicki, H. Piotrzkowska, K. Dobruch, J. Litniewski. Correcting the
influence of attenuation on Nakagami distribution shape parameter estimation. IEEE

International Ultrasonics Symposium Proceedings, pp. 1-4, 2015.


http://dx.doi.org/10.1118/1.4962928
http://dx.doi.org/10.1109/ULTSYM.2015.0408
http://dx.doi.org/10.1118/1.4962928
http://dx.doi.org/10.1109/ULTSYM.2015.0408
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2. A. Nowicki, H. Piotrzkowska, K. Dobruch, J. Litniewski, B. Gambin, M. Byra, E.
Kruglenko. Differentiation of normal tissue and lesions using statistical properties
of backscattered ultrasound in breast. 1EEE International Ultrasonics Symposium
Proceedings, pp. 1-4, 2015.


http://dx.doi.org/10.1109/ULTSYM.2015.0417
http://dx.doi.org/10.1109/ULTSYM.2015.0417
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Dodatek A

Wyprowadzenie rozkiadu
homodynowego K

W tym dodatku wyprowadzony zostanie rozklad homodynowy K w kontekscie spaceru
losowego na ptaszczyznie [46]. Oddzielne wyprowadzenia rozktadéw Rayleigha, Rice’a i K
znalez¢ mozna w [29].

W przypadku dwuwymiarowego spaceru losowego, po N krokach wynikowy wektor
bedzie dany nastgpujaco:

A:s+§:an, (A.1)
n=1
gdzie s to wektor o losowej fazie (cz¢s$¢ koherentna) a na sume (czgs$¢ dyfuzyjna) sktadaja
si¢ wektory a,, ktérych amplituda i faza to niezalezne zmienne losowe. Zaktadamy, ze
poszczegdlne przyczynki a, losowane sa z tego samego rozktadu w kazdym kroku oraz ze sa
one niezalezne statystycznie. Dodatkowo przyjmujemy, ze faza a,, ma rozktad réwnomierny
w przedziale [—7, 7).

Funkcja charakterystyczna sumy (A.1) dana jest wyrazeniem:
Cy(h) = E[¢™A] = E[¢™S]E[eM 9]V, (A.2)

gdzie E[-] to warto$¢ oczekiwana. Korzystajac z zatozenia o rownomiernym rozktadzie fazy

1 z definicji funkcji Bessela powyzsze réwnanie mozna zapisac jako:

Cn(h) = Jo(hs)E[2ralo(ha)]", (A3)

gdzie Jy(+) to funkcja Bessela zerowego rzedu.
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Kluczowym zatozeniem w przypadku rozktadéw K i homodynowego K jest przyjecie,
ze liczba krokéw N w spacerze losowym nie dazy wprost do nieskonczonosci jak ma to
miejsce przy wyprowadzaniu rozktadéw Rayleigha i Rice’a. Zamiast tego zaktada sig, ze N
jest zmienng losowa z rozktadu ujemnego dwumianowego (Pascala) [24, 43]:

N+4+u—1 N+u—1 (EEiV]>N
P(N):( . >qup1v:< . )m (A4)

u

gdzie () to symbol Newtona. Powyzszy rozklad jest dwuparametryczny, E[N] to Srednia
liczba krokréw, a u to efektywna liczba rozpraszaczy rozktadu homodynowego K. Dodatkowo
zachodza zaleznosci ¢ = 1 /(1 +E[N]/u) oraz p+q = 1.

Rozklad ujemny dwumianowy jest stosowany w literaturze jako uogdlnienie dla roz-
ktadu Poissona, ktdry jest stosowany w kontekscie dynamiki populacyjnej (procesy narodzin,
Smierci oraz migracji) [43, 45]. Interpretacja rozktadu ujemnego dwumianowego jest naste-
pujaca; zatézmy ze mamy do czynienia z sekwencja niezaleznych préb Bernoulliego, przy
czym prawdopodobiefistwo sukcesu w kazdej prébie to p, a porazki g. Préby te sa powtarzane
poki nie uzyska si¢ okreslonej liczby u porazek. W tej sytuacji liczba zaobserwowanych
sukcesOw bedzie roztozona zgodnie z rozktadem ujemnym dwumianowym. Przykladowe
zachowanie rozktadu dwumianowego ujemnego dla r6znych wartosci u przy ustalonym E[N]

przedstawia rys. A.1

0.07

0.06

0.05F

002

001

Rysunek A.1 Rozktad ujemny dwumianowy dla ré6znych wartosci u przy E[N]| réwnym 20.
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W kontekscie spaceru losowego jako sukces nalezy uzna¢ wystapienie przyczynku w
sumie (A.1). Parametr u jest tutaj stosowany, by w pewien sposob kontrolowa¢ liczbg rozpro-
szen N. Zauwazmy, ze przy ustalonym p, im wigksze jest u tym generalnie wigcej nalezy
spodziewacé si¢ rozproszen zgodnie z zaleznoscia E[N]| = gu. Zaktada sig, ze rozproszenia
moga by¢ w pewien sposéb skorelowane i przez to zachodzi¢ zbiorowo (z ang. bunching)
[45]. Mata wartoS¢ u pociaga za soba, ze rozproszenie jest efektywnie zdominowane przez
matg liczbg rozpraszaczy.

Po wyborze rozktadu ujemnego dwumianowego jako opisujacego liczbe krokéw N,

mozliwe jest uSrednienie funkcji charakterystycznej (A.3):

= i P(N)Cy(h) =
N=1
= Jo(hs) |1+ Elv] (1-27Elas(ha)] ) | -

u

(A.S)

Kolejnym krokiem jest przeskalowanie amplitudy a = a/+/E[N] oraz przejscie graniczne,
przy ktérym E[N] dazy do nieskoriczonosci:

: WE[a?]\ —u
C(h):E[zl\}}rngE[N](h):Jo(hs)(l—i— - ) (A.6)

Powyzszy wzér nalezy odwrdéci¢ za pomoca odwrotnej transformaty Fouriera, by otrzy-

mac wzor na rozktad A, a nastgpnie przecatkowaé po fazie w celu otrzymania wzoru na

funkcje gestosci prawdopodobienistwa amplitudy A, czyli rozktad homodynowy K:

hZ 2. _
9 ) “dn, (A7)

u

p(A) = A / hio(sh)Jo(ah) (1 +

gdzie E[a?] oznaczono jako 62, a h jest zmienna uzyta do catkowania.
Czasami rozklad homodynowy K przedstawiany jest jako ztozenie rozktadéw Rice’a

oraz Gamma, co utatwia niektére czynnoSci zwigzane z modelowaniem [25]:

/PRI A\x Py (AS)
0
gdzie:
u—1 e_x A 9)
Py(Alx) = .
7( ’X) X l—w(u); (

2suA 25uA | — A (s2+A%)
Peor(Alx) = I E[a?)x A.10
i (A) E[a?]sx 0 (E[az]x> ¢ ( )
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to odpowiednio rozktad Gamma i Rice’a. Zmienna x jest tutaj stosowana tylko, by przepro-

wadzié catkowanie.



Dodatek B

Algorytm do segmentacji

W tym dodatku przedstawiony zostanie bardziej szczegdtowo algorytm uzyty do segmen-
tacji wykorzystany w rozdziale czwartym. Sama metoda oparta jest na koncepcji losowego
pola Markowa oraz zatozenia, ze punkty map parametréw u i k pochodza z mieszaniny
rozktadéw normalnych. Technika przedstawiona zostata w publikacjach [112, 116]. W po-
réwnaniu do tych prac zmodyfikowatem algorytm, by zamiast caltych obrazéw segmentowac
tylko obszar nowotworu oraz by uzywa¢ dwywymiarowych rozktadéw normalnych jako
modeli dla parametréw u i k.

Segmentacja oparta jest na algorytmie EM, ktéry polega na iteracyjnym zwigkszaniu
funkcji wiarygodnoSci. Peten opis EM dla mieszaniny rozktadéw normalnych znaleZz¢ mozna
w pracy [6]. Algorytm tu przedstawiony polega na specyficznej modyfikacji kroku E w
metodzie EM w celu uwzglednienia zaleznoSci przestrzennych za pomoca rozktadu Gibbsa
[112]. Ponizej pokazane zostanie jak przebiega pojedyncza iteracja tego algorytmu.

W rozdziale czwartym zagadnienie segmentacji przedstawiono w nastgpujacy sposob.
Dysponujac mapami parametrycznymi tego samego obiektu, niech X = {x,...,X,,...Xy }
bedzie zbiorem wektoréw zawierajacych parametry u i k, to znaczy x,, = {(un,k,),n € ¥},
gdzie W to zbidr zawierajacy wszystkie punkty map w obrgbie nowotworu, przy czym
|¥| = N. Na ¥ okreslony zostaje réwniez zbidr etykiet Y = {y1,...,yn,...yn }, przy czym w
naszym przypadku zbidr jest trzyelementowy y, € (1,2,3). Kazdemu regionowi w ramach
segmentacji przypisany zostanie inny numer. W tym celu poszukiwane bgdzie maksimum
prawdopodobienistwa a posteriori (MAP) ze wzgledu na wszystkie mozliwe kombinacje

segmentow Y:

Y' = argmax P(X|Y,Q)P(Y), (B.1)
Y
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gdzie P(X) to rozktad Gibbsa, ktéry wprowadza zaleznos$¢ przestrzenng migdzy probkami
i wymusza w ten sposob bardziej jednorodng segmentacje. P(X|Y,Q) to funkcja wiary-
godnosci, przy czym za pomoca Q kodujemy symbolicznie wszystkie parametry modelu.
Zakladamy, ze funkcje wiarygodno$ci mozemy zapisa¢ w postaci iloczynu:

PX|Y.Q)= = []PCulynQy,)
n

=[] by ) | (B.2)

_ 1 nxve)
Z

gdzie Z; stuzy do normalizacji, a wyktadnik w przypadku dwuwymiarowego rozktadu

normalnego bedzie dany wzorem:

1 1
Ul (X|Y7Q) = Z E(Xn - ‘u'yn)TZyn (Xn - ‘u“yn) +1n’ZYI1‘27 (B3)

n
gdzie w powyzszym W, i X,, oznaczaja odpowiednio warto$¢ oczekiwang i macierz kowarian-
cji parametréw u i k dla segmentu y; przypisanego i-temu punktowi. Dodatkowo zaktadamy,

ze réwniez P(Y) mozna przedstawi¢ w podobnej postaci jak funkcje wiarygodnosci:

P(Y) = 1w, (B.4)

W powyzszym wyrazeniu Z, ma normalizowaé prawdopodobieristwo do jednosci. Wykorzy-

stujac wzory (B.2) i (B.4) mozemy problem (B.1) przeksztalci¢ do nastgpujacej postaci:

Y = = argmaxP(X|Y,Q)P(Y)
Y (B.5)
= argsl{mn(Ul(X|Y,Q)+U2(Y)).

W celu znalezienia przyblizonego rozwiazania powyzszego zagadnienia w pracy [112]
zaproponowano algorytm iteracyjny. By go uzy¢, wymagane jest wyznaczenie wstgpnego
zbioru parametrow Q oraz podanie postaci U(Y). Wstepna segmentacje w pracy kazdo-
razowo otrzymano za pomoca algorytmu k-Srodkéw [6]. Postaé¢ U, (Y) powinna w pewien
sposéb zaleze¢ od swojego otoczenia. Majac to na uwadze zapiszmy U,(Y) jako sumg
przyczynkéw od punktéw z pewnego otoczenia H:

Ur(Y) =) Vi(Y), (B.6)
heH

co dla pojedynczego punktu mozna przedstawic nastepujaco:
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Rysunek B.1 Otoczenie n-tego punktu uzyte przy segmentacji.

Uz(yn) = Y. Vilymyj),s (B.7)
jeEH
gdzie
1
Vil yj) = 5(1=1Ly,.;) (B.8)
oraz
0, gdyy,#y;
Iyn,yj = " . (B.9)
1, gdyy.=yj

Otoczenie n-tego punktu przedstawia Rys. B.1, gdzie punkty wchodzace w sktad sasiedztwa
zaznaczono na zielono. Jest to pole Markowa w tym sensie, ze na wybdr segmentu dla n-tego
punktu wptyw bedzie miato tylko bezposrednie sasiedztwo, czyli najblizej potozone punkty.

Wracajac teraz do MAP, dla kazdego punktu zajmowanego na obrazie przez nowotwor

iteracyjnie bedziemy aktualizowaé numer segmentu wg ponizszej zaleznoSci:

Yo = argmin (U} (xa|1, ) + U2 (1)), (B.10)
1e{1,2,3}

gdzie k oznacza numer iteracji. Widzimy wigc, ze przypisanie zalezy od prawdopodobienstwa
zwiazanego z rozkladem normalnym, ale i od otoczenia danego punktu. Hipotetycznie, jezeli
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dla danego numeru segmentu / w sktad otoczenia wchodza punkty z tego samego segmentu
to U, (1) bedzie réwne zeru. W tym przypadku, abstrahujac od wartosci rozktadu normalnego,
segment / bedzie maksymalnie faworyzowany. O tym jak wazny jest w stosunku do funkcji
wiarygodnos$ci wptyw otoczenia decyduje przy naszym wyborze sasiedztwa wspétczynnik %
we wzorze (B.8). Ten zostal wybrany zgodnie z praca [116], gdzie wiasnie wartos¢ % podano
jako optymalna.

W przypadku punktéw, ktére leza na granicy zmiany patologicznej zaktadano, ze punkt
otoczenia spoza zmiany nalezat do innego, czwartego segmentu, w zwiazku z czym zaden z
trzech rozpatrywanych nie byt faworyzowany, a sama segmentacja byta bardziej czuta na
przynalezno$¢ do konkretnego rozktadu normalnego.

Po kazdej iteracji algorytmu sprawdzana jest wartos¢ funkcji (B.5). Jezeli ta nie ulegta
zmianie o jeden procent w poréwnaniu z poprzednimi dwiema iteracjami to wykonywana
jest nastgpna iteracja. Maksymalna liczba iteracji ustawiona zostata na 20.

Po wyznaczeniu nowej segmentacji kolejnym etapem jest krok M 1 aktualizacja zbioru
parametréw Q. W tym celu wyznaczamy wpierw prawdopodobiefistwa a posteriori przyna-
leznosci do konkretnego segmentu wg wzoru:

AN (Xnlyi,Qy, ) P(L|yH,)

P(l|x,) = Pl) : (B.11)

gdzie czton w mianowniku ma stuzy¢ normalizacji:

P(xp)= Y. A (Xaly,Qy,)P(l|yn,)- (B.12)
1e{1,2,3}

Zauwazmy, ze w powyzszym wyrazeniu prawdopodobienstwo ze wzgledu na otoczenie
n-tego punktu P(l|yg, ) dane jest analogicznym wyrazeniem jak (B.4). W nastgpnym kroku

uaktualniamy parametry modelu wg ponizszych wzoréw:

1
Ww==2>3 P(|x,)Xy, (B.13)
Y/
1 T
Zl = Z P(l|Xn)(Xn—[,L1) (Xn—ul), (B14)
Z,
T = Nl (B.15)

gdzie

Z = ZP(1|X,,). (B.16)
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Aktualizacja parametréw koriczy pojedyncza iteracje algorytmu EM. Dysponujac no-
wym zbiorem parametrow €2 przechodzimy do kroku E i estymacji MAP wg wzoru (B.5).
Algorytm EM w pracy powtarzany byt 40 razy.

W przypadku segmentacji niektérych zmian macierz kowariancji moze nie by¢ dodat-
nio okreslona. Aby unikna¢ takich sytuacji wprowadzono regularyzacj¢, kazdorazowo do
macierzy kowariancji dodawano mata liczbe rzgdu 0.001.
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