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Streszczenie

W ciagu ostatnich kilkudziesigciu lat rozwdj technologii pozwolit na wprowadzanie coraz
nowoczes$niejszych narzedzi do diagnostyki czerniaka, ktory jest jednym z najgroZniejszych
nowotworéw.  Z czasem dermatoskopy klasyczne zostaly wyparte na rzecz bardziej
zaawansowanych urzadzen, takich jak wideodermatoskop oraz SIAscope. Niestety, pomimo
coraz lepszych urzadzen, skuteczno$¢ diagnostyki lekarzy jest nadal niezadowalajaca. Dlatego
zaczgto przeprowadzac badania naukowe nad udoskonaleniem procesu diagnostycznego przez
wyodrebnienie wczesniej nieznanych cech znamion barwnikowych oraz zastosowania technik
komputerowych, ktére moga wspomdc proces diagnostyczny.

Celem pracy jest wykazanie, ze fraktalne charakterystyki wielowarstwowych zdje¢ znamion
moga by¢ uzyteczne w diagnostyce dermatologicznej. Na podstawie zdjg¢ pozyskanych
od krakowskiej kliniki Face and Body Institute numerycznie obliczono warto§¢ wymiaru
pudetkowego oraz lakunarno$¢ zdje¢ znamienia. Otrzymane wyniki poréwnano z oceng
kazdej cechy skali Huntera, ktéra stosowana jest powszechnie jako pomoc diagnostyczna przez
lekarzy. Przedstawione w pracy badania sa pierwsza proba liczbowej reprezentacji znamion
na podstawie zdje¢ wielowarstwowych. Zdjecia wielowarstwowe zostaly wprowadzone wraz
z pojawieniem si¢ urzadzenia SIAscope. Sa efektem wykorzystania w procesie fotograficznym
oSwietlenia o kilku dlugosciach fal Swiatta. Wykorzystanie réznych diugosci fal Swiatta
pozwala na uzyskanie wigkszej iloSci informacji odno$nie znamienia.

Wyniki wskazuja na uzyteczno$¢ fraktalnych charakterystyk znamion dla ksztattéw
geometrycznych catosci lub segmentow obrazéw. Wynika to m.in. z wartoSci takich miar
jakosci klasyfikacji jak na przyktad pole pod krzywa ROC. Dla cech przy danych testowych
obejmujacych jedna piata wielkoSci zbioru obiektéw prawidtowo sklasyfikowano, w zaleznosci
od badanej cechy, od blisko 70% nawet do niemal 100% przypadkéw. Analiza fraktalna daje
bardzo dobre wyniki dla cech opartych na zdjgciach obrazujacych aborbowanie przez melaning
fal Swiatta ultrafioletowego. Skuteczno$¢ wykrywania wynosi od 56% do 95%. Metody
fraktalne daja takze dobre wyniki dla niektérych cech bazujacych na zdjeciach obrazujacych
absorbowanie fal $wiatta przez kolagen oraz hemoglobing. Wskazuje to jednoznacznie
na mozliwo§¢ wykorzystania niektérych charakterystyk fraktalnych znamion w procesie

diagnostycznym.

Stowa kluczowe: melanoma, malignant melanoma, czerniak, SIAscope, fraktale, wymiar
fraktalny, wymiar pudetkowy, lakunarnos¢, wymiar przeswitow, wymiar perforacji, zdjecia
wielowarstwowe znamion, zdjecia wielospektralne, maszyna wektorow podpierajgcych,

sieci neuronowe, uczenie maszynowe, nowotwor skory, znamiona skorne



Abstract

Over the past tens of years the technology improvements made it possible to introduce
more advanced diagnostic tools for one of the deadliest cancers which melanoma is. Over time
classic dermatoscopes were superseded by more advanced devices like videodermatoscope and
SIAscope. Unfortunately, even if better tools are used, doctors’ diagnosis success rate is still
unsatisfactory low. This was the reason why some reserch was carried out to improve the
diagnostic process by figuring out previously unknown features of pigmented moles that can
improve the diagnostic process.

Aim of this study is to demonstrate that fractal characteristics of multilevel lesion images can
be useful in dermatological diagnostic. Based on image database obtained from Face and Body
Institute Clinic in Krakow, box dimension and lacunarity values of lesion images was calculated.
The results were compared to assessment of each feature of Hunter’s scale which is commonly
used as a diagnostic assesment by doctors. Presented research is the first time attempt when
multilevel lesion images was used for a numerical representation of a lesion. Multilevel
lesion images were introduced with SIAscope device. Multilevel images are composed in
a photographic process with several light wavelengths usage. Using different wavelengths than
only visible wavelength light gives more information about the lesion.

The results indicate the usefulness of fractal characteristics lesions of overall geometric
shapes or a part of a particular one. It’s indicated by such quality measures of the classifier
like under the ROC curve. The effectiveness of one-fifth of test data in the database ranges
from almost 70% to close to 100%. Fractal analysis gives very good results for features of
the images based on the melanin absorbing of ultraviolet light waves. The correctness of the
detection ranges from 56% to 95%. Fractal methods also gives good results for some of the
features based on images of collagen and hemoglobin absorbing of light waves. Mentioned

results clearly indicate that lesion fractal characteristics can be used in diagnostic process.

Keywords: melanoma, malignant melanoma, SIAscope, fractals, fractal dimension, box
dimension, lacunarity, multi-level images, multi-layered images, support vector machine,

neural networks, skin cancer, skin lesions
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Wstep

Sukces w skutecznym leczeniu pacjentdw z nowotworami wiaze si¢ przede wszystkim
z szybkim zdiagnozowaniem choroby. Dotyczy to zwlaszcza czerniaka, ktory jest jednym
z najgrozniejszych nowotworéw [1]. Wczesna diagnoza moze oznaczaé wyleczenie pacjenta
w stu procentach, poniewaz czerniaka mozna relatywnie tatwo usuna¢ chirurgicznie. Im pdZnie;j
zdiagnozowany nowotwor, tym wigksze prawdopodobienistwo przerzutéw, ktére doprowadzaja
do $mierci pacjenta. To, czy po wycigciu czerniaka wystapia przerzuty, zalezy od wielu
czynnikéw, migdzy innymi od gtebokosci naciekania nowotworu w glab skory.

Przy analizie znamion bardzo istotna jest ocena lekarza, ktéry bez wzgledu
na doswiadczenie moze podja¢ jedna decyzj¢ diagnostyczna, ale postawi¢ dwa rodzaje
diagnozy. W przypadku badania znamion barwnikowych decyzja ta jest p6Zniej poréwnywana

z wynikami badania histopatologicznego potwierdzajacego — lub nie — postawiong diagnozg.

Tabela 1: Mozliwe decyzje diagnostyczne w stosunku do wyniku badania histopatologicznego

Wynik badania histopatologicznego

zioSliwe niezloSliwe

Prawdziwie dodatni (ang. true positive)  Falszywie dodatni, (ang. false positive)

Diagnoza

Falszywie ujemny, (ang. false negative) Prawdziwie ujemny, (ang. true negative)

niezlosliwe | zloSliwe

Wiersze oznaczaja pozytywna lub negatywna diagnoze¢ postawiong przez lekarza. Mozliwe
diagnozy postawione przez lekarza oraz ich weryfikacje w wyniku badania histopatologicznego
przedstawia tabela[l] Kolumny oznaczaja charakter ztosliwy lub nieztosliwy znamienia. Kazda
z czterech kombinacji w tabeli (1| sktada si¢ z dwéch stow. Pierwsze stowo okreSla, czy
diagnoza jest trafna czy jest btgdna. Drugie stowo okreSla w stosunku do jakiego znamienia
zostala podjeta diagnoza. W Polsce lekarze stosuja czesto angielski zapis skrotéw diagnozy
i wyniku. Skréty te podane sa w nawiasie i oznaczaja true, false oraz positive, negative.
Positive okresla znamig¢ o charakterze zlosliwym, natomiast negative okres§la znami¢ tagodne.
Krzyzujac elementy tabeli otrzymujemy wszystkie mozliwe kombinacje. Dwie z nich sa trafne,
a dwie pozostale nie. Pierwsza mowi o zdiagnozowaniu czerniaka w stosunku do znamienia,

ktére faktycznie jest czerniakiem (ang. true positive). Druga mozliwo$¢ méwi o tym,



ze znami¢ ma charakter fagodny 1 w badaniu histopatologicznym okazuje si¢ to prawda (ang.
true negative). Pozostatle dwie sa decyzjami blgdnymi, poniewaz lekarz stawia diagnoze¢
czerniaka, a znami¢ okazuje si¢ tagodne (ang. false positive) lub na odwrét (ang. false
negative). W przypadku false negative mamy do czynienia ze znamieniem zto§liwym, pomimo
tego, ze lekarz postawil inng diagnoze. Taka btedna diagnoza jest najbardziej niebezpieczna
dla pacjenta. Na podstawie czterech mozliwych kombinacji mozna stworzy¢ wskazniki
skutecznosci lekarzy: swoistoS¢ (ang. specificity) oraz czuto$¢ (ang. sensitivity) [2, 3, 14} 15]].
Oba wskazniki obliczane sa na podstawie statystyki decyz;ji, ktore lekarz podejmuje w trakcie
procesu diagnostycznego w stosunku do wyniku badania histopatologicznego.

Swoistos¢ oznacza trafne zdiagnozowanie znamienia, ktére ma charakter tagodny
w stosunku do liczby wszystkich znamion tagodnych, czyli do sumy liczby poprawnie
zdiagnozowanych znamion tagodnych oraz liczby znamion btednie zdiagnozowanych jako

ztosliwe. SwoistoS¢ obliczamy na podstawie wzoru:

swoistosé = I'N (D)
W “ TN+ FP

Swoistos¢ oznacza w praktyce skutecznos$¢ diagnozowania znamion tagodnych.

Bardziej istotnym wskaznikiem z punktu widzenia pacjenta jest czulosc. Jest
to stosunek liczby poprawnie zdiagnozowanych znamion ztosliwych do sumy liczby poprawnie
zdiagnozowanych znamion ztosliwych oraz btednie zdiagnozowanych znamion tagodnych.

Czutos¢ oblicza si¢ w nastgpujacy sposéb:

TP
los¢ = —— 2
czutosé TP+ FN 2)

Czuto$¢ okresla skuteczno$¢ wykrywania znamion zlosliwych. Menzies w [2] podaje,
ze dla lekarzy pierwszego kontaktu czuto$¢ wynosi jedynie 62% (patrz: tabela[2). W przypadku
lekarzy specjalistow wyniki okazuja si¢ by¢ nieco lepsze, lecz niezadowalajace. Odsetek

pacjentéw, u ktérych zbyt péZzno zdiagnozowano czerniaka, jest wciaz wysoki.

Tabela 2: Skuteczno$¢ diagnostyki lekarzy

Wiedza medyczna Czulos¢ Swoistosé
Eksperci 90% 59%
Dermatolodzy 81% 60%
Lekarze po szkoleniu 85% 36%
Lekarze pierwszego kontaktu  62% 63%




Ze wzgledu na niezadowalajaca skutecznos$¢ lekarzy zaczeto pracowaé nad metodami oraz
oprogramowaniem, ktérego zadaniem jest wspomaganie lekarzy w diagnostyce. Dotyczy
to prawie wszystkich dziedzin medycyny. Jedna z metod wspomagania diagnostyki jest
analiza obrazéw, ktdra stosuje si¢ dla zdjg¢ wykonanych za pomoca standardowego cyfrowego
aparatu fotograficznego, jak na przyklad w przypadku badan nad teczowka oka [6, 7, 18, 9],
czy obrazéw USG, jak na przyklad przy badaniach raka piersi czy prostaty [10} [11} [12} 13}
14, [15]. W dermatologii od ponad dziesigciu lat analizuje si¢ zdjgcia wykonane za pomoca
wideodermatoskopoéw [16} [17, [18, 19, 20, 21, 22, 23| 24] 25, 26, 27, 28, 29, 30, 31} 132,
33, 134]], czyli urzadzen wykonujacych zdjecia znamion w Swietle widzialnym, podobnie jak
standardowe aparaty fotograficzne. Relatywnie nowym rozwigzaniem s zdjecia wykonywane
przy oswietleniu Zrédtami o r6znych dtugosciach fal §wiatta. W dalszej czgsci pracy nazywane
sa one zdjeciami wielowarstwowymi (ang. multilevel images). Nalezy tutaj wyjasnié, ze zdjecia
wielowarstwowe to zdjecia wielospektralne, ktére pokazuja reakcje réznych komoérek lub
substancji na dang dlugos¢ fal Swiatta. Dzigki temu uzyskujemy kilka zdje¢, ktére nazywane sg
warstwami. Przyktadowo, melanina absorbuje Swiatto ultrafioletowe i bedzie lepiej widoczna
na zdjeciu wykonanym przy wykorzystaniu tego rodzaju o$wietlenia. Wykonanie zdjec
przy réznych ditugosciach fal Swiatta pozwala tez na sprawdzenie reakcji substancji, ktore
znajduja si¢ w skorze. Dzigki temu zdjecia dostarczaja wigcej informacji do analizy. Mimo
postepu technologicznego i metodologii analizy, niniejsza praca jest jedna z pierwszych
dotyczacych badan nad zdjeciami wielowarstwowymi, poniewaz rezultaty diagnostyczne
osiagnigte na podstawie zdje¢ wykonanych przy oSwietleniu falami Swiatla widzialnego wciaz
nie przynosza satysfakcjonujacych rezultatéw. Pozwala to przypuszczaé, ze analiza zdjgc

wielowarstwowych pozwoli na zwigkszenie skutecznos$ci diagnostyki czerniaka.
Teza pracy

W niniejszej pracy stawiana jest teza: fraktalne charakterystyki wielowarstwowych
zdje¢ znamion moga by¢ uzyteczne w diagnostyce dermatologicznej i znaczaco poprawié
skuteczno$¢ rozpoznawania nowotwordow skory. Aby mozliwe byto udowodnienie stawianej
tezy, uzyto bazy wielowarstwowych zdjge¢ znamion udostgpnionej w ramach wspdtpracy
z firma Face and Body Institute w Krakowie. Baza zdjgé wielowarstwowych sktada sig
z ponad dziewigciuset przypadkéw znamion. Niewielki rozmiar bazy wynika z tego,
ze urzadzenie SIAscope jest dostepne dopiero od kilku lat. Dotychczas podjeto probe
analizy zdjeé wielowarstwowych jedynie w przypadku oprogramowania MoleMate. Wspomaga
ono operatoroOw dermatoskopu SIAscope, ktéry jest pierwszym powszechnie dostgpnym
dermatoskopem wykorzystujacym kilka dtugosci fal §wiatta do analizy znamion barwnikowych
[35, 36, 137]. MoleMate nie wyodrebnia jednak zadnych cech charakterystycznych w postaci
liczbowej. Dotychczas prowadzono badania nad analiza zdj¢é stworzonych za pomoca

urzadzenia SIAscope [38, 39, 40, 41]. Prowadzono réwniez badania nad analiza zdjgc



dermatoskopowych za pomoca metod fraktalnych [42, 43]. W niniejszej pracy po raz
pierwszy podjeto probe liczbowej charakterystyki zdje¢ wielowarstwowych za pomoca metod
fraktalnych.

Kolejnym krokiem jest wybdr algorytméw analizy obrazéw, ktére dotychczas nie byly
wykorzystywane do analizy zdje¢ wielowarstwowych [44]. Do udowodnienia stawianej tezy
wykorzystano dwa algorytmy. Pierwszy z nich oblicza warto$¢ lakunarnoS$ci obrazu (ang.
lacunarity). Znany jest takze w polskiej literaturze pod nazwa wymiaru perforacji lub
wymiaru prze§witéw. Drugi natomiast oblicza warto§¢ wymiaru pudetkowego (ang. box
dimension). WartoSci uzyskane przy wykorzystaniu obu metod wiaczono w sktad wektora cech
dla wspomnianych wczesniej zdje¢ wielowarstwowych. Na podstawie tych warto$ci podjeto
prébe wykazania, ze charakterystyki fraktalne sa istotnymi cechami w diagnostyce czerniaka.
Do badania wykorzystano liczbowa skalg¢ wykorzystywana przez lekarzy uzywajacych
dermatoskopu SIAscope, tzw. skale Huntera. Badania przeprowadzone na dostepnej
bazie znamion pozwalaja na wysunigcie wnioskow co do zastosowania metod fraktalnych
w diagnostyce czerniaka. Metody te wykazuja szczegdlna przydatnos$¢ przy klasyfikacji
takich cech jak wielko$¢ znamienia, nagromadzenie hemoglobiny, naciekanie, pojedyncze
naczynia krwiono$ne, znaczne ubytki kolagenu oraz hemoglobiny. Niestety w niektérych
przypadkach charakterystyki fraktalne nie daja zadowalajacych wynikéw. Przykladem moze
by¢ wykrywanie struktury przypominajacej zwoje mézgowe, gdzie skuteczno$¢ w najlepszym
przypadku wynosi jedynie 68%. Dla uproszczenia struktura ta w dalszej czgSci pracy
nazywana bedzie zwojami. Warto tutaj zwroci¢ uwage, ze czerniak nie jest jedynym
nowotworem skory, a przedstawione w dalszej pracy cechy skal odnosza si¢ rowniez do innych
nowotworéw skory bazujacych na znamionach barwnikowych. Czerniak jest jednak uznawany
za najgrozniejszy nowotwor skory [[1], a wskaznik §miertelnosci jest conajmniej kilkukrotnie
wyzszy w poréwnaniu do innych nowotworéw skoéry. Dlatego w nieniejszej pracy skupiono sig¢
na czerniaku.

Srednia skuteczno$é klasyfikacji niektérych cech jest wyzsza niz swoisto§¢ oraz czutosé
okreslona dla lekarzy. Nie pozwala to na w pelni zautomatyzowana diagnostyke czerniaka.
Dostarcza jednak dodatkowych informacji, ktére sa istotne podczas stawiania diagnozy, co
pozwala na usprawnienie diagnostyki oraz na polepszenie wynikéw lekarzy diagnozujacych

czerniaka.
Zakres pracy

Tres$¢ rozprawy zawarto w pigciu rozdziatach. W rozdziale I na podstawie analizy literatury
uzasadniono podjecie tematu. W rozdziale tym przedstawiono skalg problemu zachorowalnosci
na czerniaka oraz diagnostyke tej choroby. Przedstawiono réwniez metody oraz urzadzenia,
jakimi postuguja si¢ lekarze do oceny znamienia. Istotng cz¢écia sa metody wykorzystywane

przez lekarzy w procesie diagnostycznym czerniaka, szczegdlnie skala Huntera. Cechy



znamion, ktére wchodza w sktad skali Huntera, sa punktem odniesienia w ocenie zastosowania
metod fraktalnych w procesie diagnostycznym. Wybdr skali Huntera wynika z tego, ze
jako jedyna opiera si¢ na zdjgciach SIAscopowych. Jak wspomniano wczesniej, istota
zdje¢ wielowarstwowych jest dostarczenie wigkszej iloSci informacji dzigki pigciu zdjgeciom
znamienia uzyskanym przy oSwietleniu za pomoca réznych dlugosci fal Swiatta. Sposrod
opisanych w rozdziale I zdj¢¢, w dalszej czgsci pracy wykorzystywane s jedynie cztery zdjgcia:
warstwy melaniny, hemoglobiny, kolagenu oraz naciekania.

Diagnostyka czerniaka przedstawiona wczesniej jest przyktadem problemu klasyfikacji.
Na podstawie uzyskanej pary wartoSci wymiaréw fraktalnych podjeto probe przypisania
znamionom cech skali Huntera. W rozdziale II opisano dwa wybrane klasyfikatory: maszyne
wektoréw podpierajacych oraz sieci neuronowe. W badanych przypadkach klasyfikatory maja
charakter binarny, poniewaz podejmowane decyzje ,,zdrowy”/,,chory” maja charakter binarny.
Dla poréwnania podjeto probe sklasyfikowania znamion i poréwnania rezultatéw z oceng
wedtug skali Huntera. Istotng czg$cia przedstawionych metod jest opisany w rozdziale II sposéb
doboru bazy testowej oraz treningowej. Aby uzyskaé jak najlepsze wyniki wykorzystano
opisang metod¢ kroswalidacji.

Istota rozdziatu III jest przedstawienie metod fraktalnych, ktére zostaly wykorzystane
w badaniach. Wyznaczenie charakterystyk fraktalnych znamion w zalozeniach powinno
pozwoli¢ na przypisanie w procesie klasyfikacji (patrz: rozdzial II) znamionom cech
wchodzacych w sktad skali Huntera. Jak wspomniano wczesniej, wyznaczenie charakterystyk
fraktalnych poszczegélnych znamion mozliwe jest na podstawie obrazu binarnego zdjgcia
warstwy znamienia, ktorej dotyczy dana cecha. W dalszej czgsci rozdzialu przedstawiono
dwie metody fraktalne: obliczenie wartoSci wymiaru pudetkowego oraz lakunarnosci. Obie
warto$ci wyliczane sg dla kazdego znamienia z osobna dla obrazu binarnego uzyskanego przy
wykorzystaniu progu ustalonego za pomoca jednej z przedstawionych w rozdziale IV metod
binaryzacji. Dzigki temu wartoSci wymiaru pudetkowego oraz lakunarnoSci wyznaczone sa
na podstawie ponad czterdziestu obrazéw binarnych, kazdy uzyskany za pomoca innej metody
binaryzacji. Kazda para wartosci wymiaru pudetkowego oraz lakunarnosci jest w dalszej czgsci
pracy okreSlana mianem charakterystyki fraktalnej znamienia.

W rozdziale IV opisano metody przetwarzania obrazéw.  Przedstawione metody
sa wykorzystywane do konwersji zdje¢ kazdej z czterech warstw w celu uzyskania obrazu
monochromatycznego. Na podstawie obrazu monochromatycznego wyznaczany jest histogram.
Znaczng czeS$C rozdziatu poswigcono metodom binaryzacji obrazéw monochromatycznych.
Na podstawie histogramu mozna wyznaczy¢ prég binaryazacji. Wyznaczone progi pozwalaja
na oddzielenie struktury znajdujacej si¢ na zdjgciu od tta. Na podstawie obrazu binarnego

mozliwe jest obliczenie wartoSci wymiaréw fraktalnych opisanych w rozdziale III. Wybdr



obrazéw binarnych do obliczenia wartoSci wymiaru fraktalnego jest uwarunkowany tym, ze
metody opisane w pracy powinny dziata¢ szybko na urzadzeniach mobilnych.

W rozdziale V opisano zastosowanie metod binaryzacji, metod fraktalnych oraz
wyniki klasyfikacji cech znamion wynikajace z zastosowania wspomnianych metod oraz
klasyfikatoréw. Istotnag czgScia rozdziatu sa wnioski ptynace z zastosowania metod binaryzacji.
Zastosowanie tylko niektorych metod binaryzacji pozwala na uzyskanie zadowalajacych
wynikéw klasyfikacji. W kolejnej czgsci rozdzialu oméwiono wyniki klasyfikacji. Znaczna
czgs$¢ poswigcona jest wynikom przypisania znamionom cech skali Huntera. Jednocze$nie
poréwnano wyniki klasyfikacji przy zastosowaniu obu przedstawionych w rozdziale II
klasyfikatoréw. W ostatniej czgSci przedstawiono wnioski potwierdzajace stawiang w pracy

teze.



1. Uzasadnienie podjecia tematu badan -

wprowadzenie do analizy znamion barwnikowych

Czerniak dotyka wszystkich ludzi bez wzglgdu na wiek, pte¢ czy kolor skory.
W statystykach widoczne sa dwa wskazniki, na ktére warto zwrdci¢ szczegdlng uwage:
wskaznik zachorowalnosci oraz wskaznik Smiertelnosci pacjentéw. Pierwszy z nich wyrazony
jest najczesciej jako liczba zdiagnozowanych przypadkéw na sto tysigcy oséb rocznie. Rzadziej
podawany jest jako catkowita liczba zachorowan w stosunku do populacji danego kraju. Drugi
wskaznik tj. Smiertelno$¢ wsrdd pacjentéw chorych na czerniaka moze by¢ podawany w trzech
formach: jako liczba przypadkéw Smiertelnych na sto tysigcy 0séb rocznie, procentowo jako
stosunek Smiertelnych przypadkéw do wszystkich przypadkéw wykrycia czerniaka rocznie lub
liczbowo w stosunku do populacji danego kraju rocznie. NajczgSciej na czerniaka zapadaja
osoby o jasnych wlosach i niebieskich oczach. Dlatego tez do krajow, gdzie czerniak stanowi
powazne zagrozenie, naleza kraje europejskie, Stany Zjednoczone oraz Australia. Osoby
o ciemnej karnacji skéry lub czarnej skoérze takze sa narazone na czerniaka, jednak wsSréd
tych oséb odsetek pacjentow dotknigtych tym nowotworem jest niewielki 1 stanowi problem
marginalny. Ze wzgledu m.in. na karnacj¢ ryzyko zachorowalnosci na czerniaka okresla

przynalezno$¢ do grupy fototypu skéry (patrz: tabela [I.1). Fototypy zostaly opisane w [45]].

Tabela 1.1: Fototypy skory cztowieka

Typ Cechy Reakcja na Swiatlo

I  Blada biala skora, liczne piegi, wlosy Zawsze ulega oparzeniom, trudno si¢ opala
blond/rude, niebieskie/zielone oczy

IT Blada skora, niebieskie/zielone oczy  Latwo ulega oparzeniom, trudno si¢ opala

III Ciemniejsza biata skora Opala si¢ po poczatkowym oparzeniu

IV Jasnobrazowa skora Oparzenia minimalne, opala si¢ tatwo

V  Brazowa skora Rzadko ulega oparzeniom, mocno si¢ opala

VI Ciemnobrazowa/czarna skora Nie ulega oparzeniom, zawsze si¢ mocno opala
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Najbardziej narazone sg osoby z fototypem I, najmniej z VI.

W Stanach Zjednoczonych w 2011 roku zanotowano roczny wzrost zachorowalnosSci
o 3,1% (wg American Cancer Society). Zgodnie z [46] w roku 2011 tylko w Stanach
Zjednoczonych zdiagnozowano czerniaka u 76250 pacjentéw. Wskaznik $§miertelnosci wynosit
tutaj w 2008 roku 8420 pacjentdw na populacje [47].

W Europie problem jest niewiele mniejszy niz w Stanach Zjednoczonych. Przyktadowo,
w Wielkiej Brytanii w 2008 roku czerniaka zdiagnozowano u okoto 11800 pacjentéw (dane
za [48]). W 2008 roku na terenie Wielkiej Brytanii na sto tysigcy oséb przypadato srednio
szesnaScie przypadkéw zdiagnozowanych czerniakéw [48]. Wielka Brytania jest jednak
w czolowce zachorowalnosci na czerniaka w Unii Europejskiej (patrz: rysunek [I.I). Na
wykresie wida¢ réznice migdzy krajami potudniowej i pétnocnej Europy. Zwiazane jest to
z dominacja okreslonych fototypéw skory w populacji. W Unii Europejskiej $miertelnos¢

z powodu czerniaka wynosi 6000 pacjentéw na populacje rocznie [49].
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Rysunek 1.1: Czgstos¢ wystgpowania czerniaka w krajach europejskich

W poréwnaniu z wcze$niej wspomnianymi krajami, w Australii problem czerniaka jest
na tyle powazny, ze instytucje rzadowe angazuja si¢ w akcje uSwiadamiajace o ryzyku zbyt
dlugiego przebywania na stoficu. Dla rdzennych mieszkancéw Australii problem czerniaka jest
marginalny, natomiast dla potomkéw emigrantéw istotny. Wynika to gléwnie z wptywu dziury
ozonowej, gdyz promieniowanie UV jest grozne dla ludzi o jasnej karnacji skory. Warto tutaj
dodac¢, ze ekspozycja na promieniowanie UV moze by¢ powodem powstania zar6wno czerniaka
jak i innych nowotworéw skory. Zgodnie z tym co podaje Australian Institute of Health and

Welfare [50], u dwéch na trzech Australijeczykéw przed siedemdziesiatym rokiem zycia zostanie
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zdiagnozowany jeden z nowotwordéw skdry. Sposréd nowo zdiagnozowanych nowotworéw
w Australii okoto 80% stanowia nowotwory skéry. Szacuje si¢, ze rocznie diagnozuje si¢ w
Australii okoto 10300 nowych przypadkéw czerniaka, a z powodu przerzutéw zwiazanych z
czerniakiem umiera tam rocznie okoto 1300 pacjentéw (za [S0]).

Niestety, wskazniki zachorowalnoSci oraz SmiertelnoSci, pomimo rozwoju technologii,
z roku na rok rosna. Wskaznik zachorowalnosci zalezy od stopnia ekspozycji na czynniki
ryzyka. Wzrost wskaznika SmiertelnoSci wynika przede wszystkim z tego, ze pacjenci
trafiaja na lecznie w zaawansowanym stadium choroby, co zalazy w duzej mierze od
stopnia SwiadomosSci pacjentéw, ktérzy zbyt péZno zglaszaja si¢ do lekarza. Istotny wptyw
na $miertelno§¢ ma réwniez wiedza lekarzy pierwszego kontaktu. Ostatecznie wskaznik

Smiertelnosci wzrasta réwniez ze wzgledu na jako$¢ metod diagnostycznych.

1.1. Uzywane urzadzenia diagnostyczne

Dermatolodzy w procesie diagnostycznym wykorzystuja narzedzia do obserwacji znamion.

Im bardziej zaawansowane narzgdzia, tym wigksze prawdopodobienstwo poprawnego wykrycia
czerniaka. Najczesciej stosowanym narzgdziem do obserwacji znamion sa dermatoskopy.
Istnieje wiele rodzajow dermatoskopow ([S1} 152} 153} 154, 155, 156, 57, 158, 159, 160, 61, 162, 163]),
natomiast dermatoskopy mozna podzieli¢ na kilka gtéwnych typow:

1. dermatoskopy klasyczne,

2. wideodermatoskopy,

3. dermatoskopy mobilne,

4. dermatoskopy wykorzystujace rézne dtugosci fal Swiatla.

Dermatoskop klasyczny jest to urzadzenie zbudowane na bazie szkla powigkszajacego
wspomaganego zrédtem Swiatta. Wéréd dermatoskopéw klasycznych bardzo popularne sa te
produkowane przez firm¢ Heine. Firma ta opatentowata [64] dermatoskop klasyczny w formie
jak na zdjeciu [I.2a. Os$wietlenie wykorzystywane w tych dermatoskopach generowane jest
za pomocg diod LED lub lampy halogenowej. Dodatkowo, w przypadku dermatoskopow
klasycznych, wykorzystywany jest najczegsciej olejek imersyjny. Celem wykorzystania olejku
jest uzyskanie efektu soczewki imersyjnej, ktéra zapobiega zatlamaniu Swiatla. Pozwala
to na polepszenie skutecznosci obserwacji obrazu.  Wynalezienie dermatoskopu byto
krokiem milowym w diagnostyce choréb skéry. Pozwolito na znaczne obnizenie wskaZnika
Smiertelnosci.

Kolejny etap w rozwoju urzadzen do obserwacji znamion barwnikowych stanowig
wideodermatoskopy. Sa to relatywnie drogie urzadzenia, ktore wraz z dermatoskopem
posiadaja dotaczony komputer stacjonarny oraz czgsto réwniez drukarke. Przykladowy

wideodermatoskop pokazano na rysunku [I.2b. Lekarz dokonuje obserwacji na podstawie
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zdjecia wysSwietlonego na monitorze, a nie w sposéb bezpoSredni, jak to ma miejsce
w przypadku dermatoskopéw klasycznych. Dodatkowo urzadzenia te sa dostarczane wraz
z oprogramowaniem. Postugiwanie si¢ oprogramowaniem w celu obserwacji znamienia
daje ogromne mozliwo$ci w poréwnaniu do dermatoskopdw klasycznych. Oprogramowanie
pozwala na dokumentowanie badan, zapisywanie zdje¢ oraz danych pacjentow. Umozliwia
takze zapamigtywanie lokalizacji znamion na ciele pacjenta [65, 66]. Dzigki takiej
funkcjonalno$ci mozliwe jest dokladniejsze zbadanie znamienia i precyzyjniejsza analiza.
Pozwala przede wszystkim na obserwacj¢ znamienia w czasie, co jest szczegdlnie istotne
podczas badania pod katem czerniaka.  Dodatkowo, obstuga wideodermatoskopu jest
prostsza, poniewaz nie wymaga uzycia olejku imersyjnego, bowiem fale Swiatta wykorzystane
w wideodermatoskopach sa spolaryzowane, a to daje podobny efekt jak uzycie olejku
imersyjnego.

Wideodermatoskopy byly ogromnym osiagnigciem, poniewaz pozwalaly m.in. na
zapisywanie zdje¢ znamion. Pomimo jednak wielu innowacyjnych rozwiazan, badania za
pomoca tych urzadzen mozna bylo wykonaé jedynie stacjonarnie. Rozwigzaniem tego
problemu byto wprowadzenie dermatoskopéw mobilnych. Dermatoskopy mobilne ([67, 68,
69, [/0]) charakteryzuja si¢ przede wszystkim niewielkimi gabarytami. Przyklad takiego
urzadzenia pokazano na rysunku [[.2d. W odréznieniu od dermatoskopéw klasycznych,
wykorzystuja oSwietlenie takie jak w wideodermatoskopach. Dodatkowo dermatoskopy
mobilne mozna podtaczy¢ do standardowego cyfrowego aparatu fotograficznego, co pozwala

na wykonanie oraz zapisanie zdjgcia znamienia. Dzigki temu mozliwe bylo osiagnigcie

(a) d. klasyczny I’
i
¥

)

(d) d. mobilny (b) wideodermatoskop (e) SIAscope

Rysunek 1.2: Dermatoskopy, Zrodta: a) http://www.heine.com/, b) http://www.vidix.it/,
c) http://simsys-molemate.com/, d) oraz e) http://www.dermlite.com/cms/


http://www.heine.com/
http://www.vidix.it/
http://simsys-molemate.com/
http://www.dermlite.com/cms/

tej samej funkcjonalnoSci co w przypadku wideodermatoskopéw — przy duzo mniejszych
rozmiarach. Takie rozwiazanie nie pozwolilo na udoskonalenie procesu diagnostycznego,
natomiast pozwolilo na zastosowanie wideodermatoskopéw w terenie.

Udoskonalenie procesu diagnostycznego bylo mozliwe dopiero po wprowadzeniu tak
zwanych przystawek do dermatoskopéw mobilnych. Przystawki pozwalaja na podiaczenie do
dermatoskopu urzadzen taczacych fotografi¢ z przetwarzaniem obrazdw, takich jak telefony
komoérkowe. Przykiadem potaczenia telefonu komérkowego z dermatoskopem jest przystawka
HandyScope (http://www.handyscope.net/) lub DermLite (http://www.dermlite.com/cms/en/
products/accessories/connection-kit-5.html). ~ Na rysunku [I.2c pokazano przystawke do
telefonu iPhone 4S. Urzadzenia takie jak iPhone maja dostatecznie dobry aparat, aby
mozna bylo wykorzysta¢ zdjgcia w procesie diagnostycznym. Udoskonalenie procesu
diagnostycznego mozliwe jest dzigki rozwojowi oprogramowania, ktérego mozna uzy¢ na
telefonach komoérkowych. Wykorzystanie telefonu komérkowego ma jeszcze jedna zaletg,
pozwala rozwijaé¢ oprogramowanie do dermatoskopéw niezaleznym dostawcom. Do tej pory
powstalo kilkanascie aplikacji. WSsrdd nich sa takze takie, ktére pozwalaja na znajdywanie
cech zdjeé znamienia.

Ostatnim rodzajem dermatoskopow sa urzadzenia takie jak SIAscope [71]. Jest to
urzadzenie, ktérego cecha charakterystyczna jest tworzenie i zapisywanie zdje¢ uzyskanych
przy oswietleniu skéry $wiattem o réznych diugosciach fal. Jak wspomniano we wstepie,
zdjecia wielospektralne nazywane beda w dalszej czgsci pracy zdjgeciami wielowarstwowymi,
poniewaz pokazuja one reakcj¢ skory na fale Swiatta o innej dlugosci niz fale Swiatla
widzialnego, co daje efekt warstw skory. Na rysunku [I.3] opisano, jak powstaja zdjecia
wielowarstwowe.

SIAscope pozwala na wykonanie oraz analiz¢ znamienia na podstawie pigciu typoéw zdjeé,
ktére wykonywane sg za pomoca kilku dhugosci fal §wiatta. Swiatto ultrafioletowe pozwala na
uzyskanie zdjecia, na ktérym uwidocznione zostana skupiska melaniny. Inne substancje takie
jak hemoglobina czy kolagen absorbuja inne dhugosci fal swiatta (patrz: rys. [.4). Ostatnie
zdjecie pokazuje gleboko$¢ naciekania, ktéra jest efektem natozenia kilku zdjeé. SIAscope,
dzigki innowacyjnemu podejsSciu umozliwiajacemu pozyskanie wigkszej iloSci danych na temat
znamienia, pozwala na bardziej precyzyjna diagnoze, co powinno przetozy¢ si¢ na obnizenie
wskaznika §miertelnoSci.

Na rysunku widoczne sa cztery wykresy przedstawiajace poziom absorpcji fal Swiatta
przez komorki skory cztowieka. Czarnym kolorem oznaczono wykres absorpcji fal Swiatta
przez melaning. Wida¢ wyraZnie, ze melanina reaguje na fale Swiatla ultrafiolwego. Kolorem
niebieskim oznaczono absorpcj¢ fal Swiatla przez kolagen. Kolagen, podobnie jak melanina
reaguje na fale Swiatta ultrafioletowego. Wykresy oznaczone kolorem czerwonym oraz

zielonym oznaczaja hemoglobing utlenowang oraz odtlenowana. Wyraznie widoczne sa dwa
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Rysunek 1.3: Uwidocznione odbicie fal Swiatta oraz reakcji kolagenu, melaniny oraz
hemoglobiny na fale §wiatta o r6znej dtugosci dajace efekt warstw

wzniesienia dla fal Swiatta bliskiego ultrafioletu oraz fal §wiatla widzialnego. Istotny jest fakt,

ze hemoglobina w ogéle nie reaguja na fale §wiatta podczerwieni.

1.2. Liczbowa charakterystyka znamion

Lekarze opracowali kilka metod pozwalajacych na liczbowa charakterystyke badanych
znamion. Liczbowe charakterystyki nazywane sa przez nich skalami, wedtug ktorych mierzy si¢
czy badane znami¢ ma charakter ztoSliwy. Skale r6znig si¢ sposobem oceny, natomiast opieraja
si¢ na podobnych wyodrgbnionych cechach znamienia. Na podstawie liczbowej charakterystyki
podejmowana jest decyzja, czy dane znami¢ zakwalifikowaé jako znamig tagodne, podejrzane,
czy ztoSliwe. Z punktu widzenia klasyfikacji obrazow, liczbowa charakterystyka znamion
pozwala na zautomatyzowanie co najmniej czgSci procesu diagnostycznego. Dodatkowo,
mozliwe jest dodanie nowych cech do danej skali, jezeli cecha taka ma istotny wptyw na
poprawe skutecznos$ci diagnostyki. Liczbowe charakterystyki istniaty zanim stworzono takie
urzadzenia jak wideodermatoskopy czy SIAscope. Ich rozwdj widoczny jest na przestrzeni
ostatnich dwudziestu lat. W dalszej czeSci rozdzialu przedstawiono najczeSciej stosowane

skale.
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Rysunek 1.4: Wykres poziomu absorpcji fal §wiatta przez komoérki skéry cztowieka. Dalsze
objasnienia w teksScie

Skala ABCD

W przypadku czerniaka lekarze postuguja si¢ najczesSciej skala ABCD. Zostala ona
zaproponowana i opisana w [72]. W wyniku jej zastosowania mozliwe jest obliczenie
wskaznika TDS (ang. Total Dermatoscopy Score), ktéry okresla, czy znami¢ ma cechy

wskazujace na czerniaka, czy nie. Wskaznik ten mozna obliczy¢ za pomoca wzoru:
TDS=A%1,3+Bx*x0,1+Cx%0,54+D=x0,5 (1.1)

Zmienne we wzorze okreslaja odpowiednio:

— A (ang. assymetry) — asymetria znamienia,

— B (ang. border) — r6wnomierny/nieréwnomierny brzeg znamienia,

— C (ang. colour) — liczba wystepujacych koloréw,

— D (ang. differential structure) — liczba struktur réznicujacych dla czerniaka.
Kazda zmienna moze przyjaé ré6zne wartosSci w zaleznosci od badanego znamienia. Przedziaty
zmiennosci podano w drugiej kolumnie tabeli[T.2]

Z asymetria (A) mamy do czynienia w zakresie konturu, koloru oraz struktury. Nalezy

przyznac¢ jeden punkt dla kazdej asymetrii, ale nie wigcej niz dwa. Brzegi (B) liczy si¢ dzielac
znamig¢ liniami: pionowa, poziomg oraz dwiema liniami pod katem 45° w taki sposéb, aby

punkt przecigcia linii byt Srodkiem znamienia. Dzigki temu powstanie osiem segmentow.
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Tabela 1.2: Skala ABCD

Cecha Wartosci Mnoznik Wynik

Asymetria 0-2 1,3 0,0-2,6
Brzeg 0-8 0,1 0,0-0,8
Kolory 1-6 0,5 0,5-3,0
Wzorce 1-5 0,5 0,5-2,5

W kazdym segmencie nalezy sprawdzié, czy brzegi nie sa postrzgpione. Za kazdy brzeg
znamienia w segmencie, ktéry nie jest rowny/tagodny nalezy doda¢ jeden punkt. Kolor (C)
jest najtatwiejszy do wykrycia. Nalezy przyznaé jeden punkt za kazdy z ponizszych koloréw

widocznych na obrazie znamienia:

— cielisty (kolor identyczny jak otaczajacej skory),

— czarny,

— ciemnobrazowy,

— jasnobrazowy,

— czerwony,

— niebieski.
Ostatnig sktadowa sa struktury réznicujace (D). Istnieje kilka okreSlen oraz tlumaczen
okreslajacych struktury réznicujace. W literaturze spotyka si¢ thumaczenie tego pojecia jako
wzorce (ang. patterns) lub cechy (ang. features). Istnieje takze tlumaczenie moéwiace
wprost, ze sa to cechy charakteryzujace czerniaka. Struktury réznicujace to zbiér cech, ktére
charakteryzuja czerniaka. Sa one zwiazane z tekstura widoczna na obrazie. Takich cech jest
wiele [73], natomiast skala ABCD okresla jasno pig¢ punktowanych cech:

— siatka barwnikowa (ang. pigment network),

— przestrzen niestrukturalna (ang. structureless areas),

— kropki (ang. dots),

— globulki (ang. aggregated globules),

— smugi (ang. branched streaks).
Podobnie jak powyzej, dla kazdej wykrytej cechy nalezy przyznaé jeden punkt. Poza
strukturami wymienionymi powyzej, istnieje wiele innych. Wiele z nich zostato opisanych
w [74L175].

Mozna tatwo zauwazyé, ze najmniej istotnag zmienng sa brzegi znamienia, natomiast

najistotniejsza asymetria. Wystarczy, ze znami¢ jest asymetryczne, posiada dwie cechy

18



Rysunek 1.5: Znami¢ wykazuje cechy charakterystyczne dla czerniaka takie jak: kilka
koloréw, brak symetrii, wielko$¢ powyzej 6 mm — Zrédto: baza dostarczona przez Face and
Body Institute

charakterystyczne dla czerniaka oraz trzy kolory — i juz mozna je uznaé za znamig¢ podejrzane.
Warto$¢ wskaznika TDS ponizej 4,76 sugeruje znamig¢ tagodne. Powyzej wartos$ci 5,45 oznacza
wysokie prawdopodobiefistwo znamienia o charakterze ztosliwym. Znamiona, ktérych wartosci
TDS znajduja si¢ w przedziale migdzy 4,76 a 5,45, uznawane sa za znamiona podejrzane
1 zaleca si¢ zabieg chirurgiczny lub obserwacje.

Dla przyktadu, na rysunku[I.5| pokazane jest znamig, ktére w skali ABCD uzyskato wartos¢
TDS réwna 4,8. Znamig¢ nie jest symetryczne wzglgdem osi pionowej oraz poziomej. Ma
nieregularny brzeg w co najmniej dwéch miejscach oraz cztery kolory. Na zdjeciu widoczna
jest tez co najmniej jedna struktura réznicujaca.

W literaturze istnieja takze modyfikacje skali ABCD. Jedna z nich jest skala, gdzie D (ang.
diameter) odpowiada za wielkoS¢ znamienia. Oznacza to, ze D jest tym wigksze, im wigksze
jest znamig. Warto zwrdcié uwage na to, ze charakterystyczng granica dla czerniaka sa
znamiona wigksze niz 6 mm. Istnieje takze modyfikacja ABCDE, gdzie do standardowej skali
dodana jest kolejna zmienna E (ang. evolution) [[76]. W przypadku E nie ma mozliwosci
przypisania konkretnej wartosci, poniewaz zmienna ta méwi o zmianach znamienia w czasie.
Wymaga to od lekarza dysponowania zdjgciami znamienia wykonanymi w odstgpie czasowym.
To wiaze si¢ z koniecznoScia posiadania odpowiedniego oprogramowania oraz dermatoskopu.

W wigkszosci przypadkéw zmiana znamienia w czasie oznacza znami¢ podejrzane i jest ono
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czgsto usuwane chirurgicznie.

Skala Huntera

SIAscope jest urzadzeniem, ktére jako pierwsze odniosto komercyjny sukces w diagnostyce
czerniaka jako dermatoskop wykorzystujacy rézne dtugosci fal §wiatta. Do tego urzadzenia
dotaczone zostalo oprogramowanie MoleMate. Zalozenie tego zestawu jest takie, ze
oprogramowanie powinno pozwalaé na obstuge i wstgpna diagnostyke znamienia przez osoby
nie bedace dermatologami. Wykorzystuje ono tak zwana skalg¢ Huntera [77] do diagnostyki.
MoleMate pozwala w sposéb pétautomatyczny na postawienie wstepnej diagnozy zadajac
badajacemu kilka prostych pytan. Jako odpowiedZz oczekuje jedynie stwierdzen ,tak” lub
,»hie”, co bardzo upraszcza proces diagnostyczny. Dodatkowo do kazdego pytania dotaczone sa
przyktadowe zdjgcia znamion posiadajacych ceche, ktérej dotyczy pytanie. Skala ta daje wynik
w zakresie od zera do trzynastu punktéw, a punkty liczone sa za kazde pytanie po jednym,
za wyjatkiem ostatniego pytania, gdzie mozna przyzna¢ do szeSciu punktow. Pytania na ktére

nalezy odpowiedziec to:

— czy na zdjgciu widoczne sa jasne kropki? — pytanie dotyczy zdjecia o rozdzielczoSci
672x672 pikseli, ktére ukazuje absorpcje fal Swiatla przez kolagen (patrz: rysunek
[L.6k),

— czy na zdjeciu widoczne sa zwoje? — pytanie dotyczy zdjecia o rozdzielczoSci
672x672 pikseli, ktére ukazuje absorpcje fal Swiatta ultrafioletowego przez
melaning (patrz: rysunek [I.6p),

— czy na zdjeciu widoczne s3 czerwone obszary (nagromadzenie hemoglobiny)? —
pytanie dotyczy zdjgcia o rozdzielczosci 672x672 pikseli ukazuje absorpcje fal
Swiatla przez hemoglobing (patrz: rysunek [I.6),

— czy na zdjeciu widoczne sa jaskrawe kolory? — pytanie dotyczy zdjecia
o rozdzielczosci 672x672 pikseli, ktore ukazuje glebokos¢ naciekania w glab (patrz:
rysunek [1.6d),

— czy na zdjgciu widoczne sa naczynia krwionosne? — pytanie dotyczy zdjecia
o rozdzielczoSci 672x672 pikseli, ktére ukazuje absorpcje fal Swiatla przez
hemoglobine (patrz: rysunek[I.6g),

— czy na zdjeciu widoczne sa ubytki hemoglobiny (biale obszary)? — pytanie dotyczy
zdjecia o rozdzielczoSci 672x672 pikseli, ktére ukazuje absorpcje fal Swiatla przez
hemoglobine (patrz: rysunek [I.6f),

— czy znami¢ jest wigksze niz 6 mm? - pytanie dotyczy zdjecia o rozdzielczoSci
1400x1400 pikseli, ktére ukazuje znami¢ w Swietle widzialnym; maksymalny

mozliwy rozmiar na zdjeciu to 11 mm,
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(a) Cecha: jasne kropki na warstwie kolagenu

(c) Cecha: nagromadzenie hemoglobiny (d) Cecha: znaczne naciekanie w gtab
widoczne jako czerwony plamy

(e) Cecha: widoczne pojedyncze naczynia (f) Cecha: ubytki hemoglobiny (biate plamy)
krwiono$ne (czerwone nitki)

Rysunek 1.6: Zdjgcia wykazujace pozytywne cechy wg skali Huntera — Zrédto: baza
dostarczona przez Face and Body Institute
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Tabela 1.3: Glgbokos¢ naciekania wyrazona w stopniach w skali Clarka

Stopien Glebokosé

I melanoma in situ — zmiany dotycza jedynie warstwy naskorka (ang. epidermis)
II zmiany naciekaja do wyzszej warstwy skory (ang. dermis)
I zmiany naciekaja do nizszej warstwy skory (ang. dermis)
v zmiany si¢gaja naczyn krwionosnych — warstwy siateczkowatej (ang. reticular dermis)
A" zmiany si¢gaja warstwy podskorne;j

— jaki jest wiek pacjenta?

Ostatnie pytanie, dotyczace wieku, punktowane jest od zera do szeSciu w zaleznosci od
grupy wiekowej. Statystycznie u osob starszych prawdopodobienstwo wystapienia czerniaka
jest wyzsze niz u mtodszych.

Na rysunku [[.6] widoczne sa zdjecia, dla ktérych odpowiedzi na kolejne pytania sa
pozytywne. Dla skali Huntera wynik powyzej szeSciu oznacza znami¢ podejrzane, a powyzej
dziewigciu oznacza, ze jest to najprawdopodobniej czerniak. Niniejsza praca opiera si¢ na
analizie zdj¢¢ wielowarstwowych, dlatego w dalszej czgsci pracy rozpatrywane sa jedynie cechy
skali Huntera. Ze wzgledu na brak mozliwosci analizy wieku pacjenta na podstawie zdjecia
skory, w dalszej czgSci pracy ocena znamienia wedtug skali Huntera bedzie dotyczy¢ czeSciowej

oceny znamienia. Wynika to z tego, ze ocena znamienia nie jest pelna w tym przypadku.
Skala Clarka oraz Breslowa

Obok skali ABCD istnieja réwniez dwie inne skale, ktére istnieja prawie od samego
poczatku analizy znamion barwnikowych. Skale Clarka oraz Breslowa okreslaja stopnie
naciekanie zmian w giab. W skali Breslowa [/8] istnieja cztery stopnie naciekania. Stopnie
odpowiadaja gtebokosSci naciekania wyrazonej w milimetrach. Im wyzszy stopied, tym
rokowania sg gorsze.

Skala Clarka [79] sktada si¢ z pigciu stopni i okre§la stopiefi naciekania w warstwach skory.

Podobnie jak w przypadku skali Breslowa, im wyzszy stopien tym gorsze rokowania (patrz:

tabela [I.3)).

Inne skale

Przedstawione powyzej liczbowe charakterystyki znamion pomagaja dermatologom
w podejmowaniu diagnozy. Istnieje wiele innych skal, ktére pozwalaja na polepszenie
skuteczno$ci wykrywania czerniaka przez lekarzy. Istnieja skale bardzo uproszczone jak
skala 3-punktowa [80] oraz bardziej skomplikowane jak skala CASH [81], skala Chaos-Clue
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[82]] czy skala TNM (ang. Tumor, Nodes, Metastatis) [83]. Skale takie jak 7-punktowa
[84] oraz Mensiesa [85], podobnie jak w wigkszosci przypadkéw bazuja na wzorcach
charakterystycznych dla czerniaka. Kazda nowo powstata skala umozliwia osiagnigcie
wigkszej skuteczno$ci w poréwnaniu do poprzedniej. Udowodniono w [86], ze wybodr
skali wykorzystywanej w diagnostyce czerniaka ma istotny wptyw na takie wskazniki
jak swoisto$¢ oraz czuto§¢. W niniejszej pracy opracowano cechy fraktalne znamion na
bazie zdje¢ wielospektralnych, ktére moga zosta¢ wykorzystane w diagnostyce znamion
barwnikowych. Do tej pory badania w oparciu o analiz¢ fraktalng prowadzono jedynie
na zdjeciach dermatoskopowych wykonanych za pomoca fal Swiatla widzialnego [42) 43].
Dodatkowo, w trakcie badan odkryto dwie nowe cechy, ktore okreslaja zawarto$¢ kolagenu.

Zostaty one opisane w dalszej czgsci pracy.
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2. Klasyfikacja obiektow

Omawiane zagadnienie diagnostyki medycznej jest typowym problemem klasyfikacji.
Elementom zbioru X = {x, zo, ..., z,} przypisuje si¢ elementy zbioru Y = {y1,vs, ..., Yn},
dla: = 1,...,n, gdzie n oznacza w tym przypadku liczbg obiektéw. Zbiér X nazywany jest
zbiorem wektoréw cech z;, natomiast zbiér Y nazywany jest zbiorem klas y;. Proces pozyskania
cech wchodzacych w sklad wektora cech zostal opisany w kolejnych dwdéch rozdziatach. Zbior
klas w przypadku analizy znamion barwnikowych moze przyja¢ dwie postacie. W pierwszym
przedstawionym w pracy modelu, w ktérym klasyfikujemy cechy znamion opisanych w
poprzednim rozdziale, zbior etykiet klas jest dwuelementowy. Klasa y; moze w przypadku
klasyfikacji binarnej przyja¢ wartoSci prawda lub fatsz, ktére mozna przedstawi¢ za pomoca
liczb, np. 1 lub —1. W niniejszej pracy podjeto takze probe sklasyfikowania ocen znamion
uzyskanych zgodnie ze skalg Huntera. W tym przypadku zbiér etykiet klas sktada si¢ z oSmiu
elementow.

Proces budowy klasyfikatora sktada si¢ z trzech etapéw. Pierwszym etapem jest
przygotowanie danych uczacych, czyli podzbioru treningowego. Drugi etap to przygotowanie
zbioru obiektéw, ktére nalezy sklasyfikowaé, czyli podzbioru testowego. Ostatniag czgscia jest
klasyfikacja oraz obliczenie skutecznos$ci klasyfikacji. WskazZniki te oblicza si¢ poréwnujac
otrzymany wynik z etykieta y; podzbioru testowego. Ostateczne wyniki przedstawione w
rozdziale piatym sa Srednia ze stu prob klasyfikacji kazdej cechy. Dodatkowo, podzbior
treningowy oraz testowy wybierane sa w sposob pseudolosowy. Takie podejScie pozwala na
uzyskanie wiarygodnych wynikéw.

W dalszej czgéci pracy przedstawione zostang dwie metody klasyfikujace: sieci neuronowe
[87] oraz maszyna wektorow podpierajacych [88]. Wybdr metody maszyny wektorow
podpierajacych wynika z tego, ze jest on ogdlnie znany jako solidny i dajacy w wigkszoSci
przypadkéw bardzo dobre wyniki [89]. Zgodnie z ogdlnie przyjetym podejSciem, kazdy
problem klasyfikacji nalezy rozwiaza¢ za pomoca wigcej niz jednego klasfyfikatora [90].

Przedstawione w rozdziale klasyfikatory r6znig si¢ tym w jaki sposob klasyfikuja dane,
natomiast proces klasyfikacji jest podobny i skiada si¢ ze wspomnianych wczesniej trzech
czesci. W czescei treningowej klasyfikator na wejsciu przyjmuje wektor cech. Na rysunku [2.1]
podzbidr treningowy przedstawiony jest jako elementy niebieskie oraz czerwone. Dwa kolory
reprezentuja w tym przypadku dwie rézne etykiety. Przyktadowy wektor cech z; skltada si¢ z

cech cq; oraz cy5. Proces klasyfikacji na podstawie takiego wektora cech przypisuje etykietg

25



Ci2 . Ci2

A A A A
A A A
+ A A A A A A A A A
4 X 4 e i
A A A P 0o O
A A .7 \
21 2, 2 7 o o o A
A ’ O o O O \\
O 0 1 // |‘
oo o // O O [
1
-2 m] —9 b o
O O O //
/
—4 5o o5 0O —4 ! o N
1 1 1 1 1 Ci1 1 1 1 — 1 Ci1
-4 =2 0 2 4 -4 =2 0 2 4
(a) Problem liniowo separowalny (b) Problem liniowo nieseparowalny

Rysunek 2.1: Tlustracja problemu klasyfikacji danych — niebieskie oraz czerwone elementy
posiadaja etykiete odpowiednio 1 oraz —1, natomiast zielonemu elementowi nalezy
przyporzadkowacd jedna z etykiet

dla klasy ;. Zielony element jest elementem nowym, ktéremu jeszcze nie przypisano etykiety.
Nalezy on do podzbioru testowego. Metody takie jak sieci neuronowe czy maszyna wektorow
podpierajacych pozwalaja na przypisanie takiemu elementowi etykiety. W przedstawionym
przyktadzie zielonemu elementowi w procesie klasyfikacji zostanie przypisana etykieta

niebieska lub czerwona.

2.1. Wprowadzenie do klasyfikacji obrazow

Jak wspomniano wczesniej, proces klasyfikacji polega na przypisaniu na podstawie
wektora cech, elementom ze zbioru obiektéw X element y; ze zbioru klas Y. Wiele
przypadkéw mozna sklasyfikowaé liniowo jak na rysunku [2.1p. W przypadku analizy obrazéw
znamion barwnikowych problem klasyfikacji dotyczy klasyfikacji liniowo nieseparowalne;j.
Przyktadowy przypadek problemu liniowo nieseparowalnego przedstawiono na rysunku
2.Ib. W przypadku obu przedstawionych klasyfikatoréw istotng cze$¢ stanowi funkcja
dyskryminujaca g(z). Aby lepiej przedstawic¢ sposéb dziatania klasyfikatoréw postuzymy sig
metoda minimalno-odlegto$ciowa.

Dla przyktadu przedstawionego na rysunku [2.Tp nalezy obliczy¢ Srodki klas m; oraz m.

W przedstawionym przyktadzie warto$ci te wynosza odpowiednio:

_2770 3,95

—-2,91 3,15
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Mozna teraz obliczy¢ réwnanie powierzchni decyzyjnej. Aby tego dokonaé nalezy podstawic

obliczone Srodki dla obu klas do wzoru rownania:

g(x) = 2(m1T — mg)a:t + mgmg - mipml. (2.1)

Podstawiajac m; oraz my do wzoru mamy:

T T T T

—2,70 3,95 Ce1 3,95 3,95 —2,70 —2,70
g<x> = 2 - : + . — . — O

-2,91 3,15 C2 3,15 3,15 -2,91 -2,91
Co daje ostatecznie rowananie powierzchni decyzyjnej postaci:
g(x) = —2,5¢;1 — 0,48¢5 + 9, 7669 = 0.

Powyzsze réwnanie pozwala na wyznaczenie prostej oznaczonej przerywana szarg linig na

rysunku [2.T.

Proces decyzyjny przebiega w przypadku metody minimalno-odlegtoSciowej przez
wyznaczenie funkcji dyskryminujacej kazdej z klas. W przypadku zadania dychotomii, czyli
takiego gdzie rozwazamy podzbidr uczacy sktadajacy si¢ jedynie z dwdch klas, nalezy obliczy¢

dwie postacie funkcji dyskryminujacej. Ogdélny wzoér funkcji dyskryminujacej jest postaci:
gi(z) = Qm?l’t - m?mi> (2.2)

dlai =1,...,k, gdzie k okreSla liczbg r6znych etykiet. Podstawiajac wartosci dla kazdej z klas

otrzymujemy:

_ T T
—2,70 Cr —2,70 —2,70

g1(x) =2- . — : = —5,4¢cy — 5,82¢0 — 15,7581,
—-2,91 Cio —-2,91 —-2,91
- T T
3,95 cn 3,95 3,95

gg(l‘) =2 . — . = 7, 96t1 + 6, 3Ct2 — 25, 525.
3,15 Cto 3,15 3,15
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Rysunek 2.2: Idea obliczenia wektora wag z wykorzystaniem radialnej funkcji bazowej, dla
01 < 09, gdzie o, oznaczono kolorem czerwonym oraz o, oznaczono kolorem niebieskim

Nalezy teraz rozwazy¢ element oznaczony na rysunku [2.Ta kolorem zielonym. Po

podstawieniu z; = (2, 2) otrzyjmujemy wartosci funkcji dyskryminujacej dla obu klas:

g1(z) = —38,1681,
g2(x) = 2,875

Wartos$¢ go(z) jest wigksza od ¢;(x), co pozwala na przypisanie elementowi z; etykiety 1.
Element x, zostaje sklasyfikowany jako element niebieski (patrz: rysunek [2.Tp) w przestrzeni
decyzyjne;j.

W przypadku analizy obrazéw znamion barwnikowych, przedstawiony powyzej przyktad
prostej klasyfikacji problemu liniowo separowalnego, nie ma zastosowania ze wzgledu na zbyt
niska skuteczno$¢ takiego podejscia. Analiza cech znamion barwnikowych jest problemem
klasyfikacji liniowo nieseparowalnej. W przypadku sieci neuronowych oraz metody maszyny
wektoréw podpierajacych istotng czgscia, ktéra wplywa na klasyfikacj¢ nieliniowa, jest funkcja
jadra. W badaniach wykorzystano kilka typéw funkcji jadra. Najlepsze wyniki osiagnigto za
pomocg radialnej funkcji jadra. Na rysunku objasniono ide¢ radialnej funkcji jadra [91].
Zmienna o okreSla szeroko$¢ oraz jednoczesnie wysokosS¢ kapelusza funkcji gaussowskiej.
Parametr ten jest nazywany parametrem gtadkosci (ang. smoothness). Przedstawiona na

rysunku [2.2]funkcja radialna jest postaci:

mi = 2|
202

K(x;,x,0) = exp( ) = ¢(x;) () (2.3)
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Rysunek 2.3: Ilustracja przeniesienia problemu klasyfikacji liniowo nieseparowalnego w >
do przestrzeni R* za pomoca funkcji jadra K : R¢ x R? — RP,dlad < D, gdzie R” oznacza
przestrzen wtérna. Wypelnione elementy sa w tym przyktadzie wektorami podpierajacymi

gdzie o przyjmuje warto$¢ jak opisano na rysunku[2.2] Warto dodac, ze istotne jest odpowiednie
dobranie wartosci o, ktéra ma istotny wptyw na skutecznos¢ klasyfikacji. Im wigksza warto§¢
o tym lepsze dopasowanie do modelu danych. Nalezy jednak uwazaé na zbyt duza wartos¢

zmiennej o, poniewaz ma istotny wptyw na przeuczenie metody.

2.2. Wykorzystanie klasyfikatora C-SVM

Podstawowa metoda wykorzystang w pracy do klasyfikacji jest metoda maszyny wektoréw
podpierajacych (ang. Support Vector Machine). Wykazano w poprzednich badaniach [92],
[93]] oraz [94], ze metoda SVM nadaje si¢ do klasyfikacji znamion barwnikowych. Celem
klasyfikatora SVM jest wyznaczenie granicy pomi¢dzy elementami danych klas w przestrzeni
decyzyjnej (patrz: rysunek [2.3). Powierzchnia decyzyjna rozgraniczjaca dwie klasy nazywa
si¢ hiperptaszczyzna. Hiperplaszczyzne, dla ktérej marginesy sa najwigksze, nazywamy
optymalna hiperptaszczyzng rozdzielajaca OSH (ang. optimal separating hyperplane) [93]].
Im szerszy margines ﬁ (przyktad jako dwie szare linie ciagle przedstawione na rysunku [2.3)),
tym mniejsze ryzyko przeuczenia. Dla uproszczenia rozwazmy najpierw przypadek liniowo

separowalny. Wyznaczenie OSH mozliwe jest za pomocg funkcji rozdzielajacej postaci:

g(z) = w'z + wy, 2.4)
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gdzie przez w oznaczony zostal wektor wag. W przypadku problemu liniowo separowalnego

warto$¢ wektora wag mozna wyznaczy¢ za pomoca Wzoru:

Ns
w = Z QitiT;. (2.5)
=1

Warto§¢ Ns okresla liczbe wektorow podpierajacych. Wektory podpierajace x; to te, dla
ktérych wartosé «; jest wigksza od 0. W powyzszym wzorze t; okreSla warto$¢ klasy, czyli
w przypadku zadania dychotomii ¢; moze przyja¢ np. wartosci 1 lub —1, w zaleznoSci od

przynaleznosci do klasy. Mnozniki «; mozna obliczy¢ maksymalizujac funkcje celu:

N

N N
LD(OZ) = Z o; — % Z Z OéiOéjtith]ZTIj, (26)
=1

i=1 j=1

wzgledem o = {;}Y,. Nalezy takze przyja¢ ograniczenia:

N
0<a; <0 Y ait; =0, 2.7)

=1

dlaz=1,..., N. Funkcja celu przyjmuje postac:

N

J(w,wp, &) = %wT-w+C’;§i (2.8)
Zmienna &; nazywana jest w literaturze zmienng rozluZniajaca lub zmienng ostabiajaca (ang.
slack variable) [93)]. Dla kazdego obiektu z podzbioru uczacego przypada jedna zmienna
rozluzniajaca. Okresla ona, po ktorej stronie dany obiekt si¢ znajduje. Dla &; > 1 element
znajduje si¢ po zlej stronie. Dla 0 < & < 1 elementy znajduja si¢ po dobrej stronie
hiperptaszczyzny w obrgbie marginesu. Zmienna C' w obu powyzszych wzorach reprezentuje
parametr regularyzacyjny. Im wigksza warto$¢ C', tym wigksza ztozonos$¢ obliczeniowa, ale
jednoczesnie lepsze dopasowanie.

W przypadku metody C-SVM warto takze dodac, ze istotna jej czeScia jest regula
minimalizacji btgdu kwadratowego. Reguta ta pozwala na osiagnigcie odpowiedniego
kompromisu migdzy iloScia poprawnie i niepoprawnie sklasyfikowanych przypadkéw.

Dla przypadkéw liniowo nieseparowalnych nalezy wprowadzi¢ do przedstawionych

wczesniej zalozen radialng funkcje jadra. Wektor wag mozna obliczy¢ w nastgpujacy sposéb:

Ns
w=Y " aitip(z;) (2.9)
=1
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Funkcja rozdzielajaca przyjmuje postac:
g(z) = wh(z) + wy = Z it K (5, ) + wo, (2.10)

gdzie wy mozna obliczy¢ w nastgpujacy sposéb:

Ns

wo = Zt o K (24, 7)) (2.11)

Nalezy jeszcze zmaksymalizowaé funkcje celu:

Zaz—%ZZaajtt K(z, ;). (2.12)

i=1 j=1

Ograniczenia sa takie same jak w przypadku problemu liniowo separowalnego.

2.3. Wykorzystanie jednokierunkowych sieci neuronowych do klasyfikacji

obrazow

Z informatycznego punktu widzenia sieci neuronowe [96] mozna przedstawic¢ jako graf
z okreSlonymi weztami oraz krawedziami. Graf ten jest grafem skierowanym, czyli takim gdzie
krawedzie taczace wezty grafu sa jednokierunkowe. Istnieja inne typy sieci, na przyktad sieci
rekurencyjne, gdzie wezty potaczone sa w obu kierunkach. W niniejszej pracy do klasyfikacji
wykorzystano sieci jednokierunkowe z radialna funkcja jadra. Przykladowa sie¢ neuronowa
przedstawiona zostata na rysunku [2.4]

W przypadku jednokierunkowych sieci neuronowych (ang. feed forward) proces uczenia
odbywa si¢ w trzech warstwach (patrz: rysunek [2.4). Zmienne c;; to cechy wektora cech, czyli
x; = (¢, ..., ¢y ), gdzie j okresla liczbe cech w wektorze. Na rysunku przedstawiono
przyktad z czterema cechami. Kazda cecha trafia najpierw do neuronéw warstwy wejsciowej.
Warstwa wejsciowa ma za zadanie wprowadzenie danych wejsciowych do sieci.

Najistotniejsza czescia jest warstwa ukryta. Na rysunku pokazano cztery neurony
w tej warstwie. Warto zwrdci¢ uwage na to, ze na rysunku przedstawiono jedynie jedna
warstwe ukryta. Istnieja rOwniez sieci neuronowe z wieloma warstwami ukrytymi. Na
rysunku przedstawiono przykladowa liczb¢ neuronéw w warstwie ukrytej. Nalezy zwrécié
uwage na to, ze liczba neuronéw warstwy ukrytej powinna by¢ tak dobrana, aby zapobiec
efektowi przeuczenia. Problem przeuczenia objawia si¢ tym, ze klasyfikator nadmiernie czgsto
przypisuje elementom tylko jedna etykiete, przez co skutecznos$¢ klasyfikatora spada. Wynika

to z tego, ze klasyfikator traci zdolnos$¢ uogolniania na skutego doktadnego dopasowania do
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Warstwa Warstwa Warstwa
wejsciowa ukryta wyjSciowa

Ci2

Ci3

Ci4

Rysunek 2.4: Tlustracja przedstawiajaca zasadg¢ dzialania sieci neuronowych

danych uczacych. Wplyw na to moze mie¢ zbyt duza liczba neuronéw. W warstwie ukrytej
obliczana jest warto$¢ funkcji jadra K(z;,z;,0). Funkcja jadra ma bezposredni wptyw na
ustalenie warto$ci wagi w;.

Trzecia warstwa jest warstwa wyjSciowa. Na wejsSciu przyjmuje warto$ci wag oraz wynik
opisanej wczesniej funkcji jadra. Widoczne na rysunku [2.4] wagi w; obliczane sa na etapie

uczenia. Na podstawie otrzymanych na wejsciu danych obliczana jest wartos¢ funkcji F'(x).
F(z) =Y w;K;(z;,x,0) (2.13)
j=1

W duzym uproszczeniu — proces uczenia si¢ sieci neuronowych polega na ustaleniu wartosci
wag w; oraz aproksymacji w taki sposéb, aby znalez¢ funkcje F'(z), ktéra przypisze dla
danego wektora cech z; etykiet¢ zgodna z etykieta y; podzbioru uczacego. W procesie
klasyfikacji podzbioru testowego funkcja F'(x) powinna zwraca¢ poprawna etykiete dla danego
wektora cech. Wyraza ona sume wszystkich iloczynéw wagi kazdego neuronu oraz funkcji
jadra. Skuteczno$¢ klasyfikatora mierzymy przez poréwnanie wartosci F'(x) z y; podzbioru

testowego.

2.4. Wykorzystanie klasyfikatoré6w w analizie znamion barwnikowych

Przedstawione w niniejszym rozdziale metody klasyfikacji danych zostaly na podstawie
liczbowej reprezentacji zdjg¢ znamion (opisanej w rozdziatach III oraz IV). Opisany w tym
rozdziale wektor cech sktada si¢ z cech z; = (cyy,... ,cij) gdzie j oznacza liczbe cech
w wektorze cech. W pracy kazda cecha c;; reprezentowana jest przez liczbe wyznaczang
dzigki zastosowaniu metod fraktalnych opisanych w kolejnym rozdziale. Tak jak wspomniano

na poczatku rozdziatu, etykiety klas moga przyja¢ w przypadku klasyfikacji binarnej wartosci
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—1 1lub 1. Etykiety w analizie znamion wyznaczane sa na podstawie otrzymanych wynikéw z
MoleMate. Aby uzyskaé lepsze wyniki, sprawdzono kilka wielkoSci podzbioru treningowego
oraz testowego. Jest to ogdlnie przyjeta praktyka [90]. Dane do obu podzbioréw wybrano
w sposéb pseudolosowy. WielkoSci rozpatrywanych podzbioréw treningowych wynosza
odpowiednio 10%, 50%, 60%, 70% oraz 80% caloSci zbioru obiektow. Podzbiory testowe
rozpatrywane sa w wielkosci odpowiednio 90%, 50%, 40%, 30% oraz 20%. Taki podziat
podzbioréw treningowego oraz testowego zastosowano dla sieci neuronowych oraz metody
maszyny wektoréw podpierajacych. Takie podejsScie podzialu nazywane jest w literaturze
metoda 7 lub metoda rotacyjna [90]. Dodatkowo, istotng czgScig klasyfikacji jest uzyskanie
najlepszych wynikéw przy minimalnym btedzie. Istnieja metody statystyczne, ktére pozwalaja
na minimalizacj¢ btedu, na przyktad metoda walidacji krzyzowej (ang. cross-validation). Jest
to metoda, ktéra pozwala na dobranie takich wartosci C' oraz o, dla ktérych wyniki sa najlepsze,

a blad najmniejszy.
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3. Metody analizy fraktalnej

W rozdziale I opisano jakimi metodami postuguja si¢ lekarze w procesie diagnostycznym.
Wyznacznikiem tego, czy dane znamig¢ jest czerniakiem, czy nie, jest jego ocena wedtug
wybranej skali. Ocena znamienia sktada si¢ z sumy ocen poszczegdlnych cech danej skali.
Uwzglednione w skalach cechy znamienia zwiagzane sa gléwnie z jego nieregularnoscia, przede
wszystkim co do ksztattu oraz tekstury. Prawie wszystkie cechy okreslaja nieregularno$¢
na zdjeciach wykonanych za pomoca fal Swiatla widzialnego. Wynika to przede wszystkim
z dostgpnosci urzadzen diagnostycznych. Istnieja jednak takie cechy, ktére sa trudne do
wychwycenia przez czlowieka. Metody fraktalne wydaja si¢ by¢ odpowiednim narzedziem
do zmierzenia nieregularno$ci, nie tylko znanych juz cech znamienia. Dzigki takim metodom
fraktalnym jak wymiar pudetkowy mozliwe jest opisanie liczbowe struktur geometrycznych.
Pozwala to na sklasyfikowanie znamienia i przypisanie mu cech opisanych w rozdziale I.

Opisane w dalszej czgSci rozdzialu metody obliczania warto$ci wymiaru pudetkowego oraz
lakunarno$¢ pozwola na uzyskanie dwéch wartosci. W duzym uproszczeniu mozna napisac,
ze obliczenie warto$ci wymiaru pudetkowego pozwala na okreSlenie stopnia nieregularnosci
struktur geometrycznych widocznych na obrazie. Warto$S¢ lakunarnosci okreSla stopien
podziurawienia obrazu. Ma to zastosowanie w przypadku cech, ktére sktadaja si¢ z wielu
mniejszych struktur geometrycznych na obrazie. Przyktadem moze by¢ cecha skali Huntera
mowigca o wystegpowaniu jasnych kropek na obrazie kolagenu. Kolejne cztery podrozdziaty

szczeg6lowo opisujg algorytmy obliczania wartoSci wspomnianych wymiarow.

3.1. Wprowadzenie do fraktali

Aby méc wyjasni¢, czym sa fraktale, nalezy najpierw wprowadzi¢ pojecie wymiaru
fraktalnego oraz wymiaru Hausdorffa. Jest to mozliwe po wprowadzeniu kilku elementarnych
poje¢ matematycznych.

Metrykq, ilorazem skalarnym lub formq metrycznq (patrz: [97], s. 243 lub [98]], s. 201)
w zbiorze X jest funkcja d : X x X — R, taka ,ze dla dowolnych z,y, 2 € X spelnione sa

warunki:

1. d(z,y) = 0, wtedy i tylko wtedy, gdy = = v,

2. d(x,y) = d(y, ),
3. d(z,y) +d(y, z) > d(z, 2).
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Metryka euklidesowa (patrz: [99], s. 44) jest funkcja d(z,y) w przestrzeni euklidesowej

R™. Dla punktéw z i y w przestrzeni R" metryke¢ euklidesowa definiujemy jako:

(3.1)

Przestrzeni metryczna (patrz: [100], s. 25) jest para (X, p), gdzie X jest zbiorem, a p jest
odwzorowaniem
p: XxX > R, (3.2)

zwanym metryka lub odlegtoscia.
Dla dwéch zbioréw A = {ay,...,a,} oraz B = {by, ..., b,} istnieje odlegtos¢ Hausdorffa
[101]] migdzy zbiorami A i B wyrazona jako funkcja H (A, B):

H(A, B) = max(h(A, B), h(B, A)), (3.3)

gdzie
h(A, B) = maz,c aminycplla — b||. (3.4)

Miarg (patrz: [99], s. 59) nazywamy funkcje p(F) operujaca na dowolnym zbiorze X. Dla
kazdego £ C X przyjmujemy pu(E) = oo, gdy E jest zbiorem nieskoriczonym; jezeli E' jest
zbiorem skonczonym, to za p(E) przyjmujemy liczbg elementéw zbioru E.

S-wymiarowq miarq Hausdorffa (patrz: [102], s. 292) nazywana jest granica h*(F'), czyli
h*(F) = lim.,oh3(F). e oznacza Srednicg obiektow w zbiorze F' — dowolnym zbiorze
w przestrzeni metrycznej X, a h:(F') oznacza miar¢ Hausdorffa dla obiektow o Srednicy ¢.

Niech F' bedzie podzbiorem przestrzeni metrycznej. Wymiar topologiczny Dy,,(F') (patrz:
[103], s. 60, 61) definiuje si¢ w sposéb indukcyjny:

1. Doy = —1 wtedy i tylko wtedy, gdy /' jest zbiorem pustym;
2. Dy, = n wtedy i tylko wtedy, gdy dla kazdego = € F' i dla kazdego otoczenia U, punktu =
istnieje niepusty otwarty zbior V/, taki ze:

a) x eV CU,,

b) Dy, (6V N F) <n—1, gdzie §V N F jest przecigciem zbioru F z brzegiem zbioru V/,

¢) liczba n jest najmniejsza liczba naturalna, dla ktérej zachodzi nierdwnos¢ b).

Na podstawie powyzszego mozna wywnioskowaé, ze dla przypadku przestrzeni
jednowymiarowej wartoS¢ wymiaru topologicznego wynosi Zzero. Dla przestrzeni

dwuwymiarowej warto§¢ wymiaru topologicznego wynosi jeden.
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Wymiar Hausdorffa (patrz: [102], s. 293) definiuje liczbe Dy dla ktore;j:

oo dlas < Dy(F)
W (F) = (3.5)

0 dlas> Dy(F)

Zalozeniem jest istnienie zbioru F, ktory jest podzbiorem n-wymiarowej przestrzeni

euklidesowej. Za [[104] wymiarem Hausdorffa zbioru F' nazywamy liczbe Dy,
Dy (F) = inf{s|h*(F) = 0} = sup{s|h®(A) = co}. (3.6)

Niestety obliczenie kresow: goérnego oraz dolnego, jest niemozliwe w sposéb numeryczny.
Istnieja jednak sposoby na obliczenie przyblizonej wartosci wymiaru Hausdorffa, takie jak
wymiar samopodobienstw, wymiar pudetkowy czy wymiar pojemnosciowy.

Wymiar samopodobieristw (patrz: [102]], s. 278) jest jednym z najprostszych sposobow
uzyskania przyblizonej wartoSci wymiaru Hausdorffa. Wymiar sampodobienstw mozna
zdefiniowaé wzorem:

D, = M, (3.7)
log=
gdzie ¢ oznacza Srednice obiektéw pokrywajacych obiekt, a N (F') minimalna liczbg obiektéw

pokrywajacych wymaganych do pokrycia struktry geometrycznej. Wynika to z zaleznoSci:
L p,
Ne(F) = (0)7™. (3.8)

Zaktadamy, ze dla figur pokrywajacych o wielkosci ¢ istnieje liczba N.(F), ktéra wyraza
minimalna liczbe figur potrzebnych do pokrycia struktury F. Wtedy dla matych wartosci

zachodzi w przyblizeniu proporcjonalnos¢:

N(F) ~ (2)° (3.9)
Liczba d okresla wymiar obiektu. Warto§¢ wymiaru jest tym doktadniejsza, im ¢ jest mniejsze.
Wymiar pojemnosciowy (patrz: [103], s. 54) pozwala na obliczenie warto$ci wymiaru

fraktalnego dla matych e:
iy P09 NE(F)
= lim ———=

D
e—0 log(%)

(3.10)

poj.

W literaturze wymiar pojemnos$ciowy nazywany jest tez wymiarem Kotmogorowa.

Pojecie fraktala odnosi si¢ przede wszystkim do obiektow geometrycznych (przyktady:
[105, 106, [107]). Zostalo wprowadzone przez Benoita Mandelbrota na poczatku XX wieku
[108]. Zdefiniowat on fraktale jako obiekty, ktére posiadaja trzy cechy:
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(a) Dlugos¢ krawedzi e (b) Dtugos¢ krawedzi (c) Dlugosé krawedzi

£ =
2 4

Rysunek 3.1: Idea obliczania wartosci wymiaru pudetkowego przez zliczanie pudetek
o r6znych dtugos¢ krawedzi

— okreSlone sa zaleznoscia rekurencyjna,

— sg obiektami samopodobnymi,

— wymiar nie jest liczba catkowita.

Na potrzeby tej pracy fraktalem (za [103], s. 61) nazywamy zbi6r, ktérego wymiar topologiczny
jest rozny (mniejszy) od wymiaru Hausdorffa. Numeryczne obliczenie wspomnianego powyzej
wymiaru Hausdorffa nie jest mozliwe, stad konieczno$¢ obliczenia jego przyblizonej wartosci
wymiaru Hausdorffa. Jedna z popularnych metod obliczenia wartosci przyblizonej jest

obliczenie warto$ci wymiaru pudetkowego.

3.2. Wymiar pudetkowy

Jak wspomniano we wprowadzeniu do rozdziatu, obliczenie warto§ci wymiaru
pudetkowego (patrz: [102], s. 287) pozwala na okreSlenie nieregularnosci struktry
geometrycznej znajdujacej si¢ na obrazie. Wymiar pudelekowy w literaturze spotykany
jest takze pod nazwa wymiaru Minkowskiego [109] lub wymiaru Minkowskiego-Bouliganda.
Wspomniany wczesniej wymiar Kotmogorowa [109] jest szczegdlnym przypadkiem wymiaru
pudetkowego. Warto$¢ wymiaru pudetkowego obrazu obliczana jest na podstawie obserwacji
pokrycia struktury geometrycznej w stosunku do dtugosci krawedzi tak zwanych pudelek.
Rysunek[3.1]przedstawia przyktad pokrycia tego samego znamienia za pomoca pudetek o réznej
dtugosci krawedzi pudelek . Istota wykorzystania wielu wielkosci pudelek jest uzyskanie
warto$ci wymiaru fraktalnego danej figury minimalizujac biad statystyczny. Im mniejsze
pudetka, tym wynik z zalozenia powinien by¢ doktadniejszy, liczba pudetek wigksza, a czas
obliczenia dtuzszy. Relacje wielkoSci pudetek do minimalnej liczby figur (np. szeScianéw)

potrzebnych do pokrycia obiektu przedstawia rysunek 3.2}
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Aby moc obliczy¢ warto§¢ wymiaru pudetkowego nalezy obliczy¢ najpierw wartoSci
wymiaru dla kazdej dtugosci krawedzi pudetka. Wartos¢ tg oblicza sig w taki sam sposéb jak
wymiar samopodobienstw:

_logN(F)

D, = (3.11)

log%
Wartos$ciag wymiaru pudetkowego jest nachylenie lini prostej uzyskanej na podstawie wartosci
dla poszczegdlnych dlugosci krawedzi pudetka. Nachylenie prostej przedstawione jest na
rysunku [3.2] Jak wida¢ na wykresie [3.2] linia nie przechodzi idealnie przez wszystkie punkty.

Jest wyznaczana na podstawie regresji liniowe;j:

nY_ logelogN(F) — > loge Y logN(F)
n ) (loge)* — (- loge)?

We wzorze n odpowiada za liczbg niebieskich punktéw — liczbg wykorzystanych dlugosci

D, = (3.12)

krawedzi pudetek. Dla prostej wyznaczonej jak na rysunku [3.2) mozliwe jest obliczenie takich
statystyk, jak btad standardowy oraz korelacje. Btad standardowy mozna obliczy¢ na podstawie

WZzZOoru:

9E - \/ZlogN(F)2 — bZlogyiVEZ;) — D, > logelogN (F) (3.13)

b > logN(F) — D,logelogN (F)

n

(3.14)

Blad standardowy okreSla, jak bardzo wiarygodna jest obliczona warto$¢. Im mniejszy, tym
wigksza doktadno$¢ wyniku. W przeprowadzonych badaniach $redni btad jest na poziomie
okoto 3%. Jest to bardzo maty blad, a co za tym idzie, wyniki sa wiarygodne. Warto jednak

zwréceié uwage na to, ze im dluzsze krawedzie pudetka, tym btad jest wigkszy. Z tego powodu

L
128°

mozna wyciagnac wniosek co do zasadno$ci uzycia tej metody. Obliczenie wartoSci wymiaru

zrezygnowano z pudelek o dtuzszych krawedziach niz Na podstawie biedu statystycznego
pudetkowego pozwala na wybranie tej wartoSci wymiaru, dla ktérej blad statystyczny jest
najmniejszy przez dobdr pudetek o réznych dlugosciach krawedzi.

Drugim wskaznikiem Swiadczacym o jakoSci otrzymanych wynikow jest korelacja wartosci

do otrzymane;j lini. Mozna ja obliczy¢ za pomoca wzoru:

r?— ( (nY_logelogN(F) — > loge Y logN (F))

)2 (3.15)
V(132 5% — (3 loge)?)(n Y- logN (F)? — (30 logN (F))?)

O dobrym dopasowaniu §wiadczy warto$¢ r2 bliska 1. Warto§é ponizej 0,7 $wiadczy o stabym
dopasowaniu, a co za tym idzie, o niskiej jakoSci otrzymanych wynikéw. Wartosci pomigdzy
0,7 a 0,9 Swiadcza o silnej korelacji, natomiast o wysokiej jakosci otrzymanych wynikéw moze

Swiadczy¢ warto$¢ korelacji powyzej 0,9. W badaniach korelacja w najgorszym przypadku
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(b) Funkcja postaci y = ax + b oznaczona zielonym kolorem oraz poszcegdlne
wartosci czastkowe dla ré6znych dlugosci krawedzi pudetka

Rysunek 3.2: Ilustracja obliczania wartos$ci wymiaru pudetkowego na przyktadzie analizy
obrazu binarnego przedstawiajacego cechg jasnych kropek

jest na poziomie 0,95, natomiast dla wigkszosci przypadkéw wartoS¢ korelacji wynosi powyzej
0,98.

3.3. Lakunarnos¢

Lakunarnosé (ang. lacunarity) w duzym uproszczeniu mierzy podziurawienie obrazu [110].
Przez podziurawienie nalezy rozumie¢ jasniejszy obszar na obrazie otoczony ciemnniejszymi
obszarami wokét. Podobnie jak w przypadku obliczania wymiaru pudetkowego, obraz takze
dzielony jest na tak zwane pudetka. Warto$¢ lakunarnosci sktada si¢ z czastowych wartosci
lakunarnosci. W duzym uproszczeniu mozna okresli¢ lakunarnos¢ jako kwadrat wspétczynnika

zmiennosci (ang. coefficient of variation), ktéry wyrazony jest za pomoca WZzoru:

O¢

A =CV2 =
He

(3.16)

We wzorze C'V oznacza wsp6tczynik zmienno$ci. Zmienna o, okresla odchylenie standardowe
dla pudetek o dtugosci krawedzi €. Druga zmienna . okresSla Srednig liczbe pikseli w pudetku.

W przypadku obrazéw binarnych bedzie to §rednia liczba pikseli o wartosci jeden (czarnych
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pikseli). Warto$¢ obu zmiennych (o, ;1) okreSlana jest w trakcie obliczania wartoSci wymiaru
pudetkowego. Celem jest skrécenie czasu wykonywania obliczen.

Jak wspomniano wcze$niej, istotg obliczania warto$ci wymiaru pudetkowego jest obliczenie
warto$ci wymiaru czastkowego dla wielu dlugosci krawedzi pudetka. W przypadku
lakunarnosci takze liczona jest warto$¢ czastkowa lakunarnosci dla kazdej dlugosci krawedzi
pudetka (\.). Warto$¢ lakunarnosSci jest Srednig arytmetyczna z obliczonych wcze$niej

czastkowych wartosci. Warto$¢ lakunarno$ci mozna wigc policzy¢ wedtug wzoru:

>

A=) "2 (3.17)

=1

=]

dlaz=1,..., N, gdzie liczba dtugosci krawedzi pudetek.

3.4. Zastosowanie metod fraktalnych w analizie znamion barwnikowych

Jak wspomniano we wstepie, metody fraktalne mozna zastosowa¢ do zmierzenia
nieregularnosci struktur geometrycznych. W dotychczasowych pracach prowadzono pracg nad
analiza zdje¢ za pomoca metod fraktalnych [111]. Udowodniono takze, ze jest to mozliwe
w kontekscie analizy znamion barwnikowych [112]]. Warto takze wspomnie¢ o ograniczeniach
wynikajacych z analizy znamion na podstawie zdje¢. W przypadku zdjeé wielowarstwowych
mamy do czynienia ze zdjeciami o rozdzielczoSci 672x672 pikseli. Wynika z tego, ze
maksymalna dtugos¢ krawedzi wynosi jedynie 672 piksele, a minimalna dtugos¢ 1 piksel.

Opisane w rozdziale I cechy skali Huntera, podobnie jak pozostatych skal, bazuja na
strukturach charakterystycznych dla czerniaka. Lakunarno$¢ ze wzgledu na to, ze mierzy
podziurawienie obrazu ma zastosowanie w przypadku cech przedstawionych na rysunku [3.3]
Na rysnku [3.3] przedstawiono przyktadowe struktury dla takich cech jak jasne kropki, zwoje
oraz widoczne naczynia. Jednoczesnie dla celéw poréwnawczych przedstawiono przyktady
obrazéw zbinaryzownaych zdj¢¢, na ktérych nie zaobserwowano wspomnianych cech. W
przypadku analizy zdje¢ znamion obliczanie wartoSci wymiaru pudetkowego ma potencjalnie
zastosowanie dla takich cech jak wielkoS¢ znamienia, ubytki i nagromadzenie kolagenu, a takze
glebokos¢ naciekania. Na rysunkach oraz przedstawiono przyktadowe struktury, ktore
wykazuja dang cechg¢ badz nie.

Na podstawie przedstawionych obrazéw mozliwe jest obliczenie wartoSci wymiaru
pudetkowego oraz lakunarnosci. I tak, dla cechy jasnych kropek widoczne sa istotne rdéznice
w wartos$ciach wspomnianych wymiaréw. Dla struktury nie wykazujacej kropek (patrz: rysunek
[3.3b) warto§¢ wymiaru pudetkowego wynosi 1,1508, a wartos¢ lakunarnosci 1,5382. Dla
poréwnania warto$¢ wymiaru pudetkowego dla struktury przedstawionej na rysunku [3.3p

wynosi 0,4095. Wartos¢ lakunarnos$ci dla tej struktury wynosi 0,7074. Réznice pomigdzy
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(a) Obraz zbinaryzowany zdjecia warstwy
kolagenu na ktérym widoczne sa jasne kropki

(c) Obraz zbinaryzowany zdjgcia warstwy
melaniny na ktérym widoczne sa zwoje

(b) Obraz zbinaryzowany zdjecia warstwy
kolagenu na ktérym brak widocznych jasnych
kropek

(d) Obraz zbinaryzowany zdjecia warstwy
melaniny na ktérym brak widocznych zwojow

(e) Obraz zbinaryzowany zdjecia warstwy

(f) Obraz zbinaryzowany zdjecia warstwy

hemoglobiny na ktérym widoczne sg naczynia
krwiono$ne

hemoglobiny na ktérym brak widocznych
naczyf krwiono$nych

Rysunek 3.3: Obrazy zbinaryzowane przedstawiajace przyktadowe struktury takich cech jak
jasne kropki (a), zwojow (b) oraz naczyn krwiono$nych (c)
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J..f . / i Y
AN /
(a) Obraz zbinaryzowany zdjecia warstwy (b) Obraz zbinaryzowany zdjecia warstwy
hemoglobiny na ktérym widoczne sa ubytki hemoglobiny na ktérym brak widocznych
hemoglobiny ubytkéw hemoglobiny
\ e \

\ / \ /
(c) Obraz zbinaryzowany zdjecia warstwy (d) Obraz zbinaryzowany zdjgcia warstwy
melaniny duzego znamienia melaniny matego znamienia
~ AN e AN
/ \ l_fl \
\ / \ /
AN / AN /
(e) Obraz zbinaryzowany zdjgcia warstwy (f) Obraz zbinaryzowany zdjecia warstwy
hemoglobiny na ktérym widoczne jest znaczne hemoglobiny na ktérym brak widocznego
nagromadzenie hemoglobiny nagromadzenia hemoglobiny

Rysunek 3.4: Obrazy zbinaryzowane przedstawiajace przyktadowe struktury takich cech jak
ubytki hemoglobiny (a), duzego znamienia (b) oraz nagromadzenia hemoglobiny (c)
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AN / AN /
(a) Obraz zbinaryzowany zdjgcia warstwy (b) Obraz zbinaryzowany zdjecia warstwy
naciekania na ktérym widoczne jest znaczne naciekania na ktérym brak widocznego
naciekanie w gtab znacznego naciekania w gtab

Rysunek 3.5: Obrazy zbinaryzowane przedstawiajace przyktadowe struktury cechy naciekania

obiema strukturami sa znaczace. Ze wzgledu na to, ze w wielu przypadkach kropki wystepuja
jako bardzo mate obiekty, takie jak przedstawiono na rysunku [3.3a. Widoczne kropki znajduja
si¢ w wewnatrz niebieskiego obszaru/okregu.

W przypadku zwojow réznice nie sa az tak znaczace jak w przypadku jasnych kropek.
Niemniej jednak, réznice pozwalaja na rozrdznienie w wigkszoSci przypadkéw znamion
wykazujacych ceche zwojow od tych, ktére tej cechy nie wykazuja. Dla struktury
przedstawionej na rysunku [3.3k obliczono wartosci wymiaru pudetkowego oraz lakunarnosci,
ktére wynosza odpowiednio 1,8158 oraz 0,25. Dla przyktadowej struktury nie wykazujace;j
cechy zwojow (patrz: rysunek [3.3[d) wartosci te wynosza odpowiednio 1,9271 oraz 0,1252.
Istotna rolg w przypadku tej cechy odgrywa warto$¢ lakunarnosci, ktéra mierzy podziurwaienie
struktury. Zwoje charakteryzuja si¢ przede wszystkim dziurami lub przestrzeniami pomiedzy
elementami struktury.

Trudnos$¢ w wykrywaniu naczyn jest taka, ze naczynia moga wystgpowac jako pojedyncze
naczynia lub w postaci wielu naczyn formujacych ksztatt na wzor siatki. Przedstawiona na
rysunku [3.3p struktura zawiera wiele naczyf oraz dodatkowo widoczne jest nagromadenie
hemoglobiny. Jedna cecha nie wyklucza drugiej, wigc moga wystgpowac jednocze$nie na
jednym obrazie. Jest to dodatkowe utrudnienie w wykrywaniu tej cechy. Dla poréwnania
przedstawiono strukture, ktora jest obrazem binarnym zdjgcia warstwy hemoglobiny na ktérym
widoczna jest cecha nagromadzenia hemoglobiny (patrz: [3.3f). Dla obu przypadkéw wartosci
wymiaréw wynosza odpowiednio 1,6369 i 0,7462 dla struktury przedstawionej na rysunku [3.3¢
oraz 1,7847 10,4012 dla struktury przedstawionej na rysunku [3.3f.
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Rysunek 3.6: Rozktad wartosci wymiaru pudetkowego cech skali Huntera na podstawie
struktur na obrazach zbinaryzowanych metoda Doyle [[113] (patrz: rozdziat IV)

Przedstawione na rysunkach oraz struktury sa zbinaryzowanymi obrazami
warstwy hemoglobiny. Na pierwszym z nich wida¢ strukture ubytkéw hemoglobiny, natomiast
druga struktura przedstawia obraz zbinaryzowany zdjecia na ktérym takiej cechy nie wykryto.
Cecha ubytkéw hemoglobiny wydaje si¢ by¢ prosta cecha do wykrycia za pomoca metod
fraktalnych. Wskazuja na to wartosci policzonych wymiaréw. Dla struktury przedstawionej na
rysunku [3.4p wartosci wynosza 1,2993 oraz 2,8702. W przypadku struktury przedstawionej na
rysunku [3.4b wartosci te wynosza 0,4194 oraz 0,417. Wida¢ istotng réznicg pomiedzy obiema
strukturami.

Jak wspomniano wcze$niej, duze znamiona to takie, ktérych odleglo$¢ od najbardziej
odlegtych punktéw znamienia wynosi nie mniej niz 6 mm. W przypadku zdje¢ warstwy
melaniny wykonanych za pomoca urzadzenia SIAscope, maksymalna wielko$¢ wynosi 11 mm.
Roéznice miedzy obiema strukturami przedstawionymi na rysunkach [3.4c oraz [3.4d sa
oczywiste. Niemniej jednak, r6znice pomigdzy warto§ciami wymiaréw obu struktur nie sg az
tak znaczace. Dla struktury [3.4c obliczono wartosci, ktére wynosza 1,8833 oraz 0,2172. Dla
struktury przedstawionej na rysunku [3.4d wartosci wynosza 1,9271 oraz 0,1252. Réznice nie
sa wigc az tak znaczace jak w przypadku cechy jasnych kropek.

Cecha nagromadzenia hemoglobiny moze przyjmowac rézne postacie. Na obrazach
zbinaryzowanych moze przyja¢ forme¢ niewielkiego obiektu bez znaczacego podziurawienia
(patrz: rysunek [3.4¢) lub znacznie wigkszego obiektu jak struktura przedstawiona na rysunku
B.3F. W wielu przypadkach istotnym czynnikiem decydujacym o klasyfikacji jest warto$¢
lakunarno$ci. Dla struktury przedstwionej na rysunku wynosi 2,8702. Dla przyktadowe;j
struktury, ktdra jest obrazem zbinaryzowanym zdjecia znamienia nie wykazujacego cechy

ubytkow (patrz: rysunek [3.4f) warto$¢ lakunarnosci wynosi 0,417. Dla obu struktur warto$¢
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Rysunek 3.7: Rozktad wartosci lakunarnosci cech skali Huntera na podstawie struktur na
obrazach zbinaryzowanych metoda Doyle [113]] (patrz: rozdziat IV)

wymiaru pudetkowego wynosi odpowiednio 1,2993 dla struktury przedstawionej na rysunku
3.4k oraz 0,4194 dla struktury przedstawionej na rysunku [3.4f.

Cecha naciekania jest bardzo prosta do wykrycia. Stuktury przedstawione na rysunku [3.5h
oraz[3.5b odpowiadaja strukturze, ktéra wykazuje dang ceche oraz jej nie wykazuje. Wartosci
wymiaru pudetkowego sa w tym przypadku oczywiste. Podobnie z warto$ciami lakunarnosci,
ktére wynosza odpowiednio 0,2964 dla struktury przedstawionej na rysunku [3.5h oraz 0,1103
dla struktury przedstawionej na rysunku [3.5p.

Na rysunkach [3.6] oraz przedstawiono przyktadowe rozktady wartoSci wymiaru
pudetkowego oraz lakunarno$ci dla wszystkich cech skali Huntera. WartoSci wymiaréw
uzyskano na podstawie obrazu binarnego, ktéry jest wynikiem zastosowania opisanej
w kolejnym rozdziale metody binaryzacji Doyle [113]. Przedstawiono jedynie rozklady dla
jednej metody binaryzacji ze wzgledu na zachowanie przejrzystosci pracy. Na rysunku [3.6)
warto$ci wymiaréw pudetkowy dla kazdej cechy oznaczono innym kolorem. W niektérych
przypadkach mozliwe jest rozgraniczenie w latwy sposéb elementéw, ktére wykazuja dang
cechg od takich, ktérej tej cechy nie wykazuja. Dotyczy to cechy naciekania oznaczonej
kolorem fioletowym oraz zwojow oznaczonych kolorem pomaraiczowym. Niestety w
pozostatych przypadkach jest to do$¢ trudne. Istotny wplyw ma zastosowana metoda
binaryzacji. Dlatego w pracy przeanalizowano ponad czterdzieSci metod, co pozwala na
dobranie odpowiedniej metody binaryzacji w stosunku do badanej cechy.

Na rysunku przedstawiono rozktad wartoSci lakunarnosci. W rozktadzie wartosci
lakunarno$ci mozna rozgraniczy¢ czgs$¢ przypadkdéw, ktére nie wykazuja cechy jasnych kropek
(oznaczone kolorem czerwonym). Mozna takze rozr6zni¢ niektére przypadki cechy ubytkéw

hemoglobiny (oznaczone kolorem niebieskim).
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Rysunek 3.8: Przyktadowe relacje wartosci lakunarnos$ci do wartosci wymiaru pudetkowego.
Kolorem niebieskim oznaczono przypadki pozytywne. Warto$ci wymiaréw fraktalnych
obliczono z wykorzystaniem metody binaryzacji zaproponowanej w [114] (patrz: rozdziat IV)

W  niektérych przypadkach rozréznienie przypadkéw mozliwe jest jedynie gdy
analizie poddane zostang obie wartoSci wymiaréw. Aby zachowal przejrzysto$¢
pracy przedstawiono jedynie kilka przypadkéw relacji wartoSci wymiaréw fraktalnych
uzyskanych z wykorzystaniem jednej metody wyznaczania progdéw (patrz: rozdziat IV). Na
przedstawionych rysunkach 3.8 wida¢, ze w niektérych przypadkach znamiona, ktére wykazuja
dang ceche skupione sa wokot jednego punktu. Jest to dobrze widoczne na rysunku 3.8, gdzie
przypadki pozytywne skupione sa w prawym dolnym rogu rozktadu. Na rysunku widac,
ze wartosci lakunarnoSci dla jasnych kropek przyjmuja niskie wartosci. Istnieja jednak takie
przypadki, dla ktérych trudno jest rozdzieli¢ elementy pozytywne od negatywnych (patrz: rys.
[3.8k). Wartosci wymiaréw fraktalnych zaleza od obrazu zbinaryzowanego. Metody pozyskania
struktury na obrazie binarnym przedstawiono w kolejnym rozdziale.

Wazng czgscia, ktéra wiaze si¢ z procesem obliczania wartoSci wymiaru pudetkowego
oraz lakunarno$ci jest wyznaczenie bledu oraz korelacji. Tak jak wspomniano wczesniej,
im btad jest mniejszy oraz jednoczesnie korelacja wyzsza, tym bardziej wiarygodne sa
uzyskane wyniki. Wspomniano réwniez, ze wartoSci wymiarOw zaleza od wykorzystanej
metody binaryzacji. Obliczenie wartoSci btgdu oraz korelacji jest istotne jedynie dla tych
wartoSci wymiaréw, dla ktérych zastosowanie danej metody binaryzacji daje najlepsze wyniki
klasyfikacji. O zastosowaniu metod binaryzacji oraz wynikach klasyfikacji traktuja kolejne
dwa rozdzialy. Otrzymane wyniki btedu standardowe dla kazdej cechy zostaly przedstawione
w tabeli 3.1 Na podstawie przedstawionych wynikéw wida¢, ze najwigjszym biedem
obarczone sa wyniki dla cechy jasnych kropek oraz ubytkéw hemoglobiny. Najmniejszy btad
wystepuje dla cechy naciekania oraz nagromadzenia hemoglobiny. Korelacja dla wszystkich

przypadkow jest wyzsza od 95%. Najmniej skorelowane wyniki przedstawione sa dla cechy
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Cecha Biad standardowy Korelacja

Jasne kropki 0,1113 0,9806
Zwaje 0,0358 0,9997
Nagromadzenie hemoglobiny 0,0250 0,9999
Naciekanie 0,0254 0,9999
Naczynia 0,0533 0,9663
Ubytki hemoglobiny 0,0957 0,9742
Wielko$¢ znamienia 0,0274 0,9998

Tabela 3.1: Sredni blad standardowy oraz korelacja dla obliczonych wartosci wymiaru
pudetkowego oraz lakunarnosci.  WartoSci te zostaly obliczone na podstawie obrazu
zbinaryzowanego za pomocyg jednej z metod binaryzacji (patrz: rozdziat IV i V)

naczyn oraz ubytkow hemoglobiny. Z przedstawionych wynikéw mozna wywnioskowac, ze

otrzymane wyniki warto$ci wspomnianych wymiaréw sa wiarygodne.



4. Metody przetwarzania obrazow

W poprzednim rozdziale przedstawione zostaly metody fraktalne, ktérych celem jest
wyznaczenie wartoSci wymiaru fraktalnego obrazu. WartoSci te okreSlaja strukture
geometryczng znajdujaca si¢ na obrazie i sa wykorzystywane do stworzenia wektora cech
(patrz: rozdziat II). Istota dobrej klasyfikacji w przypadku analizy obrazu jest migdzy
innymi odpowiednie przygotowanie obrazéw. Analizie poddane s3a obrazy znamion pod
katem wczeSniej wymienionych cech (patrz: rozdzial I). W celu uzyskania wiarygodnej
wartoS$ci wymiaru fraktalnego nalezy zastosowac kilka metod przetwarzania obrazéw w celu
wyciagnigcia istotnych informacji zawartych w obrazie.

Obrazy w bazie danych przedstawione sa za pomoca modelu RGB. Model RGB nie
pozwala na dalsza analize ze wzgledu na zbyt duza ztozonoS$¢ przedstawionych danych na
obrazie. Nalezy najpierw przekonwertowac¢ obrazy RGB do obrazéw monochromatycznych.
Obraz monochromatyczny nalezy rozumie¢ jako obraz jednokolorowy, czyli taki, ktéry do
reprezentacji wykorzystuje wytacznie odcienie jednego koloru. W dalszej czgsci pracy jako
obraz monochromatyczny nalezy rozumie¢ obraz w odcieniach szaroSci. W rozdziale opisane
zostaty dwie metody przetwarzania obrazéw: metoda redukcji koloréw oraz binaryzacji
obrazow. W czgSci dotyczacej binaryzacji przedstawiono wstgpne wyniki analizy metod
binaryzacji. Istota analizy wielu metod binaryzacji jest wybor najlepszej metody do analizy
zdje¢ wielowarstwowych. Warto zwrdci¢ uwage na to, ze obliczenie wartoSci wymiaru
fraktalnego na podstawie obrazu binarnego jest znacznie szybsze niz w przypadku obrazu
monochromatycznego. Jest to istotne, poniewaz przedstawione w pracy metody moga zostac

wykorzystane na urzadzeniach mobilnych.

4.1. Wstepna obréobka obrazow

Zdjecia znajdujace si¢ w bazie wykonane sa za pomoca urzadzenia SIAscope. Ich
rozdzielczos$¢ rézni si¢ w zalezno$ci od tak zwanej warstwy. Zdjecia wykonane za pomoca
fal Swiatta widzialnego maja rozdzielczo§¢ 1400x1400 pikseli. Pozostate warstwy maja
rozdzielczo$S¢ 672x672 pikseli. Opisana w poprzednim rozdziale metoda opiera si¢ na
wykorzystaniu kilku dlugosci krawedzi pudetka zaczynajac od najmniejszej (1 piksel) oraz

kolejnych poteg dwdjki. Maksymalng dlugoscia krawedzi jest 512 pikseli, aczkolwiek ze
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(a) Czgs¢ sktadowa R (b) Czesc¢ sktadowa G (c) Czgs¢ sktadowa B

(d) Luminancja Y (e) Chrominancja U (f) Chrominancja V

Rysunek 4.1: Réznice migdzy reprezentacja obrazéw za pomoca modelu RGB oraz YUV

wzgledu na duzy biad przy tej wielkoSci krawedzi, maksymalna dtugos¢ krawedzi wynosi
jedynie 128 pikseli.

Jak wida¢ na rysunku [1.6] wigkszos§¢ cech to mniejsze lub wigksze ciemne struktury na
jasnym tle. W trzech przypadkach cecha charakteryzuje si¢ jasnymi strukturami na ciemnym
tle. Dotyczy to takich cech jak jasne kropki, ubytki kolagenu oraz ubytki hemoglobiny. Dla
tych cech nalezy zmodyfikowaé zdjgcia zanim zostang poddane analizie fraktalnej. Tto takich
obrazéw nalezy przyciemni¢. W ten sposéb wyostrzone zostang jasniejsze czgSci zdjecia.

Przyktadowy wynik w postaci histogramu widoczny jest w dalszej czgSci rodziatu (patrz:

rysunek [4.2)).

4.2. Konwersja obrazu RGB do obrazu w odcieniach szarosci

Najczestszym modelem wykorzystywanym w przechowywaniu obrazéw jest model RGB.
Sktada si¢ z trzech macierzy dwuwymiarowych NxM. Kazda macierz reprezentuje jedna
z wartosci sktadowych: R (kolor czerwony), G (kolor zielony) oraz B (kolor niebieski).
Wartosci poszczegdlnych elementéw macierzy moga przyja¢ wartosci od 0 do 255. Kolor
piksela ustalany jest na podstawie sumy warto$ci elementéw macierzy R, G i B dla tej
samej pozycji. Obliczenie wartoSci opisanych wczes$niej wymiaréw fraktalnych wymaga
przeksztatcenia obrazu z RGB do obrazu zbinaryzowanego. Proces przeksztalcenia obrazu
z RGB do formy obrazu zbinaryzowanego wymaga najpierw konwersji obrazu z RGB do obrazu

monochromatycznego. Proces redukcji koloréw polega na przeksztalceniu trzech macierzy
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Rysunek 4.2: Histogram obrazu monochromatycznego warstwy kolagenu

dwuwymiarowych do jednej macierzy dwuwymiarowej. Elementy takiej macierzy moga
przyjaé wartosci od 0 do 255. WartoSci te odzwierciedlaja odcien szarosci. Istnieje wiele metod
konwertujacych obraz RGB do obrazu w odcieniach szaroSci. Najprostszym rozwigzaniem

jest usrednienie wartosci dla kazdego piksela Z+G+E.

Inna metoda jest wydzielenie tylko
jednej macierzy obrazu RGB. Wartosci wybranej macierzy reprezentuja warto$ci obrazu
monochromatycznego. Metoda wybrana do konwersji wykorzystang w przedstawionych
w niniejszej pracy badaniach, jest metoda, ktéra wykorzystuje model YUV. Wybér modelu
YUV wynika z tego, ze najlepiej oddaje sposéb postrzegania koloréw przez cztowieka.
Przestrzen YUV skiada si¢ z trzech sktadowych, luminancji Y oraz dwéch chrominancji U
oraz V. Odcien szarosci kazdego piksela obliczany jest jako R 0,299+ G %0, 587+ B %0, 144.
W przedstawionym pdzniej procesie binaryzacji do stworzenia histogramu wykorzystana

zostala jedynie warstwa luminancji Y.

4.3. Metody binaryzacji

Binaryzacja zdjgcia jest prosta operacja, ktérej celem jest stworzenie obrazu binarnego
na podstawie obrazu monochromatycznego. Na podstawie obrazu monochromatycznego
mozna stworzy¢ histogram, czyli rozktad odcieni szaros$ci. Przyktad histogramu dla cechy
jasnych kropek przedstawiony jest na rysunku @#.2l W przypadku cechy jasnych kropek
interesujace sa jasniejsze kolory, czyli te piksele, ktére znajdujq si¢ na prawo od niebieskiej lini.
Zielono-niebieska przewazajaca czgs$¢ obrazu znajduje si¢ nieznacznie na lewo od niebieskie;j
linii (przyktadowego progu).

Istota procesu binaryzacji jest wyznaczenie progu. Prég okresla przedziaty odcieni szaroSci
(patrz: histogram), przyjmujacych wartos¢ 1 i 0. Dla przyktadu, ustawienie progu na

poziomie 100 oznacza, ze piksele, ktérych warto§¢ na obrazie monochromatycznym zawiera
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si¢ w przedziale od 0 do 100, beda na obrazie zbinaryzowanym widoczne jako czarne piksele.
Pozostale pozostang biate. Mozliwa jest tez konwencja, ktéra przypisuje kolor biaty dla
wartoSci 1 oraz czarny dla 0. Nie ma to jednak wptywu na obliczenia, o ile poprawnie zostanie
przyjety kolor tta. Nalezy takze dodaé, ze wartoSci progdw wyznacza si¢ w przedziale od 0 do
255 lub w przedziale przeskalowanym od 0 do 1.

W przypadku analizy znamion barwnikowych poprawna binaryzacja wymaga wyznaczenia
progéw dla kazdej cechy z osobna. Wyznaczanie progéw binaryzacji nie jest tatwe, poniewaz
trudno okreslié, ktére wartoSci pozwola na osiagnigcie najlepszych wynikéw. Zwazajac na
duza liczbe dostgpnych algorytméw do wyznacznia progéw, podjeto prébe analizy metod
przedstawionych w [115]. Przestawiono tam najbardziej obszerny z dostgpnych publikacji
przekr6j metod binaryzacji.  Autorzy poréwnuja ponad czterdzieSci metod binaryzacji
podzielonych wedtug szesciu typéw. Kazdy typ charakteryzuje si¢ innym podejsciem do
problemu wyznaczania progu. Wedtug [115] metody binaryzacji mozna podzieli¢ na takie,
ktére przy wyznaczaniu progu opieraja si¢ na:

— ksztalcie histogramu (ang. histogram shape-based thresholding) — [116, [117, 118} [119]

1201,

— klasteryzacji obrazu (ang. cluster-based thresholding) — [121, 122,123,124, 125} 1126],
— entropii obrazu (ang. entropy-based thresholding) — [114, 127, 128, 129} (130, 1131} 132}

133,

— lokalnych statystykach dla poszczegdlnych pikseli (ang. local adaptive thresholding) —

(134} 113511364137, 138,139, 140 [141}, [142],

— podobienstwie obrazu monochromatycznego do obrazu zbinaryzowanego wedlug wybranej

skali poréwnawczej (ang. attribute similarity thresholding) — [143, 1144, 145,146, 147],

— rozktadzie odcieni szarosci w przestrzeni (ang. spatial thresholding) — [132,(148, 149, 150].

Aby nieco przyblizy¢ spos6b wyznaczania progu przez metody binaryzacji, przedstawione
zostang metody po jednej z kazdego typu. W tym celu nalezy wprowadzié statystyki, ktére
wykorzystywane sa w prawie wszystkich metodach binaryzacji. Kazdy odcien reprezentowany
jest przez liczbg wystapien y;, gdzie ¢ = 0,...,255. Niektére metody binaryzacji bazujace
na metodach statystycznych wykorzystuja do wyznaczenia progu sumy nazywane momentami.

Momenty A(n,m), B(n,m) oraz C'(n, m) obliczane sa jak ponizej:

A(n,m) = f:yi, B(n,m) = zm:iyi,D(n,m) = iiQyi, 4.1)

gdzie n oznacza poczatek, a m koniec przedziatu odcieni szarosci, dla ktérych maja zostac
policzone momenty. Przyktadowo moment A(0,255) obliczy sume dla wszystkich odcieni

szarosci.
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Rysunek 4.3: Przyktadowy rozkiad Srednich warto$ci progéw oraz odchylenia standaradowego
progéw analizowanych metod binaryzacji dla obrazéw warstwy melaniny

W metodzie [114] podobnie jak w [121]] obraz zostaje podzielony na tto oraz obiekt
znajdujacy si¢ na obrazie. Podobnie jak w przypadku metody zaproponowanej w [[121] celem
jest wyekstrahowanie obiektu znajdujacego si¢ na obrazie. W metodzie zaproponowanej w

[114] obiekt uzyskujemy obliczajac entropi¢:

J
E; =) yilogyidlaj=0,..., 255, (4.2)

i=0
w taki sposéb, aby zmaksymalizowac wartos$¢ funkcji:

E, — E

A(0,7)

—log A0, m) — A(0, 5). 4.3)

Za prog nalezy przyja¢ warto$¢ 7, dla ktérego funkcja osiggnie maksimum.

Jedna z prostszych metod jest metoda przedstawiona w [[122]. Zaktada, ze dla danego progu
t mozna wyznaczy¢ warto$ci odpowiednio wj, oraz of dla tha i wy oraz a]% dla obiektu. Zmienne
wy oraz wy s3 suma liczby pikseli od odpowiedniodla: = 0, ... ,tdlattaorazi = t+1,...,255
dla obiektu. Sumy te sa dzielone przez liczbe wszystkich pikseli. Nastepnym etapem jest
obliczenie wartosci Sredniej, ktéra wymagana jest do obliczenia wspdlczynnika zmiennosci
dla tta (o) oraz obiektu (c7). Celem jest znalezienie takiego t, dla ktérego wartos¢ o7, jest
najmniejsza:

o2 = wyop + wfcrj% 4.4)
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Metoda zaproponowana w [120] bazuje na metodzie przedstawionej w [122]. Rdznica
polega na tym, ze w przypadku [120] zatozeniem jest ograniczenie poszukiwania optymalnego
progu do zbioru, ktéry wyznaczony jest za pomoca modelu autoregresyjnego.

Metoda zaproponowana w [[134] okresla przynalezno$¢ kazdego piksela z osobna do tla

badz do obiektu. PrzynaleznosS¢ okreSlana jest w spos6b jak ponize;j:

by — 0: pi>m(2,1)+/€*0(2,3)—07 .5)
Lo p<m(ig)+ kxolij) - C
gdzie m(i,j) okreSla warto§¢ Srednig oraz odchylenie standardowe dla otoczenia piksela.
Otoczenie zdefiniowane jest z gory 1 wedlug autor6w powinno wynosi¢ 15x15 pikseli.
Zmiennym k oraz C' takze przypisana jest z géry zatozona wartos¢.
Metoda zaproponowna w [144] bazuje na idei zbioréw rozmytych (f : A — R), gdzie

celem jest znalezienie takiego ¢, dla ktérego zminimalizowana jest funkcja:

1

E(X)=
(X) MNIn2

> 2548 (1t )y, (4.6)
g=1

gdzie w naszym przypadku M oraz N wynosza 672, a S oznacza funkcj¢ Shannona. Funkcja
przynaleznos$ci zdefiniowana jest nastgpujaco:

L dla =z, <t

1+\zmn—#0|

L dla z,,, >t

lzmn—p1
1+ e,

gdzie C jest stata taka, ze: % < () < 1. Zmienna x,,, okresla odcien szarosci piksela na

obrazie o wspotrzgdnych m oraz n. Zmienne iy oraz ji; zdefiniowane sa jak ponizej:

. B(0,1)
Ho = Znt(A(O, t) )a (48)
. B(t+1,255)
= T 555 49)

Metoda zaproponowana w [[148] definiuje zmienna p;;:

s
Pij = NJQ’ (4.10)
ktora okresla prawdopobienstwo dla odcienia ¢ oraz j, gdzie 7,7 = 1,...,m. W przypadku

rozpatrywanych obrazéw m = 255. Zmienna f;; okreSla czestotliwoS¢ wystapienia pikseli
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Probability Mass Function (PMF)

Rysunek 4.4: Przestrzen dwuwymiarowa tworzona w metodzie zaproponowanej w [148]].
Zrédto: [148]

odcienia 7. Do wyznaczenia progu wykorzystano dwuwymiarowy histogram jak na rysunku
4.4
Istota metody jest dobranie takich progéw s oraz ¢ dla ktérych zmaksymaliowana zostanie

warto$¢ funkcji:
Hst Hmm - Hst

(s, t) = In[Py(l — Py)] + B, W,

.11

gdzie

s t
Pu==>> py (4.12)

i=1 j=1

s t m.om

i=1 j=1 i=1 j=1

oraz

Autorzy [115] poréwnali skuteczno$¢ przedstawionych metod w binaryzacji obrazéw
tekstur oraz pisma. Zaproponowane metody mierzace skuteczno$¢ poprawnej binaryzacji nie
maja niestety zastosowania w przypadku analizy znamion barwnikowych. Wynika to z tego, ze
nie ma mozliwosSci bezposredniego poréwnania uzyskanego obrazu z wzorcem. Skuteczno$¢
metod w przypadku analizy obrazéw znamion mozna ustali¢ jedynie na podstawie skutecznosci
klasyfikacji cech (patrz: wyniki skutecznoSci klasyfikacji w rozdziale V). W przypadku
niektérych metod mozna od razu zauwazyc ich staba skuteczno$¢. Dotyczy to tych metod,
ktérych warto$¢ wyznaczonego progu jest mniejsza od pierwszego odcienia ¢ dla ktérego liczba
wystapien jest niezerowa. Analogicznie dla wartoSci progu wigkszego od ostatniego odcienia
1 dla ktorego liczba wystapien jest niezerowa. Mozna to sprawdzi¢ obliczajac Sredni prog dla

wszystkich zdje¢ dla danej cechy. Rozktad Srednich wartoSci progéw w stosunku do odchylenia
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standaradowego wyznaczonych progéw metod dla kazdej cechy przedstawiono na rysunku[4.3]
Warto dodaé¢, ze dla niektérych metod wyznaczenie Sredniego progu jest niemozliwe. Dotyczy
to przede wszystkim metod bazujacych na lokalnych statystykach pikseli. Wyniki zastosowania
metod binaryzacji w procesie klasyfikacji cech znamion przedstawiono w rozdziale piatym.

R6znig si¢ one od wynikéw przedstawionych w [[1135].



5. Analiza wynikow

W poprzednich rozdziatach przedstawiono elementy sktadajace si¢ na proces oceny cech
znamion barwnikowych na podstawie zdje¢ wielowarstwowych. Niniejszy rozdziat zostat
podzielony na kilka czesci. Pierwsza czg$¢ dotyczy analizy metod przetwarzania obrazéw
(patrz: rozdziat IV). Zastosowanie wielu metod binaryzacji do obliczenia warto$ci wymiaréw
fraktalnych obrazéw (patrz: rozdzial III) pozwolilo wykazaé, ze niektére metody mozna
wykorzysta¢ w procesie analizy znamion barwnikowych.

Najistotniejsza czgscia sa opisane w kolejnym podrozdziale wyniki klasyfikacji. Za pomoca
wspomnianych w rozdziale II klasyfikatoréw uzyskano wyniki, ktére Swiadcza o stusznosci
postawionej w pracy tezy. Wyniki réznig si¢ w zaleznosci od uzytego klasyfikatora oraz
badanej cechy. Skutecznos¢ klasyfikacji mierzona jest za pomoca trzech miar. Pierwsza z nich
mowi o ogdlnej skutecznosci klasyfikacji, czyli stosunku liczby poprawnie sklasyfikowanych
przypadkéw danej cechy do liczby elementéw w podzbiorze testowym. Na skuteczno$é
klasyfikatora sktadaja si¢ réwniez takie miary jak skutecznos$¢ klasyfikowania znamion, ktére
wykazuja dana ceche, w dalszej czesci pracy nazywana czutoscia klasyfikatora. Trzecig miarg
jest swoistos$¢ klasyfikatora, ktéra opisuje, w jakim stopniu poprawnie zaklasyfikowano znamig
jako takie, ktére nie wykazuje danej cechy.

W dalszej czgsci rozdzialu przedstawiono wyniki klasyfikacji oceny znamion zgodnie ze
skala Huntera. Problem klasyfikacji znamion wedlug jakiejkolwiek dermatologicznej skali
ocen jest problemem bardziej ztozonym od klasyfikacji cech. Wynika to z tego, ze w
przypadku klasyfikacji znamion wedlug ocen skali Huntera, y; moze przyjaé jedna z siedmiu
etykiet. W przypadku klasyfikacji poszczegélnych cech klasyfikacja ma charakter binarny
(dwie etykiety). Wybor klasyfikatora SVM w przypadki ocen skali Huntera wynika z faktu,
ze daje on lepsze wyniki w przypadku klasyfikacji cech w poréwnaniu do sieci neuronowych.

W ostatniej czgsci opisano wnioski wynikajace z przedstawionych w rozdziale wynikéw.
Przedstawione wnioski dotycza osiagnigtych rezultatow oraz zastosowania metod binaryzacji
oraz metod fraktalnych w kontekScie wykorzystania ich w analizie znamion barwnikowych. Na

tej podstawie stwierdzono stusznos¢ stawianej tezy.
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5.1. Baza danych

Pozyskanie bazy danych zdjgé znamion barwnikowych jest niezwykle trudne. W Polsce
w publicznych placéwkach medycznych, ze wzgledu na obowiazujace prawo o ochronie danych
osobowych, zdjecia pacjentéw nie moga zosta¢ udostgpnione. Udato si¢ nawigzaé wspétprace
z Face and Body Institute w Krakowie. Placowka ta dysponuje jednym z najnowoczesniejszych
urzadzen do diagnostyki o nazwie SIAscope (patrz: rozdziat I). W ciagu dwdch lat badani udato
si¢ zgromadzi¢ baz¢ zdje¢ dla ponad dziewigciuset szeSédziesigciu znamion. Przez dwa lata
udalo si¢ zdiagnozowac jedynie dwanascie przypadkéw czerniaka, ktére zostaty potwierdzone
badaniem histopatologicznym. Aby mozliwe byto przeprowadzenie analizy zdjg¢ nalezato
najpierw z bazy ponad dziewigciuset sze§¢dziesigciu zdjeé odrzucic te, ktdre si¢ nie nadawaly
do dalszej analizy. Na tym etapie odrzucono wszystkie zdjgcia, ktére byty bardzo ztej jakosci,
np. byly zbyt ciemne lub zbyt jasne. Jest to wynik blednego uzycia urzadzenia, ktérego
koncéwka powinna podczas badania przylegaé catkowicie do skory. Przyleganie zapobiega
dodatkowemu naswietlaniu przez zewngtrzne Zrédia Swiatta. Jako kryterium odrzucenia
przyjeto jasne/ciemne plamy na obrzezach zdjecia.

Po wstgpnym przefiltrowaniu bazy nalezy jeszcze odrzucié te zdjgcia, ktére sa dobrej
jakosci, natomiast ze wzgledu na zawarto$¢ nie nadaja si¢ do analizy. Istotny problem stanowia
zdjecia z duzg iloScig wloséw. Niestety, stanowia one znaczng czgS¢ bazy. Jako kryterium
odrzucenia zdjeé przyjeto widoczne wlosy na zdjeciach przedstawiajacych absorpcje Swiatta
ultrafioletowego przez melaning. Wtosy te wida¢ jako podtuzne nitki zajmujace znaczna
czg$¢ obrazu. Istnieja algorytmy, ktére pozwalaja na usunigcie wloséw [151]], niemniej
jednak algorytmy te dziataja poprawnie jedynie ze zdjeciami, ktore uzyskane zostaly przy
wykorzystaniu fal Swiatta widzialnego.

Aby maksymalnie wykorzysta¢ pozyskane zdjecia odrzucono jedynie te zdjecia, ktérych
wykorzystanie mogtoby w oczywisty spos6b wypaczy¢ wyniki. Wskutek tego baza zdjec jedne;j
warstwy zawiera wigcej zdje¢ od bazy innej warstwy. Badania dotycza warstwy kolagenu,
hemoglobiny, melaniny oraz gl¢bokosSci naciekania. Najczestszym powodem odfiltrowania
zdje¢, jak wspomniano wczesniej, jest zle naSwietlenie znamienia. W tym przypadku
odrzucane sa zdjecia wszystkich warstw. W przypadku wtoséw na zdjeciu wiele zalezy
od ich ilosci. Duza ilo$¢ dyskwalifikuje najczeSciej zdjgcia wszystkich warstw, aczkolwiek
mniejsza iloS¢ wloséw nie ma istotnego wptywu na zdjecie warstwy hemoglobiny. Po
odfiltowaniu wszystkich zdje¢, ktére zawieraly szumy, otrzymano baze jak w tabeli [5.1]
Warto tutaj doda¢, ze nie odrzucono ani jednego przypadku, ktérego ocena w skali Huntera
byla wigksza niz 1. Istotne jest takze to, ze proces odrzucania zdjg¢ miatl miejsce przed
jakimikolwiek innymi czynnoSciami zwigzanymi ze zdjgciami, np. etap przetwarzania obrazéw.
Na podstawie przedstawionych danych w tabeli [5.1] wida¢, ze niektére cechy wystepuja

czgsciej od innych. Najczesciej wystegpuje cecha naciekania, co jest oczywiste w przypadku
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Tabela 5.1: Baza zdje¢ znamion z podzialem na cechy

Cecha Liczba znamion, Liczba znamion,
dla ktoérych cecha dla ktorych cecha
wystepuje nie wystepuje

Jasne kropki 106 523
Zwoje 139 475
Nagromadzenie hemoglobiny 116 574
Glebokos$é¢é melaniny 503 389
Naczynia krwiono$ne 97 593
Ubytki hemoglobiny 114 576
Wielkos¢ 211 403
Ubytki kolagenu 347 282
Nadmiar kolagenu 19 610

znamion barwnikowych. Podobnie z ubytkami kolagenu, ktérych jest wigcej niz znamion nie
wykazujacych tej cechy. Cecha ubytkéw kolagenu jest cecha wprowadzong na potrzeby pracy.
W trakcie prowadzenia badan zaobserwowano, ze ilo§¢ kolagenu wspomaga detekcje innych
cech. Ubytki kolagenu bardzo rzadko wystepuja razem z cecha jasnych kropek. Wprowadzenie
tej cechy w przypadku wysokiej skutecznoSci w wykrywaniu pozwoli na wykrycie znamion,
ktére z duzym prawdopodobienistwem nie wykazuja cechy jasnych kropek. Cel wprowdzenia
nowej cechy jaka jest nadmiaru kolagenu jest taki sam jak w przypadku ubytku kolagenu.
Nadmiar kolagenu nie wystgpuje razem z ubytkiem. Warto tutaj zwréci¢ uwage na to, ze obie
cechy nie sa wykorzystywane w zadnej znanej skali.

Cechy oparte na zdjgciach hemoglobiny wystgpuja stosunkowo czgsto, poniewaz Srednio co
siodme znamig¢ przejawia chociaz jedna z tych cech. Niewiele czgsciej wystgpuje cecha jasnych
kropek. Zwoje wystepuja jeszcze czesciej, natomiast zgodnie z tym co zostalo opisane w
aplikacji MoleMate, jest to cecha, ktéra moze albo Swiadczy¢ o czerniaku albo o zrogowaceniu

skory, czyli chorobie o zupelnie innym charakterze niz czerniak.

Typy znamion

Znaczna czgS$¢ bazy zawiera znamiona o charakterze fagodnym. Znamiona fagodne to
przede wszystkim znamiona dysplastyczne, czyli znamiona barwnikowe, ktére nie wykazuja

ztosliwosci. Istnieja rowniez inne typy znamion tagodnych. Przyktadowo, czgsto wystepujace
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w bazie zrogowacenie fojotokowe ma w wigkszosci przypadkow charakter tagodny. Na rysunku
[5.Th przedstawiono przyktad znamienia tagodnego. Na rysunku wida¢, ze znamiona tagodne
charakteryzuja si¢ przede wszystkim tym, ze bez wzglgdu na zastosowana metodg¢ binaryzacji,
nie mozna jednoczesnie wyodrebnic struktury na obrazach wigkszosci warstw (patrz: rys. [5.1f).
Dla poréwnania z innymi rodzajami znamion przedstawiono réwniez przyktadowe wartosci
wymiaréw pudetkowych oraz lakunarnoSci dla dwéch cech opartych na zdjeciach melaniny.
Warto doda¢, ze przedstawiony obraz na rysunku [5.Ib jest wynikiem zastosowania metody
wprowadzonej przez Shanbhaga [129]. Wybor tej metody jest uwarunkowany tym, ze w
wigkszosSci przypadkéw metoda ta pozwala, w pordwnaniu do zastosowania innych metod,
na uzyskanie najlepszych wynikow skutecznosci klasyfikacji. Na rysunku [5.1Jd przedstawiono
rozktad warto$ci wymiaru pudetkowego oraz lakunarnosci dla dwéch cech.

Przyktad znamienia podejrzanego przedstawiono na rysunku Przez podejrzany nalezy
rozumie¢ znamig¢, ktére moze zostaé zdiagnozowane w badaniu histopatologicznym jako
znamig¢ ztosliwe lub jest wysokie prawdopodobienistwo, ze takie znami¢ moze stac si¢ ztoSliwe
w najblizszej przysztosci. Widoczne sa znaczace réznice w poréwnaniu do przyktadowgo
znamienia tagodnego (patrz: rys. [5.I). W przypadku znamion tagodnych na obrazach
niektérych warstw nie ma widoczncyh znaczacych réznic w strukturze. Innymi stowy, obrazy
warstw znamion tagodnych sg czgsto jednorodne. Wynika z tego fakt, ze w wielu przypadkach
nie jest mozliwe rozgraniczenie struktury od tta na obrazie. Na rysunku [5.2] przedstawiajacym
warstwy znamienia podejrzanego, widoczne sa wyodrgbnione struktury w przypadku kazdej
warstwy. Podobnie jak w przypadku znamienia tagodnego, wartosci wymiaréw fraktalnych
moga by¢ rézne w zaleznoSci od zastosowanej metody binaryzacji dla cech bazujacych na
tych samych warstwach. Rozktad wartosci wymiaréw fraktalnych dla metody Shanbhag zostat
przedstawiony na rysunku [5.2f.

Istotnie r6zne obrazy w poréwnaniu do obrazéw znamienia podejrzanego przedstawiono
na rysunku [5.3] Przedstawione struktury znamienia ztosliwego skladajq si¢ z mniejszych
rozrzuconych obiektéw. Wynika to z tego, ze znamiona zlo§liwe charakteryzuja si¢
nieregularnoSciami na kazdym poziomie. Réznice migdzy znamieniem ztoS§liwym a tagodnym

czy podejrzanym widoczne s3 rowniez na rozkladzie wartoSci wymiaréw przedstawionych na

rysunkach [5.1d, [5.2]f oraz[5.3f.

5.2. Analiza metod przetwarzania obrazéw

W rozdziale czwartym opisano wykorzystane w badaniach metody przetwarzania obrazow.
Szczeg6lng uwage posSwiecono metodom wyznaczania progdw w procesie binaryzacji.
Powodem takiej sytuacji jest to, ze metody te istotnie wplywaja na skutecznos$¢ klasyfikacji,

czego dowodza przedstawione w dalszej czgsSci wyniki. Ze wzgledu na czgsty brak formalne;j
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(a) Znamig tagodne — zdjecie wykonane za (b) Znamig tagodne — przyktadowy obraz

pomoca $§wiatta widzialnego zbinaryzowany warstwy melaniny
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(c) Znamig tagodne — obraz zbinaryzowany na (d) Wartosci wymiaréw pudetkowego oraz
podstawie obrazéw warstw hemoglobiny, lakunarnosci dla przedstawionych obrazéw
kolagenu oraz naciekania w gtab zbinaryzowanych. Kolorem czarnym oznaczono

wartos$ci warto$ci wymiaréw dla cechy wielkosci,
a kolorem niebieskim warto$ci wymiaréw dla
cechy zwojow

Rysunek 5.1: Przyktad znamienia fagodnego wraz ze zbinaryzowanymi obrazami
poszczegblnych warstw oraz rozktadem wartosci wymiaréw fraktalnych cech

nazwy danej metody, przyjeto (podobnie jak w [113]]) jako jej nazwe nazwisko pierwszego jej
autora. Istnieja metody, ktére zostaly wprowadzone przez te same osoby. W takim przypadku
do nazwy metody dodano liczbg porzadkowa.

Na podstawie badan wykazano, ze niektére metody nie nadaja si¢ do analizy znamion
barwnikowych w przypadku analizy zdjeé wielowarstwowych. Zastosowanie niektérych
metod pozwala na osiagnigcie zadowalajacej skutecznosci klasyfikacji. Inne pozwalaja na

osiagnigcie skutecznos$ci klasyfikacji na poziomie podobnym jakie osiagnigtoby klasyfikujac
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(a) Znamig podejrzane — zdjgcie wykonane (b) Znamig podejrzane — przyktadowy
za pomoca §wiatta widzialnego obraz zbinaryzowany warstwy melaniny

(c) Znamig podejrzane — przyktadowy (d) Znamig¢ podejrzane — przyktadowy

obraz zbinaryzowany warstwy gtebokosci obraz zbinaryzowany warstwy hemoglobiny
naciekania
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(e) Znamig podejrzane — przyktadowy (f) WartoSci wymiaréw pudetkowego oraz
obraz zbinaryzowany warstwy kolagenu lakunarnosci dla przedstawionych obrazéw

zbinaryzowanych warstw znamienia o
potencjalnie zto§liwym charakterze

Rysunek 5.2: Przyktad znamienia o potencjalnie ztosliwym charakterze wraz ze
zbinaryzowanymi obrazami poszczeg6lnych warstw oraz rozktadem warto$ci wymiaréw
fraktalnych cech
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(a) Znamig ztosliwe — zdjecie wykonane za (b) Znamig ztosliwe — przyktadowy obraz
pomoca §wiatta widzialnego zbinaryzowany warstwy melaniny

— _— .

(c) Znamig ztosliwe — przyktadowy obraz (d) Znamig ztoSliwe — przyktadowy obraz
zbinaryzowany warstwy glebokosci zbinaryzowany warstwy hemoglobiny
naciekania
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(e) Znamig ztosliwe — przyktadowy obraz (f) Wartosci wymiaréw pudetkowego oraz
zbinaryzowany warstwy kolagenu lakunarnosci dla przedstawionych obrazéw

zbinaryzowanych przyktadowego

Rysunek 5.3: Przykiad znamienia o wysoce prawdopodobnym zto§liwym charakterze wraz ze
zbinaryzowanymi obrazami poszczegdlnych warstw oraz rozktadem warto$ci wymiaréw

fraktalnych cech
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znamiona w sposob losowy, czyli na poziomie okoto 50%. Istnieja jednak takie metody,
przy wykorzystaniu ktérych skuteczno$¢ klasyfikacji wynosi ponizej 50%. Przez skuteczno$¢
nalezy tutaj rozumie¢ Srednig skuteczno$¢ catkowitej klasyfikacji, czulo$¢ oraz swoisto$¢
klasyfikatora dla danej cechy. Warto tutaj zwréci¢ uwage na to, ze proba zwigkszenia czutosci
przez odwrdcenie/zanegowanie wynikow klasyfikacji spowoduje zmniejszenie swoistoSci.
Podobnie w przypadku proby zwigkszenia swoistosci. Istnieja metody ktére nie nadaja sig¢
do analizy znamion barwnikowych. Naleza do nich przede wszystkim metody z grupy
metod bazujacych na lokalnych statystykach pikseli, rozktadzie odcieni w przestrzeni oraz
bazujace na ksztalcie histogramu. Wykazano réwniez, ze najlepsze wyniki klasyfikacji mozna
osiagnaé wykorzystujac metody z grupy metod bazujacych na entropii oraz klastrowaniu
obrazu. Metody wprowadzone przez Li [130], Prewitt [152] oraz Zacka [153] pozwalaja
na skuteczna klasyfikacj¢ tylko dla cechy naciekania. W przypadku tej cechy zastosowanie
powyzszych metod pozwala na osiagnigcie czultosci klasyfikatora na poziomie od 50% do
90%. Metoda Tsai [143] wydaje si¢ mie¢ zastosowanie jedynie w przypadku klasyfikacji
dwoéch cech naciekania oraz nadmiaru kolagenu, poniewaz pozwala na uzyskanie wynikow
Srednio powyzej 75%. Wykorzystujac t¢ metodg cechy takie jak ubytki kolagenu oraz wielkos¢
znamienia mozna sklasyfikowac ze skutecznoscia na poziomie 50%. Metoda Yen wprowadzona
w [128] ma zastosowanie w przypadku klasyfikacji cechy ubytkéw hemoglobiny pozwalajac
na uzyskanie skutecznos$ci na poziomie 65%. Pierwsza metod¢ zaproponowang przez Prewitt
[152] mozna wykorzysta¢ w przypadku klasyfikacji cech nagromadzenia hemoglobiny oraz
wielkoSci znamienia, dla ktorych Srednia skuteczno$¢ wynosi Srednio okoto 65%. Metody
zaproponowane przez Kapura w [114] pozwalaja na uzyskanie Srednich wynikéw klasyfikacji
na poziomie 80% dla cechy ubytkéw hemoglobiny oraz na poziomie 90% dla cechy naciekania.
Dodatkowo druga metoda wprowadzona przez Kapura [114] moze zosta¢ wykorzystana do
klasyfikacji cechy wielkoSci znamienia. Dla pozostalych cech zastosowanie obu metod
nie pozwala na uzyskanie dobrych wynikéw klasyfikacji. Metoda binaryzacji (Doyle)
zaproponowana w [[154] pozwala na uzyskanie bardzo dobrych wynikéw w przypadku cech
wielko$ci znamienia oraz ubytkow kolagenu. Dodatkowo pozwala na uzyskanie Srednich
wynikow skutecznoSci wyzszej niz 50% dla cechy nagromadzenia hemoglobiny. Metoda
Glasbey [113] pozwala na uzyskanie skuteczno$ci na poziomie okoto 75% jedynie dla
cechy nagromadzonej hemoglobiny. Pozwala takze uzyskac¢ skutecznos$¢ klasyfikacji na
poziomie 40% dla cechy wielkoSci znamienia oraz niemal 80% dla cechy naciekania. W
pozostatych przypadkach zastosowanie tej metody wydaje si¢ by¢ bezzasadne. Metoda
Shanbhag zaproponowana w [129] jest jedyna metoda ze wszystkich analizowanych w pracy,
ktéra ma zastosowanie w przypadku analizy zwojow. Wyniki czutosci klasyfikatora, choc
$rednio na poziomie jedynie okoto 65%, sa znacznie lepsze od wynikow, do uzyskania ktérych

wykorzystano pozostale metody binaryzacji. Cecha widocznych naczyn jest wykrywana
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skutecznie jedynie w przypadku wykorzystania metody zaproponowanej w [129]. Srednia
czuto$¢ wynosi w przypadku tej cechy oraz metody na poziomie 60%. Dodatkowo, metoda
ta ma zastosowanie w przypadku wykrywania takich cech jak naciekanie, kropki oraz ubytki
kolagenu. We wszystkich trzech przypadkach metoda ta pozwala na uzyskanie najlepszych
wynikow klasyfikacji w poréwnaniu do wynikéw uzyskanych przy wykorzystaniu pozostatych

metod.

5.3. Analiza oraz omowienie wynikéw klasyfikacji cech

Niniejszy podrozdzial podzielony jest na dwie czgSci. Najpierw przedstawiono wyniki
klasyfikacji cech za pomoca wspomnianych w rodziale II klasyfikatorow. Nastepnie omowione
zostang szczegdtowo wyniki klasyfikacji kazdej cechy.

Wyniki klasyfikacji podzielono wedtug klasyfikatoréw. Przedstawione zostaty w dwdch
tabelach oraz Lista cech skali Huntera opisana w rozdziale I rozszerzona jest
o wspomniane wczesniej dwie dodatkowe cechy. W poprzednim podrozdziale opisano
wykorzystanie metod binaryzacji w procesie klasyfikacji. Jedynie niektére pozwalaja na
uzyskanie zadowalajacego poziomu skutecznosci. W dalszej czgsci pracy przedstawiono
wyniki uzyskane za pomoca jednej metody dla kazdej cechy. Przedstawiona metoda pozwala na
uzyskanie najlepszych wynikéw dla danej cechy, w poréwnaniu do wynikéw uzyskanych przy
wykorzystaniu pozostalych metod. Celem takiego podejScia jest zachowanie przejrzystosci
pracy. W tabelach przedstawiono takze rézne typy skutecznoSci klasyfikatora. Skuteczno$é
ogélna klasyfikatora oznaczona zostala kolorem niebieskim. Skuteczno$¢ ogdlna okresla
skutecznos$¢ klasyfikatora bez podziatu na znamiona wykazujace dana cechg¢ lub nie. Innymi
stowy, skuteczno$¢ ogélna mierzona jest jako liczba skutecznie sklasyfikowanych przypadkéw
w poréwnaniu do liczby przypadkéw podzbioru testowego. Czutos$¢ klasyfikatora okresla
skuteczno$¢ klasyfikatora w stosunku do znamion, ktére wykazuja dang cechg. Odnosi sig¢
wigc do liczby przypadkéw znamion, ktére wykazuja dang cech¢ w podzbiorze testowym. W
przedstawionych tabelach zostala oznaczona kolorem zielonym. Analogicznie w przypadku
swoistosci klasyfikatora, ktora zostata oznaczona kolorem czerwonym.

Faktem jest, ze dla takich cech jak kropki, nadmiar kolagenu czy naczynia, skuteczno$¢
klasyfikacji za pomoca sieci neuronowych nie zostata uwzgledniona w tabeli [5.4] poniewaz
skuteczno$é tej metody jest niezwykle niska. Srednia skuteczno$¢ we wspomnianych
przypadkach nie przekraczala w najlepszym przypadku 50%. Wykorzystanie sieci
neuronowych do klasyfikacji wydaje si¢ by¢ uzasadnione jedynie w przypadku klasyfikacji
wielkoSci znamienia, gdzie dla danych uczacych wynoszacych 10% caloSci bazy mozna
osiagnaé wysoka skuteczno$¢ na poziomie 97,5%. W pozostatych przypadkach ogdlna

skuteczno$¢ uzyskana za pomoca metody sieci neuronowych jest §rednio nizsza w poréwnaniu
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do metody maszyny wektorow podpierajacych. Metoda SVM daje w wigkszosci przypadkow
0goblng skutecznos¢ powyzej 90%. Zalezy to czgsto od stosunku podzbioru trenujacego do
podzbioru testowego. W kilku przypadkach widoczny jest efekt przeuczenia. Wystgpuje
on wtedy, gdy uzyskana skuteczno$¢ jest wigksza dla mniejszego podzbioru trenujacego w
poréwnaniu do uzyskanej skutecznoSci dla wigkszego podzbioru trenujacego. W przypadku
zastosowania metody SVM dotyczy to jedynie cechy nadmiaru kolagenu. Ten problem
wystepuje czesciej, gdy metoda zastosowana do klasyfikacji sa sieci neuronowe. Dotyczy to
takich cech jak zwoje, glgbokos¢ naciekania oraz wielko§¢ znamienia.

Ogdlna skutecznos¢ dla wszystich przypadkéw jest wysoce zadowalajaca. Z punktu
widzenia analizy znamion barwnikowych, bardziej istotna jest jednak skuteczno$¢ klasyfikacji
znamion, ktére wykazuja dana ceche. Wynika to z faktu, ze wraz ze wzrostem liczby
wykazywanych cech, wzrasta prawdopodobienstwo czerniaka (wedtug skali Huntera). W tabeli
[5.2] przedstawiona czutos¢ klasyfikatora w poréwnaniu do ogélnej skutecznosci jest w wielu
przypadkach znacznie gorsza. Zwlaszcza dotyczy to podzbioru trenujacego wynoszacego 10%
zbioru obiektéw (patrz: pierwsza kolumna w tabelach skutecznosci klasyfikacji). Dotyczy to
w przypadku metody SVM takich cech jak kropki, naczynia oraz ubytki hemoglobiny. Sieci
neuronowe wykazuja staba skuteczno$¢ w przypadku takich cech jak ubytki hemoglobiny
oraz zwojow. Podobnie jak w przypadku ogdlnej skutecznosci, takze w przypadku czutosci
klasyfikatora wystgpuje problem przeuczenia. Dotyczy to w przypadku SVM takich cech
jak nadmiar kolagenu, gl¢bokosci naciekania oraz wielkoSci znamienia. W przypadku
sieci neuronowych problem ten wystgpuje jedynie w przypadku gtebokoSci naciekania
oraz wielkoSci znamienia. Poréwnujac wyniki uzyskane za pomoca sieci neuronowych
oraz maszyny wektorow podpierajacych mozna wyciagnac wniosek, ze zastosowanie sieci
neuronowych w tym przypadku daje przewaznie gorsze wyniki. Sieci neuronowe znajduja
zastosowanie w przypadku klasyfikacji takich cech jak ubytki kolagenu, nagromadzenia
hemoglobiny oraz glg¢bokosci naciekania. Poréwnywalne do sieci neuronowych wyniki SVM
mozna uzyska¢ w przypadku wielkoSci znamienia.

Ze wszystkich cech najtrudniejsza do wykrycia jest cecha zwojow. Najlepsze rezultaty
daje klasyfikacja wielkosSci znamienia oraz naciekania. Wyniki powyzej 90% mozna uznac za
wysoce zadowalajace — dotycza czterech cech. Mozna uznac za dobry kazdy wynik klasyfikacji,
ktory jest wyzszy od 80% — dotyczy kolejnych trzech cech.

Swoistos¢ klasyfikatora z punktu widzenia pacjenta jest réwnie istotna co
czutos¢ klasyfikatora. Wyniki przedstawione w tabelach[5.2|oraz[5.4|pozwalaja na wyciagnigcie
kilku wnioskéw. Wykrywanie znamion, ktére nie wykazuja danej cechy, okazuje si¢ dawaé
lepsze rezultaty w porownaniu do wykrywania znamion, ktére dang cech¢ wykazuja. Dla
wszystkich cech mozliwe jest uzyskanie skutecznosci na poziomie powyzej 80%. Dodatkowo

swoistoS¢ klasyfikatora az dla szeSciu cech wynosi powyzej 90%. Sieci neuronowe daja w
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kazdym przypadku znacznie stabsze rezultaty w pordwnaniu do SVM. Problem przeuczenia
wystepuje w przypadku swoistosci klasyfikatora jedynie dla cechy zwojow w przypadku SVM

oraz glebokosci naciekania w przypadku sieci neuronowych.

Jasne kropki

Cecha jasnych kropek widoczna jest na rysunku [5.4a jako wiele niewielkich obszaréw
rozrzuconych po znacznym obszarze obrazu. Dla poréwnania przedstawiono na rysunku [5.4b
przyktad bez kropek. W przypadku struktury przedstawionej na rysunku widaé, ze na
obrazie istnieje jedna wigksza struktura. Przedstawione na rysunku [5.4c wyniki pokazuja,
ze jedynie czuto$¢ klasyfikatora jest na zadowalajacym poziomie dopiero przy podzbiorze
treningowym wielkosci 80% zbioru obiektéw. Krzywa ROC przedstawiona na rysunku [5.4d

Swiadczy jednak o dobrej skuteczno$¢ klasyfikatora.

Zwoje

Réznica migdzy znamionami, ktére wykazuja zwoje, a takimi, ktére ich nie wykazuja,
przedstawiono na rysunkach [5.5p oraz[5.5p. Znamiona nie wykazujace wspomnianej struktury
sa skupione, maja przewaznie tagodne brzegi. Dodatkwo, znamiona wykazujace strukture
sa najczesciej znamionami duzymi z przeSwitami. Skuteczno$¢ klasyfikacji takich znamion
jest niska w poréwnaniu do pozostatych cech. Wida¢ to dobrze na rysunku [5.5c. Pomimo
poréwnywalnie niskiej czutosci klasyfikatora, dobdr klasyfikatora nalezy oceni¢ pozytywnie.

Swiadczy o tym krzywa ROC, ktéra zostata przedstawiona na rysunku .

Nagromadzenie hemoglobiny

Nagromadzenie hemoglobiny objawiaja si¢ jako wigksze struktury z pustymi obszarami
wewnatrz. Przyktad takiej struktury przedstawiono na rysunku [5.6p. Struktury podobne do
przedstawionej na rysunku [5.6b lub w postaci niewielkich obiektéw rozrzuconych na obrazie,
Swiadcza o tym, ze znami¢ nie wykazuje cechy nagromadzenia hemoglobiny. Skutecznos¢

klasyfikacji jest zadowalajaca, z niewielkimi réznicami przy doborze wielkoSci podzbioru

testowego (patrz: rysunek [5.6c oraz [5.6(d).

Glebokosé naciekania

W odroznieniu od zwojéw cecha naciekania jest prosta do wykrycia. Swiadcza o tym
przedstawione wyniki (patrz: rysunek[5.7c). Najczesciej wystepuje na obrazie zbinaryzowanym
w postaci mniejszych lub wigkszych plam. Na rysunku przedstawiono przyktad
niewielkiego naciekania. Istnieja takze przypadki, gdzie naciekanie jest tak niewielkie, ze
niemal niewidoczne. Wtedy przyjmuje si¢, ze znamig¢ takie tej cechy nie wykazuje. Przykiad
bez zadnego naciekania widoczny jest na rysunku [5.7b. O skutecznosci doboru klasyfikatora

$wiadczy przedstawiona na rysunku krzywa ROC.
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Tabela 5.2: Skuteczno$¢ klasyfikacji zdjeé za pomoca maszyny wektoréw podpierajacych.
Kolorem niebieskim oznaczono skuteczno$¢ ogdlna, kolorem czerwonym swoistos$¢
klasyfikatora, a kolorem zielonym czuto$¢ klasyfikatora

Skutecznos¢ klasyfikacji

10/90 50/50 60/40 70/30 80/20

Cecha — metoda binaryzacji

78,6% 85,5% 89,7% 92,0% 93,4%
Jasne kropki — Shanbhag [129] 33,5% 56,7% 69,0% 78,1% 83,8%
86,1% 91,4% 93,7% 94,4% 95,1%
789% 813% 81,7% 822% 822%
Zwoje — Shanbhag [129] 56,1% 644% 662% 67,0% 682%
83.0% 83.8% 84,1% 84,6% 84,4%
88,4% 912% 923% 923% 92,7%
Nagromadzenie hemoglobiny — Glasbey [113] ¢6.4% 759% 80.2% 79.9% 81.2%
92,8% 942% 94,5% 94,6% 94,8%
922% 937% 942% 941% 94,5%
Glebokosé naciekania — Kapur I [114] 952% 95,5% 95,6% 95,5% 95,3%
89,1% 91,6% 92,4% 924% 93,4%
81,1% 872% 90,3% 91,8% 92.6%
Widoczne naczynia — Shanbhag [129] 273% 572% 76,6% 85,7% 90,0%
87,4% 90,3% 91,6% 923% 92,8%
80,0% 86,8% 90,1% 92,1% 92.6%
Ubytki hemoglobiny — Kapur IT [114 32,6% 64,5% 832% 92,0% 94,7%
85,7% 89.9% 909% 92,1% 92,3%
82,3% 83,3% 838% 83,9% 84,1%
Wielko$¢ — Kapur II [114 93,1% 94,0% 95,5% 954% 95,6%
79.8% 80,6% 809% 81,1% 81,2%

76,8% 85,6% 87,4% 89,1% 89,7%
Ubytki kolagenu — Shanbhag [129] 80,7% 88,0% 889% 90,5% 91,6%
73.4% 829% 858% 873% 87.4%
97,0% 97,7% 97.9% 98,0% 97.9%
Nadmiar kolagenu — Glasbey [113] 59.6% 752% 11,5% 79.4% 78,5%
97.8% 98,0% 983% 98,4% 984%
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Tabela 5.4: Skutecznos$¢ klasyfikacji zdje¢ za pomoca sieci neuronowych. Kolorem niebieskim
oznaczono skuteczno$¢ ogdlna, kolorem czerwonym swoisto$¢ klasyfikatora, a kolorem
zielonym czutos¢ klasyfikatora

Skutecznos¢ klasyfikacji
10/90 50/50 60/40 70/30 80/20

Cecha — metoda binaryzacji

78,0% 78,0% 78,4% 78,5% 78,3%
Zwoje — Shanbhag [129]

78,7% 78,7% 789% 189% 78,7%

85,9% 859% 859% 87,3% 87.4%
Nagromadzenie hemoglobiny — Glasbey [113]

86,3% 86,3% 86,3% 87,5% 87,6%

83,0% 83,0% 85,5% 86,6% 86,5%
Glebokos¢ naciekania — Kapur I [114]

74,0% 74,0% 77,2% 78,8% 78,7%

83,0% 854% 85, 7% 859% 85,9%
Ubytki hemoglobiny — Kapur II [114]

49,1% 67,4% 71,4% 73,8% 74,5%

97,5% 79,5% 79,5% 81,1% 81,0%
Wielkos$¢ — Kapur 11 [114]

76,9% 769% 769% 78,3% 78,4%

759% 79,5% 80,1% 80,6% 80,9%
Ubytki kolagenu — Shanbhag [129]

68,8% T1,4% 71,6% 72,3% 72,6%

Naczynia

Hemoglobina na obrazie w ksztalcie naczyn krwiono$nych moze przyja¢ dwie formy. Jedna
z nich zostata przedstawiona na rysunku[5.8p. Struktura ta przyjmuje forme jednego lub wigcej
obiektow w ksztalcie nitek. Druga forma zostata przedstawiona w rozdziale III na rysunku
3.3e. W tym przypadku struktura posiada postrzgpione brzegi. Dla poréwnania przedstawiono
przyktad znamienia, ktére nie wykazuje cechy naczyn. Struktura na obrazie binarnym [5.8p

przyjme ksztat wielu niewielkich obiektoéw rozrzuconych na obrazie. Blizej takiej strukturze do
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(a) Obraz zbinaryzowany znamienia (b) Obraz zbinaryzowany znamienia nie
wykazujacego jasne kropki wykazujacego cechy jasnych kropek
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(c) Skuteczno$¢ klasyfikacji — ogdlna skutecznosé (d) Przyktadowa krzywa ROC klasyfikacji
klasyfikatora oznaczona zostata kolorem cechy jasnych kropek

niebieskim, czutos¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.4: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy jasnych kropek. Na obrazach przedstawiony jest obraz
zbinaryzowany znamienia wykazujacy ceche jasnych kropek (a) oraz nie wykazujacy tej cechy
(b). Na kolejnych dwoch przedstawione sa wyniki klasyfikacji za pomoca metody SVM cechy
jasnych kropek na wykresie (c) oraz skuteczno$¢ klasyfikatora wyrazona za pomoca krzywej
ROC (d)

obrazu przedstawiajacego ceche zwojow niz do obrazu ze strukturg naczyn. Oczywiscie jedynie
hipotetycznie, poniewaz cechy te wystgpuja na réznych warstwach. Skuteczno$¢ klasyfikacji

cechy naczyn jest jedynie zadowalajaca w przypadku podzbioru testowego stanowiacej 80%

zbioru obiektow (patrz: rysunek [5.8, [5.8d).
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(a) Obraz zbinaryzowany znamienia (b) Obraz zbinaryzowany znamienia nie
wykazujacego ceche zwojow wykazujacego zwojow
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(c) Skuteczno$¢ klasyfikacji — ogdlna skutecznosé (d) Przyktadowa krzywa ROC klasyfikacji cechy
klasyfikatora oznaczona zostata kolorem niebieskim, IWojow

czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.5: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla zwojow. Na obrazach przedstawiony jest obraz zbinaryzowany
znamienia wykazujacy cechg zwojow (a) oraz nie wykazujacy tej cechy (b). Na kolejnych
dwoch przedstawione sa wyniki klasyfikacji za pomoca metody SVM zwojéw na wykresie (c)
oraz skutecznoS¢ klasyfikatora wyrazona za pomoca krzywej ROC (d)

Ubytki hemoglobiny

Ubytki hemoglobiny widoczne sa jako male lub duze struktury ze znacznie postrzgpionym
brzegiem. Przyklad takiej struktury przedstawiono na rysunku [5.9a. Dla poréwnania,
na rysunku [5.9b przedstawiono strukture znamienia, ktére nie wykazuje cechy ubytkéw
hemoglobiny. Jak wida¢ na rysunku, struktura ta to niewielkie obiekty rozrzucone na obrazie.

Innym przyktadem jest struktura przedstawiona na rysunku [5.8a. W tym przypadku struktura
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(a) Obraz zbinaryzowany znamienia (b) Obraz zbinaryzowany znamienia nie
wykazujacego ceche nagromadzenia wykazujacego cechy nagromadzenia
hemoglobiny hemoglobiny
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(c) Skuteczno$¢ klasyfikacji — ogdlna skutecznosé (d) Przyktadowa krzywa ROC klasyfikacji cechy
klasyfikatora oznaczona zostala kolorem niebieskim, nagromadzenia hemoglobiny

czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.6: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy nagromadzenia hemoglobiny. Na obrazach
przedstawiony jest obraz zbinaryzowany znamienia wykazujacy cechg¢ nagromadzenia
hemoglobiny (a) oraz nie wykazujacy tej cechy (b). Na kolejnych dwdéch przedstawione sa
wyniki klasyfikacji za pomoca metody SVM cechy nagromadzenia hemoglobiny na wykresie
(c) oraz skuteczno$¢ klasyfikatora wyrazona za pomoca krzywej ROC (d)

jest niewielka. Skuteczno$¢ klasyfikacji jest zadowalajacy juz przy wielkoSci podzbioru
testowego stanowiacej 60% zbioru obiektéw (patrz: [5.9c). Skutecznos$¢ klasyfikatora jest

réwniez zadowlajaca, o czym $wiadczy rysunek [5.9(d.
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(a) Obraz zbinaryzowany znamienia
wykazujacego ceche naciekania
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(d) Przyktadowa krzywa ROC klasyfikacji cechy
glebokosci naciekania

czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.7: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy naciekania. Na obrazach przedstawiony jest obraz
zbinaryzowany znamienia wykazujacy ceche¢ naciekania (a) oraz nie wykazujacy tej cechy (b).
Na kolejnych dwoéch przedstawione sa wyniki klasyfikacji za pomoca metody SVM cechy
naciekania na wykresie (c) oraz skutecznos¢ klasyfikatora wyrazona za pomoca krzywej ROC

(d)

Wielko$¢ znamienia

Duze znamiona widoczne sa jako duze struktury, czesto o tagodnych brzegach jak na
rysunku [5.10h. Moga takze wystgpowaC w postaci postrzgpionej jak w przypadku [5.5h.
Przyktad znamienia matego widoczny jest na rysunku [5.5p. Istnieja przypadki znamion, ktére

sa duze, ale przyjmuja posta¢ wielu niewielkich plam roztozonych na calym obszarze zdjecia.
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(d) Przyktadowa krzywa ROC klasyfikacji cechy
naczyn

czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.8: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy naczyn. Na obrazach przedstawiony jest obraz
zbinaryzowany znamienia wykazujacy ceche¢ naczyn (a) oraz nie wykazujacy tej cechy (b). Na
kolejnych dwéch przedstawione sa wyniki klasyfikacji za pomoca metody SVM cechy naczyn
na wykresie (c) oraz skutecznos¢ klasyfikatora wyrazona za pomoca krzywej ROC (d)

Wykrywanie duzych znamion jest proste. Swiadcza o tym wyniki przedstawione na rysunku

5.10c oraz [5.10d.

Ubytki kolagenu

Ubytki kolagenu charakteryzuja si¢ na obrazie warstwy kolagenu jako obiekty skupione

w jednym miejscu. Przyktad takiej struktury przedstawiono na rysunku[5.1Tj. Dla poréwnania
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(a) Obraz zbinaryzowany znamienia
wykazujacego ceche ubytkéw hemoglobiny
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czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.9: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy ubytkéw hemoglobiny. Na obrazach przedstawiony jest
obraz zbinaryzowany znamienia wykazujacy ceche ubytkow hemoglobiny (a) oraz nie
wykazujacy tej cechy (b). Na kolejnych dwoch przedstawione sa wyniki klasyfikacji za
pomoca metody SVM cechy ubytkéw hemoglobiny na wykresie (c) oraz skuteczno$¢
klasyfikatora wyrazona za pomoca krzywej ROC (d)

przedstawiono obraz, gdzie cecha ubytkow kolagenu nie wystepuje (patrz: rysunek [5.11p).
W przypadku cechy ubytkéw wyniki wszystkich typéw skuteczno$ci sa zblizone (patrz:
rysunek [5.1Tf). Krzywa ROC $wiadczy o tym, Ze zastosowany klasyfikator jest dobrym

wyborem (patrz: rysunek [5.11d).
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(c) Skuteczno$¢ klasyfikacji — ogdlna skutecznosé (d) Przyktadowa krzywa ROC klasyfikacji cechy
klasyfikatora oznaczona zostata kolorem niebieskim, wielko$ci znamienia

czutos¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.10: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla duzego znamienia. Na obrazach przedstawiony jest obraz
zbinaryzowany duzego znamienia (a) oraz matego znamienia (b). Na kolejnych dwéch
przedstawione sa wyniki klasyfikacji za pomoca metody SVM na wykresie (c) oraz
skutecznos$¢ klasyfikatora wyrazona za pomoca krzywej ROC (d)

Nadmiar kolagenu

Nadmiar kolagenu, podobnie jak w przypadku ubytkéw kolagenu, charakteryzuje sig¢
struktura skupiong wokoét jednego punktu (patrz: rysunek [5.12a). W odrézneniu od ubytkéw,
znamiona, ktore nie wykazuja nadmiaru kolagenu przyjmuja forme struktury wielu podobnych
obiektéw rozrzuconych na obrazie (patrz: rysunek [5.12b). Czutos¢ klasyfikatora dla cechy

nadmiaru kolagenu okazuje si¢ by¢ Srednio gorsza niz w przypadku cechy jasnych kropek

(patrz: rysunek [5.12c oraz[5.124d).
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klasyfikatora oznaczona zostata kolorem niebieskim, ubytkow kolagenu

czutos¢ klasyfikatora kolorem zielonym, swiostos$¢é
klasyfikatora kolorem czerwonym

Rysunek 5.11: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy ubytkéw kolagenu. Na obrazach przedstawiony jest obraz
zbinaryzowany znamienia wykazujacy cech¢ ubytkow (a) oraz nie wykazujacy tej cechy (b).
Na kolejnych dwdéch przedstawione sa wyniki klasyfikacji za pomoca metody SVM cechy
ubytkéw na wykresie (c) oraz skutecznos¢ klasyfikatora wyrazona za pomoca krzywej ROC

(d)

5.4. Klasyfikacja cze¢Sciowej oceny znamienia wedlug skali Huntera
Ta czgS¢ pracy poSwigcona jest analizie wykorzystania metod fraktalnych do klasyfikacji
czgSciowych ocen znamion barwnikowych wedlug skali Huntera. = Wektor cech zostat

zbudowany z warto$ci wymiaru pudetkowego oraz lakunarnosci zdjgcia kazdej cechy. Wartosci
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klasyfikatora oznaczona zostata kolorem niebieskim, nadmiaru kolagenu

czuto$¢ klasyfikatora kolorem zielonym,
swoisto$¢ klasyfikatora kolorem czerwonym

Rysunek 5.12: Przyktadowe zbinaryzowane obrazy znamion, wyniki klasyfikacji oraz
przyktadowa krzywa ROC dla cechy nadmiaru kolagenu. Na obrazach przedstawiony jest
obraz zbinaryzowany znamienia wykazujacy cechg¢ nadmiaru (a) oraz nie wykazujacy tej
cechy (b). Na kolejnych dwdéch przedstawione sa wyniki klasyfikacji za pomoca metody SVM
cechy nadmiaru na wykresie (c) oraz skutecznos¢ klasyfikatora wyrazona za pomoca krzywej
ROC (d)

te zostaty dobrane na podstawie przedstawionej wczesniej analizy metod binaryzacji. Dzigki
temu powstal wektor cech sktadajacy si¢ z czternastu wartosci oraz etykiety od zera do
pieciu. Baza danych nie zawiera znamion, dla ktérych czg$ciowa ocena jest réwna sze$¢ lub

siedem. Dotyczy to rOwniez bazy przed odfiltrowaniem. Wynika to z tego, ze przypadki takie

78



Tabela 5.6: Baza znamion podzielona wedtug czgsciowej oceny skali Huntera

Wynik czeSciowy skali Huntera 0 1 2 3 4 5

Liczba przypadkéw 65 144 106 64 25 12

zdarzaja si¢ niezwykle rzadko i Swiadcza o zaawansowanym stadium choroby. Dodatkowo, do
zdiagnozowania czerniaka nie jest wymagane wykrycie wszystkich cech.

Na podstawie przeprowadzonej metoda F-Score [155] analizy fraktalnej charakterystyki
cech wynika, ze niektére charakterystyki fraktalne cech maja wigkszy wplyw na wynik w
procesie klasyfikacji od innych. Najwigkszy wptyw na klasyfikacj¢ maja warto$ci wymiaru
pudetkowego oraz lakunarnosci wielkoSci znamienia, nastgpnie warto$ci wymiaru pudetkowego
oraz lakunarnos$ci okresSlajace naciekanie. Istotne sg takze wartosci lakunarnosSci oraz wymiaru
pudetkowego nagromadzenia hemoglobiny. Ostatnim majacym wptyw parametrem jest warto$¢
wymiaru pudetkowego ubytku hemoglobiny. Najmniej istotnym parametrem jest warto$¢
lakunarnos$ci zwojow.

Podjeto prébe klasyfikacji ocen znamion (patrz: tabela [5.6) na podstawie wektora cech
sktadajacego si¢ z siedmiu wartosci. Droga selekcji metoda F-Score wykazano, ze tylko siedem
warto$ci ma istotny wptyw na wynik klasyfikacji. Podobnie jak w przypadku klasyfikacji
cech, wykorzystano dwie metody klasyfikacji. Klasyfikacje podjeto w stosunkach podzbioru
trenujacego do testowanego w takich samych proporcjach jak w przypadku klasyfikacji
cech. Jedyna istotng réznica w poréwnaniu do klasyfikacji cech jest brak zastosowania
sieci neuronowych w klasyfikacji czgSciowej oceny znamienia. Sieci neuronowe w kazdym
przypadku nie pozwalaja na osiagnigcie skutecznosci powyzej 50%. Ogoélna klasyfikacja
znamion przedstawiona zostala w tabeli Przedstawione wyniki sa Srednia ze stu prob.

W poréwnaniu do klasyfikacji cech wyniki klasyfikacji ocen znamion sg istotnie gorsze.
Warto jednak zwrdéci¢ uwage, ze w przypadku klasyfikacji ocen znamion mamy do czynienia
z klasyfikacja szeSciu klas. Jest to istotnie trudniejszy problem klasyfikacyjny w poréwnaniu
do klasyfikacji binarnej. Wyniki skutecznosci na poziomie okoto 65% oraz 69% mozna uznac
za zadowalajace.

W tabelach [5.8] [5.9 [5.10, [5.11] oraz [5.12] przedstawiono skuteczno$¢ klasyfikacji
poszczegdlnych znamion wedtug uzyskanej oceny. Wyniki przedstawiono jako Srednig liczbe
wyboru danej oceny. W pierwszym wierszu przedstawiono etykiety ocen, ktorych oczekiwano,
a w kolumnach przedstawiono etykiety ocen, ktére zostaty wybrane przez klasyfikator. Dzigki

takiemu podejsciu wida¢ jak bardzo pomylit si¢ klasyfikator w ocenie. Warto zwrécié uwage,
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Tabela 5.7: Wyniki klasyfikacji ocen znamion wedlug skali Huntera za pomoca metody
maszyny wektorow podpierajacych

Skutecznos¢ klasyfikacji

10/90 50/50 60/40 70/30 80/20

Czesciowa ocena wedhlug skali Huntera 36,0% 57,6% 62,3% 65,7% 69,2%

Tabela 5.8: Wyniki klasyfikacji ocen znamienia wedlug skali Huntera dla stosunku 10/90
podzbioru treningowego do podzbioru testowego

. Sklasyfikowana jako
Etykieta
Ocena0 Ocenal Ocena2 Ocena3 Ocenad4 Ocenas

Ocena0 41,6% 32,6% 16,7% 6,9% 2,2% 0,0%
Ocenal 16,7% 49,6% 24,8% 6,7% 2,2% 0,0%
Ocena2 10,7% 46,5% 34,7% 4,8% 3,0% 0,3%
Ocena 3 8,8% 44.5% 29,9% 15,4% 1,3% 0,1%
Ocena 4 1,7% 51,4% 30,0% 4,3% 12,6% 0,0%
Ocena 5 0,0% 52,7% 32,7% 0,0% 0,0% 14,6%

ze wraz ze zmiang stosunku wielkosci podzbioru testowego do podzbioru uczacego, zmienia
si¢ rowniez liczba klasyfikowanych przypadkéw.

W przypadku stosunku 10/90 podzbioru testowego do uczacego, widac, ze klasyfikator myli
si¢ czesto. Najlepszej klasyfikowane sa przypadki o etykiecie 1. SkutecznoS¢ sigga niemal 50%.
Klasyfikator poprawnie klasyfikuje ponad 40% przypadkéw o etykiecie 0. Dla przypadkéw o
etykiecie 2 poprawnie klasyfikowanych jest ponad 30% przypadkéw. W przypadku pozostatych
etykiet wyniki sg bardzo stabe, poniewaz poprawnie sklasyfikowane przypadki stanowia Srednio
jedynie okoto 15%. Wida¢ wyraznie, ze najczesciej klasyfikator mylit si¢ przypisujac obiektom
etykietg O, 1 lub 2.

Dla stosunku 50/50 podzbioru testowego do uczacego wyniki skutecznosci sa lepsze niz w
poréwnaniu do wynikéw przedstawionych w tabeli Podobnie jak w przypadku stosunku
10/90 podzbioru testowego do uczacego, klasyfikator najczesciej mylit si¢ przypisujac obiektom
etykietg 1. WyraZnie wida¢ ogdlny wzrost skutecznosci klasyfikacji dla wszystkich przypadkow

Srednio o 20%. Przypadki o etykiecie 2 oraz 3 sa klasyfikowane poprawnie z niemal 50%
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Tabela 5.9: Wyniki klasyfikacji ocen znamienia wedlug skali Huntera dla stosunku 50/50
podzbioru treningowego do podzbioru testowego

. Sklasyfikowana jako
Etykieta
Ocena0 Ocenal Ocena2 Ocena3 Ocenad4 Ocenas

Ocena0 61,6% 21,5% 10,6% 5,5% 0,0% 0,8%
Ocena 1 9,9% 69,5% 14,7% 5.3% 0,5% 0,1%
Ocena 2 5,1% 32,3% 51,7% 8,1% 2,2% 0,6%
Ocena 3 5,6% 30,9% 12,8% 49,1% 1,3% 0,3%
Ocena 4 0,7% 14,0% 16,9% 10,0% 37, 7% 0,0%
Ocena 5 0,0% 50,0% 10,0% 5,0% 0,0% 35,0%

Tabela 5.10: Wyniki klasyfikacji ocen znamienia wedtug skali Huntera dla stosunku 60/40
podzbioru treningowego do podzbioru testowego

. Sklasyfikowana jako
Etykieta
Ocena0 Ocenal Ocena2 Ocena3 Ocenad4 Ocenas

Ocena0 66,1% 22,3% 7,7% 3,9% 0,0% 0,0%
Ocena 1 7,8% 76,9% 9,1% 4,4% 1,6% 0,2%
Ocena 2 6,4% 29,0% 56,5% 6,5% 1,6% 0,0%
Ocena 3 6,5% 32,7% 9,6% 47,4% 3,1% 0,7%
Ocena 4 0,0% 48,0% 10,0% 4,0% 38,0% 0,0%
Ocena 5 0,0% 36,0% 10,0% 2,0% 0,0 52,0%

skuteczno$cia. Przypadki o etykiecie 1 maja nadal najlepsza skuteczno$¢ i sa prawidtowo
klasyfikowane w prawie 70% przypadkéw. Przypadki o etykiecie 5 klasyfikowane sa poprawnie
w 35% przypadkéw. Warto tutaj zwroci¢ uwage, ze przypadki o etykiecie 5 najczesciej sa
mylone z obiektami o etykiecie 1. Dla przypadkéw o etykiecie 3 jest podobnie. Sa one
nieprawidtowo klasyfikowane jako obiekty o etykiecie 1 w ponad 30% przypadkéow.

Na podstawie przedstawionych wynikéw w tabeli [5.10] mozna wyciagna¢ kilka wnioskow.
Jedynie przypadki o etykiecie 4 nie sa prawidlowo klasyfikowane w conajmniej 40%

przypadkéw. Wzrost poprawnie sklasyfikowanych przypadkéw jest znacznie mniejszy niz
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Tabela 5.11: Wyniki klasyfikacji ocen znamienia wedtug skali Huntera dla stosunku 70/30
podzbioru treningowego do podzbioru testowego

. Sklasyfikowana jako
Etykieta
Ocena0 Ocenal Ocena2 Ocena3 Ocenad4 Ocenas

Ocena0  74,0% 15,5% 5.5% 5,0% 0,0% 0,0%
Ocenal 12,0% 75,3% 8,9% 3,3% 0,5% 0,0%
Ocena 2 5,0% 26,8% 60,6% 4,4% 3.2% 0,0%
Ocena 3 4,2% 24,2% 12,6% 57,9% 1,1% 0,0%
Ocena 4 0,0% 40,0% 16,2% 3,8% 40,0% 0,0%
Ocena 5 2,5% 32,5% 10,0% 5,0% 0,0% 50,0%

dla stosunku podzbioru testowego do uczacego w proporcji 50/50. Obiekty o etykiecie 1
klasyfikowane sa prawidtowo w ponad 75% przypadkéw. Widaé réwniez, ze dopiero przy
proporcjach podzbioru uczacego do testowego 60/40 obiekty o etykiecie 5 sa poprawnie
klasyfikowane w ponad 50% przypadkéw. Jest to oczywiscie bardzo istotne z punktu widzenia
pacjenta.

Wyniki przedstawione w tabeli przedstawiaja skuteczno$¢ klasyfikacji dla proporcji
70/30 podzbioru uczacego do testowego. Z przedstawionych wynikéw wynika to, ze jedynie
dla obiektéw o etykiecie 0 oraz 3 wida¢ wyrazny wzrost prawidtowo sklasyfikowanych
przypadkéw. W pozostatych przypadkach wzrost jest nieznaczny, a w przypadku obiektéw
o etykiecie 1 oraz 5 mozna zauwazy¢ nieznaczny spadek. Warto rowniez zwréci¢ uwage na to,
ze nie odnotowano obiektow, ktore mylnie sklasyfikowano jako obiekty o etykiecie 5.

W poréwnaniu do danych przedstawionych w tabelach [5.8] [5.9] [5.10] oraz [5.11] wyniki
przedstawione w tabeli [5.12] okazuja si¢ by¢ najlepsze. Wynika to przede wszystkim z tego,
ze proces uczenia klasyfikatora oparty zostal na najwigkszym w poréwnaniu do pozostatych
podzbiorze uczacym. Dla obiektow o etykiecie 1, 2 oraz 5 skutecznoS¢ wynosi conajmniej 75%.
Jest to bardzo dobry wynik, zwlaszcza obiektow o etykiecie 5. W pozostatych przypadkach
skuteczno$¢ wynosi okoto 60%. Najgorzej klasyfikowane sa obiekty o etykiecie 4, gdzie
skuteczno$¢ wynosi jedynie 58%. Klasyfikator myli si¢ najczgSciej przypisujac obiektem
etykiete 1. Dotyczy to Srednio okoto 22% przypadkow. Klasyfikator najrzadziej myli si¢
przypisujac mylnie obiektom etykiety 5.
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Tabela 5.12: Wyniki klasyfikacji ocen znamienia wedtug skali Huntera dla stosunku 80/20
podzbioru treningowego do podzbioru testowego

. Sklasyfikowana jako
Etykieta
Ocena0 Ocenal Ocena2 Ocena3 Ocenad4 Ocenas

Ocena0  75,4% 15,4% 7,7% 1,5% 0,0% 0,0%
Ocena 1 6,9% 77,9% 9,7% 4,8% 0,4% 0,3%
Ocena 2 7,6% 21,9% 60,5% 5.2% 4,3% 0,5%
Ocena 3 6,1% 23,1% 8,5% 61,5% 0,0% 0,8%
Ocena 4 4,0% 24,0% 12,0% 0,8% 58,0% 0,0%
Ocena 5 0,0% 25,0% 0,0% 0,0% 0,0% 75,0%

5.5. Podsumowanie

Na podstawie wynikow przedstawionych w poprzednich podrozdziatach mozna wyciagnaé
kilka wnioskéw. Wigkszo$¢ z nich zostala juz opisana w poprzednich podrozdziatach.
Na ich podstawie mozna postawi¢ teze, ze metody fraktalne maja zastosowanie w
procesie diagnostycznym czerniaka w przypadku zdje¢ wielospektralnych. Wskazuja na
to osiagnigte wyniki zaréwno klasyfikacji cech jak i ocen znamion. Skuteczno$¢ wykrywania
cech na poziomie wigkszym od 80% jest wysoce zadowalajaca. Wskazuje jednoczesnie
na mozliwo$¢ zautomatyzowania wykrywania niektérych cech, ktére charakteryzuja
czerniaka. Automatyzacja natomiast niesie istotng pomoc lekarzom w procesie
diagnostycznym. Przedstawiona klasyfikacja znamion nie pozwala jednak na stworzenie w
pelni zautomatyzowanego systemu. Wynika to z kilku powodéw. Po pierwsze, badany zbior
obiektéw nie zawiera dostateczenie wielu przypadkéw czerniaka. Z tym wiaze si¢ mata
liczba przypadkéw, ktérym przyznano pigé, szeS¢ oraz siedem punktow. Jest to istotna czgS¢,
ktéra wymaga dalszych prac w przysztosci wraz z powigkszeniem bazy zdjeé. Po drugie,
przedstawione metody nalezy przed wprowadzeniem do zastosowan komercyjnych najpierw
sprawdzi¢ na zasadzie badarni klinicznych. Istotne jest, aby méc zweryfikowaé podejscie do
analizy znamion w praktyce. W kolejnym rozdziale przedstawiono mozliwoSci wykorzystania
przedstawionych metod w rozwigzaniach komercyjnych.

Przedstawione w niniejszym rozdziale wyniki pozwalaja takze wyciagna¢ wnioski co
do zastosowania metod wyznaczania progu w procesie binaryzacji obrazéw. Wykorzystano

jedynie ponad czterdziesci metod, co pozwala przypuszczac, ze istnieja metody, ktérych nie
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wykorzystano w pracy, a ktére jednocze$nie pozwola na uzyskanie jeszcze lepszych wynikéw
klasyfikacji niz te, ktére przedstawiono w pracy.

Préba wykrywania cech znamion barwnikowych w sposéb automatyczny nie jest niczym
nowym, poniewaz prowadzone byty juz badania nad automatyzacja wykrywania cech [156,
157, 158, 159} 1160, [161, [162]. W pracy przedstawiono wyniki, ktére Swiadcza o tym, ze
wykrywanie takich cech jest mozliwe ze skutecznoscia na zadowalajacym poziomie. Pozwala
to przypuszczaé, ze wykorzystanie metod fraktalnych jest mozliwe w przypadku wykrywania
cech, ktore sg czgscia innych skal. Dotyczy to takze zdjec¢ standardowych znamion uzyskanych

za pomocg fal Swiatta widzialnego.



6. Przyszle badania

W poprzednim rozdziale opisano wyniki analizy fraktalnej zdjeé wielowarstwowych.
Wynika z nich jasno, ze cechy oparte na analizie fraktalnej maja istotny wptyw na diagnostyke
znamion barwnikowych. Wykazanie przydatnosci cech fraktalnych bylo mozliwe dzigki
wykorzystaniu Srodkéw z grantu promotorskiego N518 506439. Kolejnym etapem bedzie
wykazanie przydatnosci tych cech w codziennej pracy dermatologéw. Aby to umozliwic,
napisana zostala aplikacja. Aplikacja ta bedzie dostgpna na AppStore. Dedykowana jest dla
dermatoskopdw, ktére mozna potaczyC wraz z przystawka do urzadzeri mobilnych takich jak
iPhone. Przyktadowe ekrany aplikacji przedstawiono na rysunkach [6.Th—c. Aplikacja sktada
si¢ z dwoch czedci: serwerowej oraz mobilnej. Czgs$¢é serwerowa wykonuje przedstawione
w pracy obliczenia na zdjeciach. Wyniki zostaja nastgpnie przestane do aplikacji mobilne;j.
Dzigki przechowywaniu zdje¢ na serwerze mozliwa bedzie analiza zdje¢ pod katem innych
cech niz te, ktére zostaly przeanalizowane w niniejszej pracy. Jak wspomniano w rozdziale I,
cech charakteryzujacych czerniaka jest kilkadziesiat, a w niniejszej pracy poddano analizie
jedynie siedem cech. Dodatkowa, oczywista korzyscia wynikajaca z gromadzenia zdjgc, jest

stale powigkszajaca si¢ baza.
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Rysunek 6.1: Zrzuty ekranu aplikacji Mole Diagnostic

Na rysunku[6.Ic widoczny jest ekran dodawania nowego znamienia. Lekarz moze wstepnie

oceni¢ znami¢ wedtug wybranej skali. Dane te sa rowniez przechowywane w bazie danych na
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Rysunek 6.2: Nowoczesne urzadzenie diagnostyczne, ktére ma wykorzystywac opisane
w pracy metody wspierajace diagnostyke

serwerze. Ma to za zadanie pdZniejsza weryfikacje. Dodatkowo, znami¢ mozna zlokalizowac na
ciele pacjenta (patrz: rysunek [6.1Ib). Znane sa przypadki czestszego wystegpowania czerniaka
u mezczyzn oraz u kobiet w niektérych partiach ciata, stanowi to istotng informacj¢ w celu
dalszych badan. Wynika to z tego, ze czerniak przejawia odmienne cechy w niektérych miejsca,
jak na przyktad na reckach czy stopach. Aplikacja ma zasigg globalny, wigc dodatkowym
problemem badawczym do rozwiazania bedzie problem analizy znamion w przypadku réznych
karnacji oraz koloréw skory.

Obecnie prowadzone sa prace nad znalezieniem inwestora do stworzenia osobnego
urzadzenia bazujacego na platformie Android (patrz: rysunek[6.2)). Urzadzenie w zamierzeniu
powinno by¢ dermatoskopem mobilnym posiadajacym jednocze$nie wySwietlacz oraz funkcje
znane z urzadzen mobilnych, jak na przyklad iPhone. Celem stworzenia takiego urzadzenia
jest wprowadzenie urzadzenia diagnostycznego, ktére w odréznieniu od obecnie uzywanych,
mogtoby samodzielnie wspomagac proces diagnostyczny. Jednocze$nie prowadzone sa prace
nad ztozeniem wniosku patentowego chronigcego urzadzenie przed kopiowaniem.

Poza stworzeniem urzadzenia prowadzone sa takze prace nad przeniesieniem
zastosowanych metod na standardowe zdjgcia znamion. Wynika to z tego, ze wiele skal bazuje
na standardowych zdjeciach dermatoskopowych. Badania takie pozwola przypuszczalnie na
znalezienie zalezno$ci zachodzacych migdzy zdjeciami uzyskanymi za pomoca fal Swiatta

widzialnego, a zdjgciami wielowarstwowymi.
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